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Abstract

In  this  paper,  we  built  an  automated  machine  learning  pipeline  for  structure-based  learning  and

hyperparameter optimization purposes. The pipeline consists of three main automated tasks. The first

carries out the connection, collection, and preprocessing of the dataset from the database through the

Kaggle  API.  The  second  utilizes  the  Keras-Bayesian  optimization  tuning  library  to  perform  the

hyperparameter optimization considering. The third focuses on the training process of the hyper-model

using the hyperparameter values estimated in the previous task, and its evaluation on the test data by

implementing the Neptune AI. The main technologies used to develop a stable and reusable machine

learning pipeline are the popular Git version control system, the Google cloud virtual machine, the

Jenkins server, the Docker containerization technology, and the Ngrok reverse proxy tool. The latter

can securely publish the local Jenkins address as public through the internet. As such, some parts of the

proposed pipeline are taken from the thematic area of machine learning operations (MLOps), resulting

in a hybrid software scheme. The machine learning model used to evaluate the pipeline is a multilayer

perceptron that combines typical dense as well as polynomial layers. The simulation results show that

the  proposed  pipeline  exhibits  a  reliable  and  accurate  performance  while  managing  to  boost  the

network’s performance in classification tasks.
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Κεφάλαιο 1: Μηχανική μάθηση – Θεωρητικό υπόβαθρο

1.1 Εισαγωγή

Η Μηχανική Μάθηση γνωρίζει μεγάλη εξέλιξη και ταχεία πρόοδο ιδιαίτερα την τελευταία δεκαετία

τόσο  σε  θεωρητικό  όσο  και  σε  πρακτικό  επίπεδο  επιτρέποντας  έτσι  την  χρήση  καινοτομιών  και

εφαρμογών  εντός  της  καθημερινότητάς  μας  σε  διάφορους  τομείς.  Εισήχθη  σαν  όρος  γύρω  στη

δεκαετία του 1960 από τον  Arthur Samuel.((13)) και  χρησιμοποιείται για την ανάπτυξη αλγορίθμων

βελτιστοποιήσης αποδόσης. Η μηχανική μάθηση (machine learning – ML) αποτελεί σημαντικό κλάδο

της τεχνητής νοημοσύνης που έχει  σαν σκοπό την δημιουργία υπολογιστικών συστημάτων και την

εκτέλεσής τους μέσω μιας αυτοματοποιημένης διαδικασίας.  Τα συστήματα αυτά εκπαιδεύονται και

κατά την  εκτέλεσή τους  αποκτούν εμπειρία  η οποία  τα βοηθά στην βελτίωση της  απόδοσής τους

αξιοποιώντας  την  πρότερη  γνώση  που  έλαβαν  [1].  Η  βελτίωση  της  απόδοσης  έρχεται  μέσω  της

εμπειρίας που απέκτησαν και χωρίς την υλοποίηση κάποιας προγραμματιστικής διαδικασίας, δηλαδή η

μηχανή μαθαίνει το μοτίβο και τη σχέση μεταξύ των χαρακτηριστικών που υπάρχουν στο σύνολο των

παρεχόμενων δεδομένων. Η επαναληπτική πτυχή είναι γιατί αποτελεί τη διαδικασία εκπαίδευσης του

μοντέλου.  Κατά  τη  διάρκεια  αυτής  της  διαδικασίας,  το  μοντέλο  εκπαιδεύεται  με  ένα  σύνολο

δεδομένων εισόδου με τα αντίστοιχα αποτελέσματα εξόδου, έτσι ώστε να μπορεί να προβλέπει την

έξοδο για νέα δεδομένα που δεν έχει ξαναδεί.

Κατά τη διάρκεια της επαναληπτικής πτυχής, το μοντέλο βελτιώνεται σταδιακά και προσαρμόζεται

στα δεδομένα εισόδου, έτσι ώστε να προβλέπει την έξοδο με μεγαλύτερη ακρίβεια. Η επαναληπτική

πτυχή απαιτεί συνήθως μια μεγάλη ποσότητα δεδομένων εκπαίδευσης και υπολογιστικών πόρων για

την απόκτηση της  κατάλληλης ακρίβειας  και  αποτελεσματικότητας.  Ιδιαίτερα τα βαθιά νευρωνικά

δίκτυα οδήγησαν σε προόδους σε ένα αρκετά ευρύ φάσμα εφαρμογών σε τομείς όπως υπολογιστική

όραση, επεξεργασία φυσικής γλώσσας, αναγνώριση ομιλίας, αυτόνομη οδήγηση, η αυτοματοποίηση

των  μέσων  μεταφοράς,  η  αναγνώριση  προτύπων,  η  διαδικτυακή  διαφήμιση,  μηχανές  αναζήτησης

κατατάσσοντας την μηχανική μάθηση σε έναν από τους πλέον δυναμικά αναπτυσσόμενους τομείς της

επιστήμης  και  της  τεχνολογίας  [2].  Με  τις  πολυάριθμες  πρακτικές  εφαρμογές  της  Μηχανικής

Μάθησης, αναδύονται νέες προκλήσεις, μετατοπίζοντας το επίκεντρο της έρευνας στην χρησιμοποίηση

όλων  των  διαθέσιμων  εργαλείων  που  έχουν  αναπτυχθεί  αποτελεσματικά  και  συλλογικά  ώστε  να

διευκολύνουν την καθημερινότητα του ανθρώπου. 

1.2 Κατηγορίες Μηχανικής Μάθησης 

1.2.1 Επιβλεπόμενη Μάθηση (Supervised Learning)

Η εποπτευόμενη μάθηση είναι ένα από τα βασικά είδη μηχανικής μάθησης και αποτελεί έναν από τους

πιο  δημοφιλείς  τρόπους  εκπαίδευσης  ενός  μοντέλου.  Η  δυνατότητα  του  μοντέλου  να  προβλέπει
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αποτελέσματα για νέα δεδομένα με βάση τις σχέσεις που αναπτύχθηκαν για τα υπάρχοντα δεδομένα

καθιστά την εποπτευόμενη μάθηση ένα πολύ δυνατό εργαλείο για την ταξινόμηση και την επεξεργασία

δεδομένων. Στην μάθηση με επίβλεψη το σύστημα μαθαίνει για δεδομένη είσοδο να προβλέπει την

επιθυμητή  έξοδο  [3].  Τα  δεδομένα  εκπαίδευσης  του  μοντέλου  περιέχουν  ως  πληροφορία  το

αποτέλεσμα για την επιθυμητή τιμή εξόδου – στόχου . Το σύστημα δέχεται εισόδους παραδειγμάτων

που συνδέονται με τις επιθυμητές τιμές εξόδου με σκοπό ο αλγόριθμος να μάθει συγκρίνοντας την

έξοδο με την επιθυμητή τιμή εντοπίζοντας που συνέβησαν σφάλματα και να προβεί σε τροποποιήσεις

παραμέτρων.  Έτσι  κατά  την  διαδικασία  της  μάθησης  γίνεται  εκπαίδευση  ενός  μοντέλου  μάθησης

μεταξύ ενός συνόλου μεταβλητών εισόδου X και μια μεταβλητής εξόδου Y και η εφαρμογή αυτής της

γνώσης  μπορεί  να  προβλέψει  τις  εξόδους  για  άγνωστα  δεδομένα  εισόδου.   Για  παράδειγμα,  ένα

μοντέλο  τροφοδοτείται  με  δεδομένα  εισόδου  που  έχουν  εικόνες  «γάτας»  και  εικόνες  «σκυλιών»

ομοίως.  Μετά την  αφομοίωση αυτών των δεδομένων,  ανατίθεται  στο  μοντέλο η  διάκριση μεταξύ

εικόνων γατών και σκύλων χωρίς ετικέτα. Ένα άλλο απλό παράδειγμα είναι η ανίχνευση ανεπιθύμητης

αλληλογραφίας και η ταξινόμηση των e-mails σε επιθυμητά και ανεπιθύμητα. Η εποπτευόμενη μάθηση

είναι ίσως η σημαντικότερη μεθοδολογία στην μηχανική μάθηση και η εφαρμογή της έχει κεντρική

σημασία  στην  επεξεργασία  δεδομένων.  Διακρίνεται  σε  δυο  βασικούς  τύπους  διαδικασιών,  σε

ταξινόμηση (Classifiacation)  και σε παλινδρόμηση (Regression).

Προβλήματα ταξινόμησης

Η ταξινόμηση είναι η διαδικασία κατάταξης αντικειμένων σε κλάσεις ανάλογα τα χαρακτηριστικά τους

και πρόκειται για πρόβλημα αναγνώρισης προτύπων όπου ο αλγόριθμος εντοπίζει ομοιότητες μέσω της

εκπαίδευσης που έχει λάβει.  Η επιλογή της κατάλληλης τεχνικής εξαρτάται από πολλούς παράγοντες,

όπως  οι  διαθέσιμες  πληροφορίες  για  τα  δεδομένα,  ο  αριθμός  των  κατηγοριών  που  θέλουμε  να

κατηγοριοποιήσουμε, ο αριθμός των δειγμάτων δεδομένων που διαθέτουμε, η επιθυμητή ακρίβεια της

ταξινόμησης  και  πολλοί  άλλοι  παράγοντες.  Κάθε  τεχνική  έχει  τα  πλεονεκτήματά  της  και  τα

μειονεκτήματά της, και είναι σημαντικό να επιλέξουμε αυτή που ταιριάζει καλύτερα στη συγκεκριμένη

περίπτωση. Οι περισσότερο διαδεδομένες τεχνικές κατηγοριοποίησης – ταξινόμησης είναι τα δέντρα

απόφασης, στατιστικοί ταξινομητές όπως οι  Naive Bayes, Ταξινομητές  k-πλησιέστερων γειτόνων  k-

Nearest Neighbor.

Προβλήματα παλινδρόμησης 

Σε  προβλήματα  παλινδρόμησης  εξετάζουμε  την  συσχέτιση  μεταξύ  δυο  ή  και  περισσοτέρων

μεταβλητών με στόχο την πιθανή πρόβλεψη των τιμών μιας μεταβλητής μέσω των τιμών της άλλης.

Στην παλινδρόμηση, η σχέση μεταξύ των μεταβλητών αναζητείται με τέτοιο τρόπο ώστε να μπορεί να

χρησιμοποιηθεί για να προβλέψουμε τις τιμές της μεταβλητής-στόχου για νέα δεδομένα ανεξάρτητων

μεταβλητών που δεν υπάρχουν στο αρχικά δεδομένα.

Ένα παράδειγμα προβλήματος παλινδρόμησης είναι η πρόβλεψη της τιμής ενός ακινήτου βάσει των

χαρακτηριστικών του, όπως η τοποθεσία, ο αριθμός των δωματίων και η ηλικία του κτιρίου. Σε αυτήν

την περίπτωση, η τιμή του ακινήτου αποτελεί την μεταβλητή-στόχο, ενώ η τοποθεσία, ο αριθμός των

δωματίων  και  η  ηλικία  του  κτιρίου  αποτελούν  τις  ανεξάρτητες  μεταβλητές.  Με  βάση  τα
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χαρακτηριστικά αυτά, μπορούμε να εκπαιδεύσουμε ένα μοντέλο παλινδρόμησης, το οποίο θα μπορεί

να προβλέπει την τιμή του ακινήτου για νέα δεδομένα.

1.2.2 Μη επιβλεπόμενη μάθηση (Unsupervised Learning)

Στη μη εποπτευόμενη μάθηση, δεν υπάρχει κάποιος στόχος πρόβλεψης, καθώς δεν υπάρχουν ετικέτες

ή κατηγορίες στο σύνολο των δεδομένων. Ο κύριος στόχος εδώ είναι να ανακαλύψουμε αλγορίθμους

και στατιστικά μοντέλα  με σκοπό τον προσδιορισμό της δομής των δεδομένων εισόδου. Στην μη-

επιβλεπόμενη μάθηση δεν γνωρίζουμε την επιθυμητή έξοδο αλλά προσπαθούμε να την βρούμε. Έτσι

ομαδοποιούνται πληροφορίες που είναι ασαφείς με κριτήριο μοτίβα και δομές δεδομένων εισόδου υπό

μορφή παρατηρήσεων και χωρίς να είναι σε θέση να γνωρίζει την επιθυμητή έξοδο.

 Σύμφωνα με τα παραπάνω γίνεται κατανοητό ότι στην μη επιβλεπόμενη μάθηση δεν γίνεται κάποια

είδους  εκπαίδευση  στο  σύστημα  και  δεν  υπάρχει  ανατροφοδότηση  από  το  περιβάλλον  για  τα

αποτέλεσμα εξόδου του αλγορίθμου. Η μη εποπτευόμενη μάθηση είναι ένα σημαντικό εργαλείο στην

ανάλυση  δεδομένων  και  στην  επιστήμη  των  υπολογιστών,  και  χρησιμοποιείται  συχνά  για  την

επεξεργασία τεράστιων συνόλων δεδομένων [4].

Η  ομαδοποίηση  (clustering)  είναι  ίσως  η  πιο  διαδεδομένη  τεχνική  αλγορίθμου  μη  επιβλεπόμενης

μάθησης  όπου  χρησιμοποιείται  για  τον  διαχωρισμό  δεδομένων  εισόδου  σε  ομάδες  με  κύριο

χαρακτηριστικό την ομοιότητα (  ευκλείδεια απόσταση) αλλά και  τις  επιμέρους διαφορές όπως για

παράδειγμα  δεδομένα  συμπεριφοράς  με  σκοπό  την  χρήση  στην  ανάπτυξη  αποτελεσματικότερης

στόχευσης διαφημιστικού περιεχομένου.

1.2.3. Ενισχυτική Μάθηση (Reinforcement Learning)

Ενισχυτική μάθηση είναι μια διαδικασία μάθησης με στόχο την ανάπτυξη ενός συστήματος το οποίο

αλληλοεπιδρά σε ένα δυναμικό περιβάλλον με σκοπό την βελτιστοποίηση της απόδοσής του μέσω της

μάθησης.  Κατά την διαδικασία της  μάθησης το σύστημα δεν ενημερώνεται  για το ποιες  ενέργειες

πρέπει να κάνει, αλλά αντίθετα ποιες ενέργειες πρέπει να ανακαλύψει ώστε να του αποφέρουν την

μεγιστοποίηση του αριθμητικού σήματος ανταμοιβής δοκιμάζοντάς τες. Ενδιαφέρον προκαλεί ότι οι

ενέργειες των αλγορίθμων ενισχυτικής μάθησης μπορεί να επηρεάσουν όχι μόνο την άμεση ανταμοιβή

αλλά και την επόμενη προσομοίωση και μέσω αυτής όλες τις επόμενες ανταμοιβές και χρησιμεύουν

σαν  εργαλείο  πλοήγησης  [5].  Τα  δύο  αυτά  χαρακτηριστικά,  δηλαδή  η  αναζήτηση  δοκιμών  και

σφαλμάτων,  και  μια  καθυστερημένη  ανταμοιβή  είναι  τα  δύο  πιο  σημαντικά  χαρακτηριστικά  της

ενισχυτικής μάθησης. 

1.3 Τεχνητά νευρωνικα δίκτυα

Τα τεχνητά νευρωνικά δίκτυα είναι μια μαθηματική μοντελοποίηση της λειτουργίας του ανθρώπινου

εγκεφάλου και αποτελούνται  από πολλές διασυνδεδεμένες μονάδες-  υπολογιστικούς κόμβους, τους

λεγομένους νευρώνες με πηγή έμπνευσης το ανθρώπινο Κεντρικό Νευρικό Σύστημα [6].
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Οι συνδέσεις αυτές μπορούν να μεταφέρουν ένα σήμα σε άλλους νευρώνες, παρόμοια με τις συνάψεις

που  πραγματοποιούνται  στον  ανθρώπινο  εγκέφαλο.  Η  δομή του  εγκεφάλου  είναι  τέτοια  ώστε  να

επιτρέπει  την παράλληλη επεξεργασία δεδομένων και τη δυνατότητα συνεχούς  μάθησης μέσω της

αλληλεπίδρασης με το περιβάλλον. Οι τεχνητοί νευρώνες είναι σε θέση να λαμβάνουν ένα σήμα, να το

επεξεργάζονται  και  να  το  μεταδίδουν  σε  γειτονικές  μονάδες  και  ουσιαστικά  προσομοιώνουν  το

χαρακτηριστικό  της  λειτουργίας  του  ανθρώπινου  εγκεφάλου,  δηλαδή  αυτό  της  συνεχούς  μάθησης

μέσω της αλληλεπίδρασης με το περιβάλλον.

Παρά το γεγονός ότι η ιδέα υπήρχε από το 1943,  όπου εισήχθη σε μια θεμελιώδη εργασία από τους

McCulloch  και  Pitts  τα  νευρωνικά  δίκτυα  έχουν  εξελιχθεί  την  τελευταία  δεκαετία,  όταν  και  η

τεχνολογική  εξέλιξη  το  επέτρεψε.  Τα  νευρωνικά  δίκτυα  ανήκουν  σε  έναν  τύπο  αλγορίθμων

υπολογιστών  που  συνήθως  αναφέρονται  και  ως  τεχνητή  νοημοσύνη,  με  την  ιδιαιτερότητα  να

λειτουργούν χωρίς να γνωρίζουν το καθήκον που τους έχει ανατεθεί και σταδιακά να μαθαίνουν τους

κανόνες μέσα από τα λάθη και τις δοκιμές. Η μάθηση έρχεται μέσω της εκπαίδευσης που είναι μια

επαναληπτική  διαδικασία  εύρεσης  και  προσαρμογής  των  παραμέτρων  του  δικτύου  με  τιμές

κατάλληλες ώστε να λύνεται με ακρίβεια το πρόβλημα που έχει ανατεθεί. Ο προγραμματιστής δεν

απαιτείται να προσδιορίσει όλες τις πιθανές περιπτώσεις, λύσεις και εξαιρέσεις που θα μπορούσε να

συναντήσει το μηχάνημα, αλλά αντ 'αυτού χρειάζεται απλώς να τοποθετήσει τις σωστές βάσεις για την

υλοποίηση του αλγόριθμου με σκοπό την επίλυση του προβλήματος.

Τα συστήματα αυτά έχουν αποδείξει ότι επιτυγχάνουν ανθρώπινες ή και υπεράνθρωπες παραστάσεις

σε  πολλούς  τομείς  όπως:  αναγνώριση  εικόνων,  έλεγχος  ταυτότητας  προσώπου,  αυτοοδηγούμενα

αυτοκίνητα, δημιουργία ανθρώπινων χαρακτηριστικών για ειδικά  κινηματογραφικά εφέ, αναγνώριση

ομιλίας, αυτόματη μετάφραση, ιατρική διάγνωση, παιχνίδια, και πολλές άλλες δραστηριότητες [7].

Η ιδέα πίσω από αυτό είναι να έρθουν αντιμέτωποι με επαρκή αριθμό συγκεκριμένων περιπτώσεων,

και το σύστημα τελικά να μάθει τους γενικούς βασικούς κανόνες. Για παράδειγμα τα νευρωνικά δίκτυα

μπορούν να μάθουν να αναγνωρίζουν σε εικόνες τις γάτες αναλύοντας πολλά παραδείγματα που έχουν

επισημανθεί χειροκίνητα ως γάτα. Έτσι χρησιμοποιώντας τα αποτελέσματα αυτά αναγνωρίζουν το ζώο

και σε άλλες εικόνες και το κάνουν χωρίς προηγούμενη γνώση των χαρακτηριστικών που διαθέτουν οι

γάτες, για παράδειγμα ότι έχουν γούνα, ουρές, τέσσερα πόδια κλπ. 

1.3.1 Υλοποίηση νευρωνικών δικτύων

Οι νευρώνες λαμβάνουν σήματα και παράγουν άλλα σήματα. Η έξοδος δεν δίνεται με σταθερό ρυθμό,

έξοδος παράγεται μόνο όταν η είσοδος υπερβεί ένα συγκεκριμένο όριο. Η συνάρτηση που λαμβάνει

ένα  σήμα  εισόδου  και  παράγει  ένα  σήμα  εξόδου  μετά  από  μια  συγκεκριμένη  τιμή  κατωφλίου

ονομάζεται συνάρτηση ενεργοποίησης.

Ο νευρώνας λαμβάνει σαν δεδομένα εισόδου ένα διάνυσμα της μορφής  x i  = [x 1 , . . . , x n  ]εκτελεί

κάποια επεξεργασία και δίνουν μια έξοδο ψ. Το σήμα xi στην είσοδο i  πολλαπλασιάζεται πρώτα με

μια παράμετρο  wi  = [x  1 ,  .  .  .  ,  x  n ],  γνωστή και ως βάρος και στη συνέχεια προστίθεται στα

σταθμισμένα  σήματα  εισόδου  η  μεροληψια  ή  αλλιώς  κατώφλι  του  νευρώνα.  Τυπικά  και  για

απλούστευση η μεροληψία μπορεί να θεωρηθεί και ως ειδική περίπτωση βάρους από μια επιπλέον
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είσοδο της οποίας η τιμή να οριστεί μόνιμα σε μονάδα. Στο τελικό αυτό αποτέλεσμα εφαρμόζεται η

συνάρτηση ενεργοποίησης  και το τελικό αποτέλεσμα δίνει την τιμή εξόδου του νευρώνα. 

Το μοντέλο perceptron θεωρείται η πιο απλή μορφή νευρωνικού δικτύου με ένα νευρώνα που δέχεται

δυο εισόδους Χ1, Χ2 και υπολογίζει μια έξοδο Ψ. Αποτελείται δηλαδή από ένα επίπεδο εισόδου και ένα

επίπεδο  εξόδου.  Η  συνάρτηση  ενεργοποίησης  είναι  η  βηματική  και  χρησιμοποιείται  για  την

ταξινόμηση  δεδομένων  σε  δυο  γραμμικά  διαχωρίσιμες  κλάσεις.  Αν  υπάρξει  συνεργασία  μεταξύ

περισσοτέρων νευρώνων που ανταλλάσσουν συνεχώς πληροφορίες, το οποίο  είναι κάτι που λείπει από

το  απλό  Perceptron  οδηγούμαστε  σε  Multilayer  Perceptrons  (MLP).  Ένα  MLP είναι  ένας  τύπος

τεχνητού νευρωνικού δικτύου που αποτελείται τουλάχιστον από τρία στρώματα κόμβων. Οι νευρώνες

κάθε  επιπέδου  συνδέονται  με  κάθε  νευρώνα  του  προηγούμενου  επιπέδου,  συγκεντρώνονται  σε

στρώματα, τα οποία είναι τοποθετημένα στη σειρά, και το σήμα διασχίζει όλη αυτή τη δομή από τη μια

άκρη στην άλλη. Οι νευρώνες λαμβάνουν πολλαπλές εισόδους, στη συνέχεια τις προσθέτουν και το

άθροισμα  αυτό  επεξεργάζεται  συνήθως  μια  μη  γραμμική  (σιγμοειδής)  συνάρτηση  όπου  δίνει  στη

συνέχεια  και  την  τιμή  εξόδου.  Η  πληροφορία  ρέει  μεταξύ  των  διαφορετικών  στρωμάτων  του

νευρωνικού  δικτύου,  με  τους  νευρώνες  στο  ενδιάμεσο  στρώμα  να  λειτουργούν  ως  ενδιάμεσοι

υπολογιστικοί κόμβοι. Καθένα από τα επίπεδα του MLP αποτελείται από πολλαπλούς νευρώνες, και

καθένας από αυτούς συνδέεται με όλους τους νευρώνες του προηγούμενου και του επόμενου επιπέδου.

Στο  ενδιάμεσο στρώμα,  κάθε  νευρώνας  λαμβάνει  τις  εισόδους  του από όλους  τους  νευρώνες  του

προηγούμενου επιπέδου, και υπολογίζει το συνολικό τους άθροισμα. Δεν υπάρχουν ανατροφοδοτήσεις,

δηλαδή καμία παράμετρος δεν χρησιμοποιείται ξανά σαν εισαγωγή. Στη συνέχεια, αυτό το άθροισμα

περνάει μέσα από μια συνάρτηση ενεργοποίησης, που μπορεί να είναι μια σιγμοειδής συνάρτηση, μια

συνάρτηση ReLU, προκειμένου να παράγει την έξοδο του νευρώνα.

Η χρήση πολλαπλών επιπέδων και μη γραμμικών συναρτήσεων ενεργοποίησης είναι απαραίτητη για

να μπορέσει το MLP να αντιμετωπίσει πιο σύνθετα προβλήματα, όπως η ταξινόμηση δεδομένων που

δεν είναι γραμμικά διαχωρίσιμα. Η χρήση μη γραμμικών συναρτήσεων ενεργοποίησης επιτρέπει στο

MLP να μοντελοποιήσει πιο σύνθετες συσχετίσεις μεταξύ των δεδομένων εισόδου, ενώ η πολυεπίπεδη

δομή του επιτρέπει στο MLP να αναπαραστήσει πιο σύνθετες συσχετίσεις από τα απλά perceptron. Για

παράδειγμα, στην περίπτωση της κατηγοριοποίησης εικόνων, όπου οι δύο κατηγορίες μπορεί να μην

μπορούν να διαχωριστούν από μια  γραμμή.  Οι  μη γραμμικές  συναρτήσεις  ενεργοποίησης  όπως η

σιγμοειδής, η υπερβολική εφαπτομένη και η ReLU (Rectified Linear Unit) είναι μερικοί από τους πιο

συνηθισμένους τύπους ενεργοποίησης που χρησιμοποιούνται σε αρκετά MLP. Τα MLP είναι ιδιαίτερα

κατάλληλα  για  προβλήματα  ταξινόμησης  προτύπων  και  πρόβλεψης,  καθώς  μπορούν  να

μοντελοποιήσουν πολύπλοκες μη γραμμικές σχέσεις μεταξύ των δεδομένων. Η παλινδρόμηση είναι

μια τεχνική που χρησιμοποιείται  στα MLP για  την  εκτίμηση μιας  συνάρτησης με βάση δεδομένα

εισόδου-εξόδου.  Η  ταξινόμηση  προτύπων  είναι  ένα  πολύ  σημαντικό  πρόβλημα  στην  επεξεργασία

σήματος και τη μηχανική μάθηση. Στην ταξινόμηση προτύπων, το  MLP μπορεί να εκπαιδευτεί  να

αναγνωρίζει πρότυπα στα δεδομένα εισόδου και να τα ταξινομεί σε κατηγορίες. Η πρόβλεψη μπορεί να

αναφέρεται σε πολλά διαφορετικά προβλήματα, όπως η πρόβλεψη των πωλήσεων στο εμπόριο ή η

πρόβλεψη των μεταβολών των αγορών. Το  MLP μπορεί να εκπαιδευτεί να προβλέπει τις τιμές των
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μεταβλητών σε ένα συγκεκριμένο χρονικό διάστημα, βασιζόμενο στις προηγούμενες τιμές αυτών των

με

1.3.2 Συναρτήσεις ενεργοποίησης

H συνάρτηση ενεργοποίησης είναι μια συνάρτηση που χρησιμοποιείτε στα νευρωνικά δίκτυα για τον

μετασχηματισμό  των  συνοπτικών  βαρών,  και  βοηθάει  το  δίκτυο  να  μάθει  πολύπλοκα  μοτίβα

δεδομένων. Λαμβάνει το σήμα εξόδου από το προηγούμενο επίπεδο και το μετατρέπει σε μορφή που

να μπορεί να ληφθεί ως είσοδος στο επόμενο επίπεδο [9].  Το σημαντικότερο χαρακτηριστικό μιας

συνάρτησης ενεργοποίησης είναι η ικανότητά της να προσθέτει μη γραμμικότητα στο δίκτυο. 

Σιγμοειδής συνάρτηση (sigmoidal function)

Είναι μια από τις πιο ευρέως χρησιμοποιούμενες συναρτήσεις και χρησιμοποιείται αποτελεσματικά για

την  περιγραφή μη γραμμικών φαινομένων.   Μετασχηματίζει  τις  τιμές  μεταξύ  του 0 και  1  και  σε

αντίθεση με τις δυαδικές βηματικές και γραμμικές συναρτήσεις, το σιγμοειδές είναι μια μη γραμμική

συνάρτηση. Για να προβλέψουμε την πιο πιθανή κλάση, χρησιμοποιούμε τη σιγμοειδή συνάρτηση

στην έξοδο του τελευταίου επιπέδου, η οποία παρέχει μία τιμή μεταξύ του 0 και του 1 για κάθε κλάση.

Επομένως εάν έχω πολλαπλούς νευρώνες με σιγμοειδή συνάρτηση ενεργοποίησής τους, η έξοδος τους

θα είναι μη γραμμική. 

Η συνάρτηση tanh είναι παρόμοια με τη  σιγμοειδή με διαφορά είναι ότι είναι συμμετρικό γύρω από -1

έως 1 και οι είσοδοι στα επόμενα επίπεδα δεν θα έχουν πάντα το ίδιο πρόσημο. 

Βηματική συνάρτηση 

Χρησιμοποιείται για τον διαχωρισμό δεδομένων σε δυο κλασεις και μπορεί να χρησιμοποιηθεί  ως

συνάρτηση  ενεργοποίησης  κατά  τη  δημιουργία  ενός  δυαδικού  ταξινομητή.  Αντιθέτως  δεν  είναι

χρήσιμη όταν υπάρχουν πολλές κλάσεις και είναι ένας από τους περιορισμούς της συνάρτησης. Εάν η

είσοδος  στη  συνάρτηση  ενεργοποίησης  είναι  μεγαλύτερη  από  ένα  κατώφλι,  τότε  ο  νευρώνας

ενεργοποιείται,  διαφορετικά απενεργοποιείται,  δηλαδή η έξοδός  του δεν λαμβάνεται  υπόψη για το

επόμενο επίπεδο. Επειδή  η κλίση της συνάρτησης είναι μηδέν δεν θεωρείται χρήσιμη ως συνάρτηση

ενεργοποίησης γιατί η παράγωγος της απειρίζεται.

Γραμμική συνάρτηση

Η  γραμμική  συνάρτηση  είναι  ιδανική  για  απλές  εργασίες  και  χρησιμοποιείται  σε  περιπτώσεις

γραμμικής παλινδρόμησης.  Η κλίση της συνάρτησης δεν είναι μηδέν, αλλά έχει μια σταθερή τιμή που

δεν εξαρτάται καθόλου από την τιμή εισόδου x. Τα βάρη και οι προκαταλήψεις όταν ενημερωθούν θα

παραμείνουν αμετάβλητα. Έτσι το δίκτυο δεν βελτιώνει το σφάλμα καθώς η κλίση παραμένει ιδία

συνεχώς.

1.4 Αλγόριθμοι βελτιστοποίησης
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Η διαδικασία της  μάθησης συνίσταται  τροποποιώντας  τα βάρη και  τις  προκαταλήψεις έως ότου ο

νευρώνας παράγει  την επιδιωκόμενη έξοδο.  Η βελτιστοποίηση είναι  η  διαδικασία  κατά την  οποία

εκπαιδεύουμε το μοντέλο επαναληπτικά ώστε να οδηγηθούμε στην ελαχιστοποίηση της συνάρτησης

κόστους  και  είναι  ένα  από  τα  πιο  σημαντικά  βήματα  στη  Μηχανική  Μάθηση.  Συγκρίνοντας  τα

αποτελέσματα σε κάθε επανάληψη αλλάζουμε τις υπερπαραμέτρους σε κάθε βήμα μέχρι να φτάσουμε

στα  βέλτιστα  αποτελέσματα.  Δημιουργούμε  ένα  ακριβές  μοντέλο  με  το  μικρότερο  ποσοστό

σφαλμάτων.  Υπάρχουν  διάφοροι  τρόποι  με  τους  οποίους  μπορούμε  να  βελτιστοποιήσουμε  ένα

μοντέλο. 

1.4.1 Η συνάρτηση κόστους (The loss function) 

Τα βάρη και οι προκαταλήψεις είναι παράμετροι που αλλάζουν κατά την εκπαίδευση του νευρωνικού

δικτύου,  αλλά  δεν  γνωρίζουμε  κατά  πόσο  θα  μεταβληθούν  και  αν  θα  πρέπει  να  αυξηθούν  ή  να

μειωθούν. Τα ζητήματα αυτά λύνονται με την εφαρμογή της συνάρτησης κόστους, μια μαθηματικής

εξίσωσης που συνδέει όλες τις πιθανές μεταβλητές του δικτύου με μια ενιαία τιμή που αντιπροσωπεύει

την απόσταση που το χωρίζει  από την τέλεια απόδοση,  ή κατά πόσο το σύστημα «χάνει» από τη

βέλτιστη κατάστασή  του.   Όταν το  δίκτυο  έχει  χαμηλή ακρίβεια,  η  συνάρτηση  κόστους  έχει  μια

σχετικά υψηλή τιμή, η οποία σταδιακά μειώνεται όσο το σύστημα μαθαίνει, ιδανικά φτάνοντας στο

μηδέν  στο  τέλος  της  εκπαίδευσης.  Η  επιλογή  της  συνάρτησης  είναι  μια  από  τις  πιο  σημαντικές

αποφάσεις, επειδή μια ακατάλληλη επιλογή συνάρτησης μπορεί να έχει επιπτώσεις στο δίκτυο και να

έχουμε διαφορετικά αποτελέσματα σε σχέση με αυτά που προορίζονταν. 

1.4.2 Ο κανόνας μάθησης δέλτα 

Ο κανόνας μάθησης δέλτα (delta rule) είναι ένας από τους πιο βασικούς αλγορίθμους μάθησης για

μονοεπίπεδα  νευρωνικά  δίκτυα,  ο  οποίος  επιτρέπει  την  προσαρμογή  των  βαρών  του  βάσει  του

σφάλματος. Kατά τη διαδικασία εκπαίδευσης, το νευρωνικό δίκτυο δέχεται μια είσοδο και παράγει μια

έξοδο, η οποία συγκρίνεται με την επιθυμητή έξοδο.  Ο κανόνας εκμάθησης δέλτα ξεκινά δίνοντας σε

κάθε βάρος σύνδεσης μια μικρή τυχαία τιμή. Στη συνέχεια εισάγονται τα πρότυπα εκπαίδευσης και για

κάθε  πρότυπο  διαμορφώνεται  ένα  πεδίο  εισόδου.  Η  τιμή  αυτή  εφαρμόζεται  στον  νευρώνα  και

προκύπτει η τελική έξοδος του δικτύου. Η έξοδος συγκρίνεται με την επιθυμητή έξοδο - στόχο στο

επίπεδο εξόδου του δικτύου. Για κάθε μοτίβο το νευρωνικό δίκτυο υπολογίζει την έξοδο με τρόπο

feedforward.  Το σφάλμα υπολογίζεται  ως η διαφορά μεταξύ της επιθυμητής  και της  παραγόμενης

εξόδου, και η προσαρμογή των βαρών γίνεται σε συνάρτηση με αυτό το σφάλμα. 

1.4.3 Αλγόριθμος Οπισθοδιάδοσης Σφάλματος (Backpropagation error)

Ο  αλγόριθμος  Backpropagation  χρησιμοποιείται  για  την  εκπαίδευση  πολυεπίπεδων  νευρωνικών

δικτύων  και  συνήθως  χρησιμοποιείται  μαζί  με  μια  μέθοδο  βελτιστοποίησης,  όπως  ο  αλγόριθμος

Gradient Descent, για την ανανέωση των βαρών κατά τη διάρκεια της εκπαίδευσης. Όταν ο κανόνας

δέλτα εφαρμόζεται σε ένα πολυστρωματικό perceptron, το σφάλμα διαδίδεται προς τα πίσω με τον ίδιο

τρόπο που η είσοδος διαδίδεται προς τα εμπρός και η τεχνική ονομάζεται backpropagation of error ή
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απλώς  backpropagation,  και  το  δίκτυο  αναφέρεται  συχνά   ως  δίκτυο  backpropagation.  Θεωρείται

κλασικός αλγόριθμος εκπαίδευσης για πολυστρωματικά perceptrons και η επιτυχία του συνδέεται με

την σχετική του απλότητα, καθώς και τη μικρή απαιτούμενη υπολογιστική μνήμη. Σε σύγκριση με τον

αλγόριθμο δέλτα, ο Backpropagation παρουσιάζει καλύτερες επιδόσεις και είναι πιο ευέλικτος για να

εκπαιδεύσει πιο περίπλοκα μοντέλα νευρωνικών δικτύων.

1.4.4 Αλγόριθμος καθόδου κλίσης (Gradient Descent)

Ο αλγόριθμος gradient descent είναι ουσιαστικά η βάση της βελτιστοποίησης στη Μηχανική Μάθηση,

καθώς επιτρέπει την εύρεση των βέλτιστων παραμέτρων ενός μοντέλου μέσω της ελαχιστοποίησης

μιας  διαφοροποιήσιμης  συνάρτησης  κόστους.  Είναι  μια  τεχνική  για  την  εύρεση του  χαμηλότερου

σημείου στο οποίο ελαχιστοποιείται το κόστος σε μια συνάρτηση κόστους. Η κατεύθυνση προς την

οποία πρέπει να ενημερωθούν οι παράμετροι υπολογίζεται από την κλίση της συνάρτησης κόστους,

και το μέγεθος του βήματος εξαρτάται από το learning rate.Ο ρυθμός μάθησης (learning rate) είναι μία

σημαντική υπερπαράμετρος στον αλγόριθμο gradient descent που επηρεάζει το μέγεθος του βήματος

που  κάνει  ο  αλγόριθμος  στον  χώρο  των  παραμέτρων  κάθε  φορά  που  ανανεώνει  τις  τιμές  τους.

Ξεκινάμε από μία αρχική θέση και ακολουθούμε την παράγωγο μειώνοντας τους συντελεστές σε κάθε

βήμα  και  όσο  πιο  κοντά  φτάνουμε  στο  ελάχιστο  της  συνάρτησης  κόστους,  τόσο  πιο  αργά

μεταβάλλονται  οι  τιμές  των παραμέτρων.  Αυτό συμβαίνει  διότι  η  κλίση της  συνάρτησης κόστους

μικραίνει καθώς πλησιάζουμε στο ελάχιστο, οπότε η ενημέρωση των παραμέτρων πρέπει να γίνει με

πιο μικρά βήματα για να αποφευχθεί η υπέρβαση του ελαχίστου [10]. Αν ο ρυθμός μάθησης είναι πολύ

μικρός, τότε ο αλγόριθμος θα κινείται πολύ αργά προς το ελάχιστο και η βελτιστοποίηση θα είναι

αργή. Αντίθετα, αν ο ρυθμός μάθησης είναι πολύ μεγάλος, τότε ο αλγόριθμος μπορεί να αδράξει πολύ

μεγάλα βήματα και να αποκλίνει από το ελάχιστο. Τελικά οι επαναλήψεις διακόπτονται όταν συγκλίνει

στην ελάχιστη τιμή του κόστους και για οποιαδήποτε τιμή δεν υπάρχει περαιτέρω μείωση του κόστους.

Συνεπώς, η επιλογή του κατάλληλου learning rate είναι ζωτικής σημασίας για τη συγκλίνουσα και

ακριβή εκτέλεση του αλγορίθμου gradient descent. Συνήθως, η επιλογή του learning rate γίνεται μέσω

δοκιμής και συνήθως ξεκινάμε με ένα μικρό learning rate και αυξάνουμε σταδιακά το μέγεθός του

μέχρι να βρούμε τη βέλτιστη τιμή που οδηγεί σε καλές επιδόσεις του μοντέλου. Είναι σημαντικό να

επιλεγεί  με  προσοχή  καθώς  μπορεί  να  επηρεάσει  την  ταχύτητα  σύγκλισης  του  μοντέλου  και  την

ακρίβειά του. Η επιλογή ενός πολύ χαμηλού ρυθμού μάθησης μπορεί να οδηγήσει σε μια πολύ αργή

σύγκλιση  και  ενδεχομένως  να  μην  φτάσει  ποτέ  στο  ολικό  ελάχιστο  της  συνάρτησης  σφάλματος.

Αντίθετα, η επιλογή ενός πολύ υψηλού ρυθμού μάθησης μπορεί να οδηγήσει σε μια ασταθή διαδικασία

εκπαίδευσης, όπου το μοντέλο μπορεί να αλλάξει συνεχώς τα βάρη του και να απομακρύνεται από το

ολικό  ελάχιστο.  Επίσης,  υπάρχουν  και  προηγμένες  μέθοδοι  βελτιστοποίησης  που  χρησιμοποιούν

δυναμικά  learning  rates,  όπως  οι  μέθοδοι  Adam και  Adagrad.  Ο  αλγόριθμος  Adam προσαρμόζει

αυτόματα το learning rate ανάλογα με την πληροφορία που αποκτά κατά τη διαδικασία εκπαίδευσης

του μοντέλου. Το πρόβλημα της παγίδευσης σε τοπικό ελάχιστο είναι ένα από τα μειονεκτήματα των

τεχνικών gradient descent στην επίλυση προβλημάτων μηχανικής μάθησης. Στον χώρο των ρυθμίσεων

των βαρών, ο αλγόριθμος επιχειρεί να βρει το ολικό ελάχιστο της συνάρτησης κόστους, αλλά μπορεί

να παγιδευτεί σε ένα τοπικό ελάχιστο και να μην μπορεί να βρει την πιο αποδοτική λύση. Αυτό μπορεί
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να συμβεί ειδικά σε προβλήματα με πολλές παραμέτρους, όπου ο χώρος των ρυθμίσεων είναι αρκετά

περίπλοκος και μπορεί να έχει πολλά τοπικά ελάχιστα.

Για  την  αντιμετώπιση  αυτού  του  προβλήματος,  υπάρχουν  πολλές  τεχνικές  που  μπορούν  να

χρησιμοποιηθούν. Μερικές από αυτές τις τεχνικές είναι η χρήση διαφορετικών συναρτήσεων κόστους,

η χρήση της τεχνικής momentum ή η χρήση της τεχνικής της εξαγωγής του αλγορίθμου από τα τοπικά

ελάχιστα με τη χρήση της τεχνικής της επαναληπτικής εκπαίδευσης (restarts).

1.4.5 Αλγόριθμος καθόδου κλίσης παρτίδας (Batch Gradient Descent)

Στη διαδικασία εκπαίδευσης του Batch Gradient Descent, ο αλγόριθμος χρησιμοποιεί το σύνολο των

δεδομένων εκπαίδευσης για να υπολογίσει τη συνάρτηση κόστους και τις μερικές παραγώγους ως προς

τις εκπαιδεύσιμες παραμέτρους. Στη συνέχεια, ανανεώνει τις εκπαιδεύσιμες παραμέτρους με βάση το

συνολικό  gradient  που  προκύπτει  από  την  εφαρμογή  της  μερικής  παραγώγου  ως  προς  κάθε

εκπαιδεύσιμη παράμετρο. Αυτό σημαίνει ότι κάθε εκπαιδεύσιμη παράμετρος ανανεώνεται κατά την

εκτέλεση  του  αλγορίθμου,  λαμβάνοντας  υπόψιν  το  σύνολο  των  δεδομένων  εκπαίδευσης  και  την

τρέχουσα τιμή της παραμέτρου. Ο αλγόριθμος επαναλαμβάνει αυτήν τη διαδικασία για έναν αριθμό

προκαθορισμένων εποχών (epochs)  ή  μέχρις  ότου ο  στόχος  σύγκλισης  επιτευχθεί,  δηλαδή όταν  η

συνάρτηση κόστους σταματήσει να μειώνεται σημαντικά.

Η μείωση της συνάρτησης κόστους για κάθε εποχή εξαρτάται από την ακρίβεια των εκπαιδεύσιμων

παραμέτρων που  ενημερώνονται  κατά τη  διαδικασία  της  εκπαίδευσης [11].  Σε  περιπτώσεις  που ο

αλγόριθμος έχει παγιδευτεί σε ένα τοπικό ελάχιστο της συνάρτησης κόστους, η απόδοση του μοντέλου

ενδέχεται να μην είναι η βέλτιστη.

Η προσέγγιση αυτή όντως μπορεί  να  οδηγήσει  σε μεγάλο υπολογιστικό  κόστος,  καθώς πρέπει  να

υπολογιστούν οι μερικές παραγώγοι για κάθε δείγμα εκπαίδευσης στο σύνολο εκπαίδευσης. Επίσης, οι

μερικές  παράγωγοι  πρέπει  να  υπολογιστούν  για  κάθε  εκπαιδεύσιμη  παράμετρο,  οπότε  το  κόστος

αυξάνεται γραμμικά με τον αριθμό των παραμέτρων.

Για να αποφευχθεί αυτό το πρόβλημα, χρησιμοποιούνται και άλλες προσεγγίσεις του Gradient Descent,

όπως η Stochastic Gradient Descent (SGD) και η Mini-Batch Gradient Descent, που χρησιμοποιούν

μόνο ένα μικρό υποσύνολο των δεδομένων εκπαίδευσης σε κάθε επανάληψη,  μειώνοντας  έτσι  το

υπολογιστικό κόστος.

1.4.6  Αλγόριθμος  καθόδου  κλίσης  μικρής  παρτίδας  (Mini-Batch  Gradient

Descent)

Η  Mini-Batch  Gradient  Descent  είναι  μια  παραλλαγή  του  Batch  Gradient  Descent  όπου  αντί  να

χρησιμοποιούνται όλα τα δεδομένα εκπαίδευσης για την ενημέρωση των παραμέτρων σε κάθε εποχή,

χρησιμοποιείται  ένα  τυχαίο  υποσύνολο  δεδομένων  (μικρό  batch)  για  την  ενημέρωση.  Πιο

συγκεκριμένα,  σε κάθε επανάληψη της εκπαίδευσης, ο αλγόριθμος επιλέγει  ένα τυχαίο υποσύνολο

δεδομένων  και  υπολογίζει  τη  συνάρτηση  κόστους  και  τις  μερικές  παραγώγους  ως  προς  τις

εκπαιδεύσιμες  παραμέτρους  για  αυτό  το  υποσύνολο.  Στη  συνέχεια,  ανανεώνει  τις  εκπαιδεύσιμες
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παραμέτρους με βάση το  gradient που προκύπτει από αυτό το υποσύνολο. Η  Mini-Batch Gradient

Descent συνήθως  επιτρέπει  στον  αλγόριθμο  να  συγκλίνει  πιο  γρήγορα  από  τον  Batch Gradient

Descent, καθώς χρησιμοποιεί λιγότερα δεδομένα και μπορεί να αποφύγει τοπικά ελάχιστα. Επιπλέον, η

Mini-Batch Gradient Descent είναι πιο αποδοτική ως προς τους υπολογιστικούς πόρους, καθώς απαιτεί

λιγότερη μνήμη. 

1.4.7 Αλγόριθμος στοχαστικής καθόδου κλίσης (Stochastic Gradient Descent)

Η στοχαστική κλίση καθόδου αποτελεί  μικρή παραλλαγή της  βασικής  μεθόδου.  Οι  μέθοδοι  SGD

λειτουργεί με τις ίδιες αρχές ελαχιστοποίησης σφάλματος αλλά με την διαφορά ότι υπολογίζει μόνο

ένα μέρος της εκπαίδευσης σε κάθε επανάληψη. Ο αλγόριθμος SGD είναι πιο ευαίσθητος στην επιλογή

των υπερπαραμέτρων, όπως ο ρυθμός εκπαίδευσης (learning rate) και το μέγεθος του υποσυνόλου

δεδομένων (batch size).  Αντί να υπολογιστεί η κλίση όλου του δείγματος, υπολογίζεται η κλίση από

ένα τυχαίο υποσύνολο δειγμάτων. Ως εκ τούτου, η βελτιστοποίηση SGD λειτουργεί με τον ίδιο τρόπο

όπως η συνηθισμένη κλίση αλλά με τη διαφορά ότι η διαβάθμιση υπολογίζεται για ένα υποσύνολο της

αντικειμενικής  συνάρτησης.  Αυτό  αποφέρει  ταχύτερη  βελτιστοποίηση,  και  απαιτεί  λιγότερους

υπολογιστικούς  πόρους.  Είναι  ιδιαίτερα  χρήσιμος  για  μεγάλα  σύνολα  δεδομένων  και  πολύπλοκα

μοντέλα, επειδή επιτρέπει την ενημέρωση των παραμέτρων σε κάθε επανάληψη και όχι μόνο στο τέλος

κάθε εποχής (epoch), όπως συμβαίνει με τη βασική μέθοδο. Επιπλέον, ο αλγόριθμος SGD μπορεί να

συνεχίσει  την  εκπαίδευση  ακόμη  και  όταν  μερικά  δείγματα  παραμένουν  λανθασμένα  κατά  την

επανάληψη, επειδή δεν βασίζεται σε όλα τα δείγματα για να ανανεώσει τις παραμέτρους.

1.4.8 Βελτιστοποιητής Adam (Adam optimizer)

Ο  βελτιστοποιητής  Adam είναι  μια  δημοφιλής  τεχνική  για  τη  βελτιστοποίηση  των  παραμέτρων

εκπαίδευσης  των νευρωνικών δικτύων.  Αποτελεί  παραλλαγή  της  διαδικασίας  βελτιστοποίησης  της

στοχαστικής  κλίσης  (SGD)  και  το  ονομα  πηγαζει  από  τα  "adaptive moment estimation"

Προσαρμοστική Εκτίμηση Ροπών. Ο Adam συνδυάζει πτυχές των αλγορίθμων AdaGrad και RMSProp

για να παράγει ένα προσαρμοστικό ρυθμό μάθησης που λαμβάνει υπόψη του τις κλίσεις των βαρών

του παρελθόντος.

Ο  Adam διατηρεί μια τρέχουσα εκτίμηση των πρώτων και δευτέρων ροπων   της κλίσης. Η πρωτη

ροπη είναι η μέση τιμη της κλισης, ενώ η δεύτερη ροπη είναι ο μέσος όρος των τετραγώνων των

κλίσεων.  Αυτές  οι  εκτιμήσεις χρησιμοποιούνται  στη συνέχεια για τη ρύθμιση των βαρών κατά τη

διάρκεια της εκπαίδευσης.

Συνδυάζει  την  ιδέα  της  αποθήκευσης  του  εκθετικού  κινούμενου  μέσου  όρου  της  κλίσης  (όπως  ο

RMSprop) και της αποθήκευσης του εκθετικού κινούμενου μέσου όρου της ροπής (όπως η μέθοδος

Momentum).  Συγκεκριμένα,  ο  Adam υπολογίζει  δύο εκθετικά κινούμενους  μέσους όρους  από την

κλίση:  τον  πρώτο  εκθετικό  κινούμενο  μέσο  όρο  (exponential moving average)  της  κλίσης  (που
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ονομάζεται  m)  και  τον  δεύτερο  εκθετικό  κινούμενο  μέσο  όρο  του  τετραγώνου  της  κλίσης  (που

ονομάζεται v). Αυτοί οι μέσοι όροι χρησιμοποιούνται στον υπολογισμό του διορθωτικού όρου για την

προσαρμογή του ρυθμού μάθησης σε κάθε βάρος του δικτύου [12]. Το κύριο πλεονέκτημα του Adam

είναι ότι προσφέρει αυτόματη προσαρμογή του ρυθμού μάθησης για κάθε βάρος κατά τη διάρκεια της

εκπαίδευσης,  ανάλογα με το μέγεθος  και  το ιστορικό των κλίσεων.  Αυτό επιτρέπει  στο  Adam να

συγκλίνει  πιο  γρήγορα  και  σταθερά  από  τον  συμβατικό  SGD.  Ωστόσο,  υπάρχουν  μερικά

μειονεκτήματα  στη  χρήση  του  Adam.  Για  παράδειγμα,  έχει  περισσότερες  υπερπαραμέτρους  για

ρυθμιση  σε  σχεση  με  τον  συμβατικό  SGD και  δεν  λειτουργεί  καλά  σε  ορισμένους  τύπους

προβλημάτων ή αρχιτεκτονικές δικτυων.  πιπλέον, αφού χρησιμοποιεί μια κινούμενη μέση τιμή των

κλίσεων, είναι πιο αργός στην προσαρμογή σε απρόσμενες αλλαγές της κλίσης κατά τη διάρκεια της

εκπαίδευσης. Αυτό μπορεί να οδηγήσει σε μη βέλτιστες αποφάσεις στην εκπαίδευση του μοντέλου

[13].  Σε  τέτοιες  περιπτώσεις,  ο  συμβατικός  SGD ή  άλλες  μέθοδοι  βελτιστοποίησης  μπορεί  να

λειτουργούν καλύτερα
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Κεφάλαιο 2: Από τις DevOps πρακτικές στις MLOps

2.1 Εισαγωγη στις πρακτικές DevOps 

Το DevOps είναι μια προσέγγιση που στοχεύει στην επίλυση των προβλημάτων που αντιμετωπίζουν οι οργανισμοί στη

διαδικασία ανάπτυξης λογισμικού. Η προσέγγιση αυτή αναδεικνύει τη σημασία της συνεργασίας και της επικοινωνίας

μεταξύ των ομάδων ανάπτυξης και λειτουργίας και θέτει έμφαση στη συνεχή ολοκλήρωση, παράδοση και ανάπτυξη

(CI/CD) ως τρόπο για να επιταχυνθεί η ανάπτυξη λογισμικού και να βελτιωθεί η ποιότητα και η αξιοπιστία του. Οι

βασικοί στόχοι του DevOps είναι η μείωση του χρόνου ανάπτυξης, η βελτίωση της ποιότητας του λογισμικού και η

επίτευξη αυξημένης αξιοπιστίας στις εφαρμογές. Στόχος είναι η δημιουργία ενός αυτοματοποιημένου περιβάλλοντος

ανάπτυξης λογισμικού που επιτρέπει στην ομάδα ανάπτυξης να εστιάζει στην ανάπτυξη του λογισμικού και στην

παράδοση του στους πελάτες με μεγαλύτερη ταχύτητα, αξιοπιστία και ασφάλεια καθιστώντας τους πιο επιτυχημένους

στην ανταγωνιστική αγορά.

Επιπλέον, η συνεχής παράδοση επιτρέπει στους πελάτες να λαμβάνουν συχνότερα ενημερώσεις και βελτιώσεις στο

λογισμικό, κάτι το οποίο ενισχύει την εμπιστοσύνη τους και αυξάνει την ικανοποίησή τους. Επιτρέπει στις ομάδες

ανάπτυξης και λειτουργίας να εστιάζουν στην ποιότητα του κώδικα και στη βελτίωση των διαδικασιών αντί να χάνουν

χρόνο στην επαναλαμβανόμενη και βαρετή διαδικασία ελέγχου και παράδοσης εξοικονομώντας χρόνο και πόρους.

Αυτό επιτυγχάνεται μέσω της στενής συνεργασίας των ομάδων ανάπτυξης και λειτουργίας, της αυτοματοποίησης των

διαδικασιών και της συνεχούς παρακολούθησης και ανατροφοδότησης [14]. Η συνεχής ανταλλαγή πληροφοριών και η

επικοινωνία  μεταξύ  των  ομάδων  βοηθάει  στην  εξάλειψη  τυχόν  ασυνέπειες  και  στην  επίλυση  προβλημάτων  πιο

γρήγορα. Σε αυτήν τη διαδικασία, η ομάδα ανάπτυξης έχει την ευθύνη της δημιουργίας και ανάπτυξης του λογισμικού,

ενώ η ομάδα λειτουργίας είναι υπεύθυνη για τη στήριξη του στο παραγωγικό περιβάλλον. Ωστόσο, και οι δύο ομάδες

συμμετέχουν στη διαδικασία συντήρησης και βελτίωσης του περιβάλλοντος.

2.2 CI/CD

Αυτοματισμός  CI/CD συνήθως  αναφέρεται  στη διαδικασία  αυτόματης  ενσωμάτωσης  (continuous  integration)  και

αυτόματης  παράδοσης/ανάπτυξης  (continuous  delivery/deployment).  Η  διαδικασία  CI/CD  ξεκινά  όταν  ένας

προγραμματιστής  ενημερώνει  τον  κώδικα  του  στο  αποθετηριο  (repository).  Αυτόματα  ξεκινά  η  διαδικασία

ενσωμάτωσης, όπου ο κώδικας ελέγχεται και ενοποιείται με τον υπόλοιπο κώδικα του συστήματος. Στη συνέχεια,

ξεκινά η διαδικασία παράδοσης, όπου ο νέος κώδικας αυτοματοποιημένα δοκιμάζεται και αξιολογείται, και εφόσον

είναι επιτυχής παραδίδεται στο παραγωγικό περιβάλλον.

Η συνεχής παράδοση (CD) είναι μια επέκταση της συνεχούς ολοκλήρωσης (CI) και αφορά την αυτοματοποιημένη

διαδικασία παράδοσης του λογισμικού σε περιβάλλοντα παραγωγής. Στόχος είναι η επαναλαμβανόμενη και ασφαλής

παράδοση  του  λογισμικού  σε  παραγωγικό  περιβάλλον  με  ελάχιστο  χρόνο  καθυστέρησης.  Αυτό  περιλαμβάνει

αυτοματοποιημένες δοκιμές, ελέγχους ασφαλείας και εκτεταμένες δοκιμές χρηστικότητας που εκτελούνται αυτόματα

πριν από την παράδοση στην παραγωγή [15].   Το DevOps είναι  μια προσέγγιση που στοχεύει στην επίλυση των

προβλημάτων  που  αντιμετωπίζουν  οι  οργανισμοί  στη  διαδικασία  ανάπτυξης  λογισμικού.  Η  προσέγγιση  αυτή

αναδεικνύει τη σημασία της συνεργασίας και της επικοινωνίας μεταξύ των ομάδων ανάπτυξης και θέτει έμφαση στη

συνεχή ολοκλήρωση, παράδοση και ανάπτυξη (CI/CD) ως τρόπο για να επιταχυνθεί η ανάπτυξη λογισμικού και να

βελτιωθεί η ποιότητα και η αξιοπιστία του. Η Συνεχή Διανομή (CD) αφορά τη διαδικασία αυτόματης διανομής του

λογισμικού σε παραγωγικό περιβάλλον μετά από μια επιτυχημένη διαδικασία ελέγχου ποιότητας. Με άλλα λόγια, μετά
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την  ενσωμάτωση και  τη  δοκιμή  του  κώδικα  σε  ένα  περιβάλλον  CI,  ο  κώδικας  αυτός  διανέμεται  αυτόματα  στο

παραγωγικό περιβάλλον χωρίς ανθρώπινη παρέμβαση. Η διανομή μπορεί να γίνει με τη χρήση αυτοματοποιημένων

εργαλείων όπως οι εξυπηρετητές συστήματος, οι πλατφόρμες υπηρεσιών και άλλα εργαλεία διανομής λογισμικού. Η

συνδυασμένη  χρήση  CI/CD με  την  αυτοματοποίηση  στο  DevOps βοηθά  στην  επίλυση  προβλημάτων  που

αντιμετωπίζουν  οι  ομάδες  ανάπτυξης  λογισμικού,  όπως  η  διαχείριση  πολλαπλών  περιβαλλόντων,  η  αποφυγή

σφαλμάτων κατά τη διανομή, η μείωση του χρόνου και του κόστους ανάπτυξης και παράδοσης λογισμικού. 

2.3 DevOps to MLOps  

Η λέξη MLOps παρουσιάστηκε για πρώτη φορά από τον Kaz Sato,  Υπεύθυνο Προγραμματιστή Προσωπικού της

Google cloud . Σκέφτηκε ότι “DevOps is all about unifying the development and operations (Dev and Ops), we can use

the same concepts on the Machine Learning based systems”.  Το  MLOps είναι μια πολύ πρόσφατη προσέγγιση που

στοχεύει στη μείωση του χρόνου παραγωγής ενός μοντέλου Μηχανικής μάθησης. Η συγκεκριμένη τεχνολογία εισάγει

όλες τις μεθοδολογίες και τα χαρακτηριστικά του DevOps, τις εξελίσσει και τις εφαρμόζει σε διαδικασίες Μηχανικής

Μάθησης, προσθέτοντας όμως και επιπλέον λειτουργίες οι οποίες χρησιμοποιούνται αποτελεσματικά στην Ανάλυση

Δεδομένων.  Το DevOps και το MLOps είναι στενά συνδεδεμένα καθώς και τα δύο αποσκοπούν στη βελτίωση του

κύκλου ανάπτυξης λογισμικού, αλλά σε διαφορετικούς τομείς. Ένα μοντέλο προκειμένου να εκπαιδευτεί μπορεί να

χρειαστεί αρκετούς μήνες, ή και ακόμη ένα ολόκληρο έτος. Για παράδειγμα η πανδημία Covid-19 είχε διαταράξει τις

αλυσίδες εφοδιασμού, των οποίων τα μοντέλα δεν ενημερώνονταν συχνά ώστε να αλλάξουν άμεσα τα δεδομένα. Από

το χτίσιμο του μοντέλου μέχρι την εκπαίδευσή του παρεμβάλλονταν αρκετά βήματα. Η τεχνολογία MLOps επιτρέπει

στους επιστήμονες δεδομένων να επικεντρωθούν αποκλειστικά με τον χώρο μελέτης τους, σε αυτά και τα δεδομένα

που χρειάζονται θα ενημερώνονται αυτόματα χωρίς την δική τους συμμετοχή. Το DevOps είναι ένα σύνολο πρακτικών

που αποσκοπεί στην βελτίωση των λειτουργειών για την πιο γρήγορη και αξιόπιστη παράδοση του λογισμικού. Το

MLOps είναι μια επέκταση που εφαρμόζει τις βασικές αρχές του DevOps στην ανάπτυξη μοντέλων μηχανικής με

στόχο τη βελτίωση της παραγωγικότητας. Για παράδειγμα το Kubeflow είναι ένα λογισμικό που χρησιμοποιεί DevOps

πρακτικές για την αυτοματοποίηση του κύκλου ζωής των εφαρμογών [16]. Η χρήση εργαλειοθηκών αυτού του τύπου

διευκολύνει τη δημιουργία ροών εργασίας για τη διαχείριση των μοντέλων ML και την πρακτική εφαρμογή τους.  Στο

πλαίσιο του MLOps, η αυτοματοποίηση περιλαμβάνει την αυτόματη δημιουργία και εκπαίδευση μοντέλων μηχανικής

μάθησης, την αυτόματη διαμόρφωση των υπολογιστικών πόρων για την εκτέλεση των μοντέλων και την αυτόματη

ανάπτυξη και αναβάθμιση των μοντέλων στο παραγωγικό περιβάλλον. Το MLOps επηρεάζεται σημαντικά από τις

αρχές  του  DevOps,  όπως  η  συνεχής  ενσωμάτωση  και  ανάπτυξη,  η  αυτοματοποίηση  των  υποδομών  και  η

παρακολούθηση.  Το  MLOps  θα  γίνει  όλο  και  πιο  σημαντικό  για  τη  διασφάλιση  της  σταθερότητας  και

αποτελεσματικότητας αυτών των συστημάτων καθώς η μηχανική μάθηση συνεχίζει να ενσωματώνεται σε όλο και

περισσότερα προϊόντα λογισμικού.  

Η πολυπλοκότητα της δημιουργίας, της ανάπτυξης και της διατήρησης των μοντέλων μηχανικής μάθησης υπερέβαινε

τις  δυνατότητες  των συμβατικών  διαδικασιών  ανάπτυξης  λογισμικού.  Το  MLOps,  το  οποίο  εφαρμόζει  ιδέες  του

DevOps στις λειτουργίες της μηχανικής μάθησης, αναδύθηκε ως μια λύση σε αυτά τα εμπόδια.

Το MLOps αποτελεί μια συνολική προσέγγιση για τη διαχείριση του κύκλου ζωής των μοντέλων μηχανικής μάθησης,

από την ανάπτυξη και εκπαίδευση του μοντέλου μέχρι την τελική του παραγωγή και χρήση. Η εφαρμογή του MLOps

είναι ιδιαίτερα σημαντική σε περιβάλλοντα όπου εκτελούνται πολλά μοντέλα μηχανικής μάθησης και υπάρχει ανάγκη

για αυτοματοποιημένες διαδικασίες διαχείρισης και παρακολούθησης των μοντέλων αυτών.

Στην ουσία το MLOps στοχεύει στη βελτίωση της αποτελεσματικότητας και αποδοτικότητας των μοντέλων μηχανικής

μάθησης.  Περιλαμβάνει  την  αυτοματοποίηση  πολλών  σταδίων  από  την  προετοιμασία  των  δεδομένων  μέχρι  την
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εκπαίδευση των μοντέλων και την ανάπτυξη και παρακολούθηση της λειτουργίας  τους.  Το MLOps ενσωματώνει

σημαντικά  τις  έννοιες  του  DevOps,  όπως  ο  έλεγχος  εκδόσεων,  η  συνεχής  ενσωμάτωση  και  ανάπτυξη  και  η

αυτοματοποίηση υποδομών.  Η διασφάλιση της ποιότητας των μοντέλων μηχανικής μάθησης στο πλαίσιο του MLOps

περιλαμβάνει τη δημιουργία ενός πλαισίου ελέγχου ποιότητας για τα μοντέλα, τη διασφάλιση της σωστής εκπαίδευσης

των μοντέλων, την παρακολούθηση της απόδοσης των μοντέλων στο παραγωγικό περιβάλλον και τη διαχείαση των

διαφόρων εκδόσεων των μοντέλων [17]. Ένα από τα κύρια προβλήματα στο MLOps είναι η διαχείριση των δεδομένων

στα οποία βασίζονται τα μοντέλα μηχανικής μάθησης. Σε αντίθεση με την παραδοσιακή ανάπτυξη λογισμικού, όπου

τα δεδομένα είναι στατικά, τα μοντέλα μηχανικής μάθησης απαιτούν συνεχείς ενημερώσεις στις πηγές δεδομένων. 

Το MLOps στοχεύει να αυτοματοποιήσει τη διαδικασία απόκτησης, καθαρισμού και προετοιμασίας των δεδομένων,

καθιστώντας το πιο εύκολο για τους επιστήμονες δεδομένων και τους προγραμματιστές να εργαστούν με αυτά. Ένας

άλλος κύριος στόχος του MLOps είναι η αναπτυξιακή διαδικασία και η παρακολούθηση των μοντέλων. Οι διαδικασίες

MLOps περιλαμβάνουν τον αυτοματοποιημένο έλεγχο και την επικύρωση των μοντέλων μηχανικής μάθησης για να

εξασφαλίσουν  ότι  λειτουργούν  όπως  προβλέπεται.  Οι  διαδικασίες  MLOps προσφέρουν  γρήγορη  διόρθωση  και

ανανέωση των μοντέλων, αν βρεθούν σφάλματα. Το MLOps έχει ως στόχο να καθιστά την  την ανάπτυξη μοντέλων

μηχανικής  μάθησης  πιο  ομαλή,  αποδοτική  και  αξιόπιστη.  Αυτό  περιλαμβάνει  τη  χρήση  αυτοματοποιημένων

διαδικασιών, έλεγχο εκδόσεων, δοκιμές και παρακολούθηση για να διασφαλιστεί ότι τα μοντέλα μηχανικής μάθησης

μπορούν να αναπτυχθούν και να υλοποιηθούν με τον ίδιο βαθμό ταχύτητας και αξιοπιστίας όπως και οι συμβατικές

εφαρμογές  λογισμικού.  Αυτό  περιλαμβάνει  τη  διαχείριση  των  αγωγών  δεδομένων,  την  επιλογή  των κατάλληλων

αλγορίθμων,  την  εκπαίδευση  και  δοκιμή  των  μοντέλων,  την  υλοποίηση  των  μοντέλων  στην  παραγωγή  και  την

παρακολούθηση της απόδοσής τους στον χρόνο [18].
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Κεφάλαιο 3:  Έρευνα

3.1 Θεωρητικό υπόβαθρο έρευνας

Η αυτοματοποιημένη μηχανική μάθηση (AutoML) είναι ένας ταχέως αναπτυσσόμενος τομέας που ενσωματώνει τη

συστηματική  και  αυτοματοποιημένη  ανάπτυξη  και  εφαρμογή  εργαλείων  μηχανικής  μάθησης  (ML)  [19,  20].   Τα

τελευταία χρόνια, η βαθιά μηχανική μάθηση έχει εφαρμοστεί σε διάφορα πεδία και χρησιμοποιείται για την επίλυση

πολλών απαιτητικών εργασιών AI, σε τομείς όπως η ταξινόμηση εικόνων [19, 20], η ανίχνευση αντικειμένων [21], και

μοντελοποίηση της φυσικής γλώσσας [22, 23]. 

Η αυτοματοποίηση της διαδικασίας  εκπαίδευσης και ανάπτυξης  μοντέλων μηχανικής μάθησης μπορεί να μειώσει

σημαντικά τον χρόνο που απαιτείται για την ανάπτυξη και επίλυση προβλημάτων των μοντέλων μηχανικής μάθησης,

καθώς και τη συχνότητα και τον κίνδυνο των σφαλμάτων. Επιπλέον, η αυτοματοποίηση μπορεί να βελτιώσει την

επαναληψιμότητα της διαδικασίας, καθώς η ίδια διαδικασία μπορεί να εφαρμοστεί επαναλαμβανόμενα σε διαφορετικά

περιβάλλοντα και συνθήκες.

Το  κίνητρο  για  την  ευρεία  εφαρμογή  τεχνικών  AutoML προέκυψε  από  την  ανάγκη  αποφυγής  χειροκίνητων

παρεμβάσεων  στο  σχεδιασμό  του  μοντέλου  με  δοκιμές,  οι  οποίες  είναι  συνήθως  αρκετά  χρονοβόρες  και  χωρίς

ταυτόχρονα  να  εγγυώνται  την  βελτίωση  του  μοντέλου  ML [21,  22].  Έτσι,  η  δημιουργία  του  μοντέλου  είναι

ευκολότερη,  και  δεν  απαιτείται  χειροκίνητη  διόρθωση  από  τον  αναλυτή.   Η  AutoML τεχνική  θεωρείται  μια

εναλλακτική  σε  σχέση  με  τα  παραδοσιακά  μοντέλα  μηχανικής  μάθησης,  λειτουργώντας  ταυτόχρονα  σαν  μέσο

αντιμετώπισης των υψηλών απαιτήσεων που υπάρχουν στην εύρεση καταρτισμένων αναλυτών για την δημιουργία

μοντέλων και εφαρμογών ML [23], ένα γεγονός που φαίνεται ιδιαίτερα ελκυστικό στις εταιρίες παραγωγής λογισμικού

[24].  Για να μειωθούν αυτά τα έξοδα ανάπτυξης, η ιδέα της αυτοματοποίησης ολόκληρου του αγωγού μηχανικής

μάθησης (ML) έχει προκύψει, σαν επιλογή. Το AutoML έχει σχεδιαστεί για να μειωθεί η ζήτηση για επιστήμονες

δεδομένων δίνοντας  την  δυνατότητα στους  ειδικούς  του τομέα αυτοματοποίησης να δημιουργούν εφαρμογές  ML

χωρίς πολλές απαιτήσεις για στατιστική και γνώση του αντικειμένου. 

Η βασική ιδέα της αυτοματοποιημένης μηχανικής μάθησης είναι η ταυτόχρονη εκπαίδευση πολλών μοντέλων για το

ίδιο  σύνολο  δεδομένων  και  στη  συνέχεια  η  επιλογή  του  καλύτερου,  η  οποία  βασίζεται  στην  δημιουργία  μιας

αποτελεσματικής στρατηγικής αξιολόγησης [25, 26]. Περιλαμβάνει αρκετά επίπεδα που εφαρμόζονται μεταξύ τους σε

διάφορα στάδια της διαδικασίας, όπως φαίνεται στο σχήμα 1.

Σχήμα 1: Επίπεδα διαδικασιών
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3.1.1 Προετοιμασία δεδομένων (Data Preprocessing)

Η πρώτη φάση αφορά την προετοιμασία των δεδομένων [22, 24, 25] και αποτελεί απαραίτητο βήμα για τη δημιουργία

ενός  νέου συνόλου δεδομένων ή την  επέκταση του  υπάρχοντος.   Συγκεκριμένα,  η  προετοιμασία των δεδομένων

περιλαμβάνει τη συλλογή, την οπτικοποίηση, τη μετατροπή και επεξεργασία, και τέλος την επέκταση – αύξηση των

δεδομένων ώστε να γίνουν κατάλληλα για ανάλυση.

(α) Συλλογή δεδομένων (Data collection)

Το πρώτο βήμα είναι η συλλογή πρωτογενών  δεδομένων ώστε να δημιουργηθεί ένα κατάλληλο σύνολο δεδομένων για

την εκπαίδευση του μοντέλου Μηχανικής Μάθησης.  Απαραίτητη προϋπόθεση είναι η παροχή αυθεντικών στοιχείων

για την εφαρμογή του μοντέλου, καθώς η ποιότητα των δεδομένων είναι κρίσιμη για την απόδοσή του.  Ανάλογα τον

αλγόριθμο, απαιτούνται  και  διάφοροι τύποι δεδομένων. Στην εποπτευόμενη μάθηση για παράδειγμα , απαιτούνται

σύνολα  δεδομένων  με  ετικέτα  ενώ  στην  περίπτωση  μάθησης  χωρίς  επίβλεψη,  δεν  υπάρχει  η  ανάγκη  παροχής

δεδομένων με επισημασμένες απαντήσεις.

(β) Οπτικοποίηση δεδομένων (Data visualization)

 Οι τεχνικές οπτικοποίησης δεδομένων χρησιμοποιούνται για να βοηθήσουν τον αναλυτή δεδομένων να κατανοήσει

την εσωτερική δομή των δεδομένων. Είναι απαραίτητες για την κατανόηση της εσωτερικής δομής των δεδομένων,

καθώς  παρουσιάζουν  πολλές  πληροφορίες  σε  μια  εύκολα  κατανοητή  μορφή.  Ορισμένες  από  τις  πιο  δημοφιλείς

τεχνικές οπτικοποίησης δεδομένων είναι:

Διαγράμματα διασποράς (Scatter plots): Χρησιμοποιούνται για την απεικόνιση της σχέσης μεταξύ δύο μεταβλητών σε

ένα σύνολο δεδομένων.

Γραφήματα γραμμής (Line charts): Χρησιμοποιούνται για την απεικόνιση της σχέσης μεταξύ δύο μεταβλητών σε μια

γραμμική μορφή.

Ιστογράμματα (Histograms): Χρησιμοποιούνται για την αναπαράσταση της συχνότητας κατανομής μιας μεταβλητής

σε ένα σύνολο δεδομένων.

Κυκλικά  διαγράμματα  (Pie  charts):  Αναπαριστούν  τη  συχνότητα  των  τιμών  μιας  μεταβλητής  σε  διαφορετικά

διαστήματα.

Χάρτες θερμότητας (Heat maps): Χρησιμοποιούνται για την απεικόνιση των δεδομένων σε μια δισδιάστατη μορφή,

όπου η ένταση του χρώματος υποδεικνύει τη συχνότητα της εμφάνισης των δεδομένων.

(γ) Επεξεργασία δεδομένων (Data cleaning)

Το τρίτο βήμα είναι βήμα προ επεξεργασίας – καθαρισμού των δεδομένων,  όπου τα δεδομένα επεξεργάζονται  ώστε

να  εξαλειφθεί  ο  θόρυβος  που  υπάρχει  και  να  αποφευχθεί  η  δημιουργία  overfitting  μοντέλων.  Τα ανεπεξέργαστα

δεδομένα  σπάνια  παρέχονται  σε  κατάλληλη  μορφή  για  την  εκπαίδευση  του  μοντέλου.  Συνήθως,  απαιτείται

επεξεργασία  για  την  αφαίρεση  των  παρεκκλινών  σημείων  όπως  μηδενικές  ή  ελαττωματικές  τιμές  δεδομένων.  Η

διασπορά δεδομένων  μπορεί να οδηγήσει σε αποτελέσματα που δεν είναι αξιόπιστα ή δυσκολεύουν τη διαδικασία της

εκπαίδευσης  του  μοντέλου.   Στην  διαδικασία  του  data  cleaning  ουσιαστικά  φιλτράρονται δεδομένα  τα  οποία

περιέχουν θόρυβο έτσι ώστε να μην γίνεται η εκπαίδευση του μοντέλου σε λάθος δεδομένα. 
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(δ) Επέκταση δεδομένων (Data augmentation)

Η data augmentation είναι μία σημαντική τεχνική στον χώρο της εκπαίδευσης νευρωνικών δικτύων, καθώς βοηθά στην

αποφυγή  του  overfitting  και  στην  αύξηση της  ακρίβειας  του  μοντέλου.  Η ιδέα είναι  να  αυξηθεί  ο  αριθμός  των

δεδομένων  εισόδου  μετασχηματίζοντας  τα  υπάρχοντα  δεδομένα  με  διάφορους  τρόπους.  Έτσι  χρησιμοποιούνται

διαδικασίες  επέκτασης  –  αύξησης   δεδομένων  με  σκοπό  την  επέκταση  του  αρχικού  συνόλου  δεδομένων  και  τη

βελτίωση  της  ανθεκτικότητας  του  μοντέλου  αποφεύγοντας  προβλήματα  υπερεκπαίδευσης.  Η  data augmentation

μπορεί να βελτιώσει την απόδοση του μοντέλου σε διάφορους τομείς, όπως η αναγνώριση εικόνων, η αναγνώριση

φωνής  και  άλλες  εφαρμογές.  Ωστόσο,  είναι  σημαντικό  να  ληφθούν  υπόψη  οι  κατάλληλες  παράμετροι  για  κάθε

εφαρμογή, ώστε να μην παραμορφωθούν υπερβολικά τα δεδομένα και επηρεάζεται η ακρίβεια του μοντέλου. Για

παράδειγμα  οι  τροποποιήσεις  που  μπορούν  να  εφαρμοστούν  σε  μια  εικόνα  περιλαμβάνουν  την  περιστροφή,  την

αλλαγή της φωτεινότητας και του κοντράστ, την παραμόρφωση, το κόψιμο και τη μετατόπιση της εικόνας. Με τη

χρήση  αυτών  των  μετασχηματισμών,  μπορούμε  να  δημιουργήσουμε  μια  ποικιλία  από  εικόνες  που  είναι  αρκετά

διαφορετικές από τις  αρχικές,  αλλά ταυτόχρονα παραμένουν συγγενείς με την αρχική εικόνα. Έτσι βελτιώνεται η

ακρίβεια  του  μοντέλου  και   αποφεύγεται  το  overfitting καθώς  τα  μοντέλα εκπαιδεύονται  σε  μεγαλύτερο αριθμό

διαφορετικών δεδομένων.

3.1.2 Εξαγωγή χαρακτηριστικών (Feature Engineering)

Η δεύτερη φάση χρησιμοποιεί μηχανισμούς μηχανικής μάθησης χαρακτηριστικών για να εξάγει χαρακτηριστικά από

τα αρχικά δεδομένα ώστε να καταστεί πιο εύκολος ο σχεδιασμός των αλγορίθμων μηχανικής μάθησης [22].  Είναι

σημαντικές τεχνικές εξαγωγής χαρακτηριστικών που βοηθούν στη βελτίωση της απόδοσης και της ακρίβειας των

μοντέλων μηχανικής μάθησης απομακρύνοντας ασήμαντα ή περιττά χαρακτηριστικά, ή μειώνοντας τη διάσταση των

δεδομένων.  Έτσι  τα  μοντέλα αναγνωρίζουν  καλύτερα σημαντικά μοτίβα και  να  κάνουν πιο  ακριβείς  προβλέψεις

βελτιώνοντας την απόδοση και μειώνοντας το overfitting.

Κυρίως, πραγματοποιείται σε δύο στάδια: 

(α) Οι  αλγόριθμοι  επιλογής  χαρακτηριστικών (feature  selection) που απορρίπτουν χαρακτηριστικά από το αρχικό

σύνολο  χαρακτηριστικών  που  είναι  περιττά  ή  επιδεινώνουν  την  απόδοση  του  μοντέλου  [24].  Εντοπίζουν  το  πιο

σχετικό υποσύνολο από τα αρχικά χαρακτηριστικά για την επίλυση του προβλήματος και απορρίπτουν τα υπόλοιπα.

Χρησιμοποιούνται όταν είναι σημαντικό να διατηρηθούν τα αρχικά χαρακτηριστικά του συνόλου δεδομένων, όπως σε

περιπτώσεις όπου τα χαρακτηριστικά αυτά είναι  ερμηνεύσιμα και έχουν άμεση συσχέτιση με το αποτέλεσμα που

προβλέπεται. Αυτό μπορεί να είναι σημαντικό για την εξήγηση του μοντέλου και την κατανόηση των υποκείμενων

παραγόντων που συντελούν στην πρόβλεψη. 

(β)  Οι μέθοδοι  εξαγωγής  χαρακτηριστικών (feature  extraction)  εκτελούν μείωση της  διάστασης  χρησιμοποιώντας

εξειδικευμένους  μετασχηματισμούς  στα  δεδομένα,  αλλάζοντας  τα  αρχικά  χαρακτηριστικά  [22,  27].   Δηλαδη

μετασχηματίζουν τα δεδομένα σε έναν νέο χώρο χαρακτηριστικών που μπορεί να περιέχει περισσότερα χρήσιμα και

ενημερωτικά χαρακτηριστικά, βελτιώνοντας έτσι την απόδοση του μοντέλου.

Είναι χρήσιμες για τη μείωση της διάστασης των δεδομένων με την αφαίρεση περιττών ή άσχετων χαρακτηριστικών,

αλλά με το κόστος της απώλειας και επακόλουθα κάποιας λάθος ερμηνείας των αρχικών χαρακτηριστικών.
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3.1.3 Δημιουργία μοντέλου (Model Generation)

Η τρίτη φάση αφορά τη δημιουργία του μοντέλου και αναγνωρίζεται ως ο πυρήνας μιας προσέγγισης AutoML.  Η

δημιουργία  του  μοντέλου  γίνεται  μέσω  δύο  διαδικασιών,  αναγνώρισης  της   δομής  και  βελτιστοποίησης  της

αρχιτεκτονικής [22, 27].

(α) Η  αναγνώριση  δομής  αφορά  τον  προσδιορισμό  της  κατάλληλης  προσέγγισης  ML που  επιλύει  καλύτερα  το

πρόβλημα που αντιμετωπίζουμε ανάλογα με την ανάγκη και το είδος του επιθυμητού αποτελέσματος. Δηλαδή  την

εφαρμογή του αλγόριθμου στο σύνολο δεδομένων ώστε το μοντέλο να δημιουργήσει τις απαιτούμενες σχέσεις και

μοτίβα. Οι συνηθισμένες δομές που χρησιμοποιούνται είναι νευρωνικά δίκτυα ή βαθιά νευρωνικά δίκτυα [22, 27, 28].

Μόλις το μοντέλο εκπαιδευτεί, μπορεί να χρησιμοποιηθεί για την πρόβλεψη αποτελεσμάτων σε νέα δεδομένα. Στις

περισσότερες  περιπτώσεις,  η επιλογή του μοντέλου αποφασίζεται από ένα και μόνο βασικό χαρακτηριστικό, την

πολυπλοκότητα.

Η  πολυπλοκότητα  ενός  μοντέλου  αναφέρεται  στον  αριθμό  των  παραμέτρων  που  πρέπει  να  εκτιμηθούν  από  τα

δεδομένα κατά τη διαδικασία εκπαίδευσης του μοντέλου. Αν ένα μοντέλο είναι πολύπλοκο, μπορεί να προκαλέσει

(overfitting) των δεδομένων εκπαίδευσης, δηλαδή να προσαρμοστεί υπερβολικά στα δεδομένα εκπαίδευσης και να μην

μπορεί να γενικεύει νέα δεδομένα. Από την άλλη πλευρά, ένα πολύ απλό μοντέλο μπορεί να παρουσιάσει αδυναμίες

στην  αναγνώριση  πολύπλοκων  σχέσεων  στα  δεδομένα.  Στην  πράξη,  η  επιλογή  του  μοντέλου  εξαρτάται  από  το

πρόβλημα που πρέπει να επιλυθεί, το μέγεθος και τα χαρακτηριστικά του συνόλου δεδομένων, και τους περιορισμούς

σε χρόνο και υπολογιστικούς πόρους. Τα απλά μοντέλα μπορούν να είναι επιλογή όταν ο χρόνος εκπαίδευσης και

πρόβλεψης είναι περιορισμένος ή όταν η ακρίβεια του μοντέλου είναι ικανοποιητική για το πρόβλημα που πρέπει να

επιλυθεί.  Συχνά,  μια  πιο  απλή αρχιτεκτονική μοντέλου μπορεί  να  είναι  πιο  αποδοτική και  αποτελεσματική στην

επίλυση ενός προβλήματος από μια πολύπλοκη αρχιτεκτονική. 

Σαν παράδειγμα δίνουμε την αναφορά [29] στην διαδικασία εφαρμογής της  μηχανικής  μάθησης στην αναζήτηση

AirBnB, όπου η ομάδα ξεκίνησε με ένα περίπλοκο μοντέλο βαθιάς μάθησης. Σύντομα όμως αντιμετώπισε προβλήματα

με την πολυπλοκότητά του και την κατανάλωση υπολογιστικών πόρων για τους κύκλους ανάπτυξης. Έτσι μετά από

αρκετές αποτυχημένες προσπάθειες η αρχιτεκτονική νευρωνικού δικτύου απλοποιήθηκε κατά πολύ με ένα νευρωνικό

με ένα κρυφό επίπεδο με 32 πλήρως συνδεδεμένες συναρτήσεις ενεργοποιήσεις ReLU. Ακόμη και ένα τόσο απλό

μοντέλο είχε αξία, επιτρέποντας την δημιουργία μιας αλυσίδας  εγκατάστασης μοντέλων μηχανικής μάθησης στην

παραγωγική διαδικασία, παρέχοντας σχετικά καλή απόδοση. Με την πάροδο του χρόνου, το μοντέλο εξελίχθηκε, με

την  προσθήκη  ενός  δεύτερου  κρυφού  επιπέδου,  αλλά  παρέμεινε  σχετικά  απλό,  χωρίς  ποτέ  να  φτάσει  το  αρχικά

σχεδιασμένο επίπεδο πολυπλοκότητας.

(β) Επόμενο βήμα είναι η βελτιστοποίηση του συνόλου υπερπαραμέτρων (ρυθμός μάθησης, αριθμός επιπέδων, τύπος

συναρτήσεων ενεργοποίησης, αριθμός εποχών ) και η χρήση του για τη δημιουργία της καλύτερης αρχιτεκτονικής

δικτύου [30, 31, 32]. Η βελτιστοποίηση υπερπαραμέτρων (HPO) είναι σημαντική διαδικασία για την αποτελεσματική

εκπαίδευση  των  μοντέλων  μηχανικής  μάθησης.  Οι  υπερπαράμετροι  δεν  εκπαιδεύονται  κατά  τη  διαδικασία  της

μάθησης, αλλά δίνονται σαν είσοδος στο μοντέλο πριν από την εκπαίδευση. Επειδή οι υπερπαράμετροι δεν μπορούν

να εκπαιδευτούν από τα δεδομένα εκπαίδευσης, πρέπει να βρούμε εμείς τις βέλτιστες τιμές για αυτές τις παραμέτρους,

προκειμένου να επιτύχουμε την υψηλότερη απόδοση του μοντέλου. Η διαδικασία βελτιστοποίησης υπερπαραμέτρων

είναι  συνήθως  πειραματική  και  μπορεί  να  γίνει  με  τη  χρήση  επαναληπτικών  αλγορίθμων,  όπως  οι  πλεγματικές

αναζητήσεις και οι τυχαίες αναζητήσεις. Η στρατηγική που ακολουθείται είναι να δοκιμάζονται διαφορετικές τιμές

υπερπαραμέτρων  και  να  εκτιμάται  η  απόδοση  του  μοντέλου  για  κάθε  σύνολο  υπερπαραμέτρων.  Η  εκτέλεση

πολλαπλών  κύκλων  εκπαίδευσης  μοντέλων  ML για  τη  βελτιστοποίηση  των  υπερπαραμέτρων είναι  υπολογιστικά
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απαιτητική,  καθώς  απαιτεί  εκτέλεση  πολλών  διαφορετικών  συνδυασμών  υπερπαραμέτρων  και  αξιολόγηση  των

αποτελεσμάτων κάθε φορά. Η διαδικασία αυτή είναι ακόμα πιο απαιτητική όταν η διάσταση του χώρου αναζήτησης

είναι  μεγάλη  ή  οι  υπερπαράμετροι  είναι  στοιχεία  χαμηλής  διακριτότητας,  δηλαδή  η  αλλαγή  της  τιμής  μιας

υπερπαραμέτρου δεν επηρεάζει σημαντικά τα αποτελέσματα. Προκειμένου να αντιμετωπιστεί  αυτό το πρόβλημα, οι

ερευνητές συνήθως χρησιμοποιούν διάφορες τεχνικές για να μειώσουν το μέγεθος του χώρου αναζήτησης, όπως η

επιλογή  στρατηγικών  τιμών  υπερπαραμέτρων,  η  χρήση  συστημάτων  συστάσεων  για  την  εξερεύνηση  του  χώρου

υπερπαραμέτρων ή η χρήση μεθόδων βαθιάς εναρμόνισης για τη μείωση του μεγέθους του χώρου αναζήτησης.

Η αύξηση της διάστασης του χώρου αναζήτησης λόγω του αυξημένου αριθμού υπερπαραμέτρων και η αύξηση του

μεγέθους του συνόλου δεδομένων μπορούν να καταστήσουν την HPO πολύ δύσκολη και υπολογιστικά απαιτητική

διαδικασία. Μεγάλα σύνολα δεδομένων μπορεί να απαιτήσουν πολλαπλούς κύκλους εκπαίδευσης για να αξιολογηθούν

οι υπερπαράμετροι, ενώ η αύξηση του αριθμού των υπερπαραμέτρων μπορεί να οδηγήσει σε έναν ανυπόφορο χώρο

αναζήτησης, όπου η εύρεση της βέλτιστης υπερπαραμετροποίησης γίνεται πολύ δύσκολη. Η οριοθέτηση ενός πλήρους

χώρου αναζήτησης για τις υπερπαραμέτρους είναι συχνά αδύνατη στην πράξη και απαιτεί περισσότερη εμπειρία στο

πρόβλημα και στη βελτιστοποίηση υπερπαραμέτρων.

Επιπλέον, η αύξηση του αριθμού των υπερπαραμέτρων μπορεί να οδηγήσει στο φαινόμενο της καταπόνησης του

μοντέλου (overfitting),  καθώς οι  αλγόριθμοι  HPO μπορεί  να παράγουν υπερβολικά προσαρμοσμένα μοντέλα στο

συγκεκριμένο σύνολο δεδομένων που χρησιμοποιείται για τη βελτιστοποίηση των υπερπαραμέτρων.

Τα όρια βελτιστοποίησης υπερπαραμέτρων περιλαμβάνουν περιορισμούς στον αριθμό των εποχών εκπαίδευσης, τη

μέγιστη  χρονική  διάρκεια  εκτέλεσης,  τη  διαθεσιμότητα  μνήμης  και  άλλα.  Αυτό  καθιστά  ακόμη  πιο  δύσκολο  το

πρόβλημα του HPO, καθώς πρέπει να ληφθούν υπόψη και αυτές οι περιορισμοί κατά τη διάρκεια της βελτιστοποίησης

των υπερπαραμέτρων. Η επιτυχής επίλυση αυτού του προβλήματος θα μπορούσε να οδηγήσει σε μια πιο ευρεία χρήση

του HPO σε διάφορα πρακτικά προβλήματα.

3.1.4 Επικύρωση μοντέλου (Model Validation)

Η τελευταία φάση επικεντρώνεται στην αξιολόγηση της απόδοσης του μοντέλου, η οποία γίνεται με τη χρήση καλά

καθορισμένων μέτρων απόδοσης [22, 27]. Η κωδικοποίηση απαιτήσεων είναι ένα σημαντικό βήμα στη διασφάλιση ότι

το μοντέλο ικανοποιεί όλες τις λειτουργικές απαιτήσεις που έχουν τεθεί για το συγκεκριμένο πρόβλημα που λύνει. Η

κωδικοποίηση απαιτήσεων περιλαμβάνει τη δημιουργία μιας λίστας με τις λειτουργικές απαιτήσεις του μοντέλου και

των στόχων που πρέπει να επιτευχθούν κατά τη διάρκεια της επίσημης επαλήθευσης. Η επίσημη επαλήθευση είναι το

δεύτερο βήμα στον  έλεγχο  του  μοντέλου και  απαιτεί  την  αξιολόγηση των αποτελεσμάτων του μοντέλου  σε ένα

συγκεκριμένο σετ δεδομένων που δεν χρησιμοποιήθηκε κατά τη διάρκεια της εκπαίδευσης του μοντέλου. Η επίσημη

επαλήθευση  επιβεβαιώνει  ότι  το  μοντέλο  λειτουργεί  σωστά  και  επιτυγχάνει  τους  στόχους  που  τέθηκαν  κατά  τη

διάρκεια της κωδικοποίησης απαιτήσεων. Τέλος, η επαλήθευση βάσει δοκιμών περιλαμβάνει την εκτέλεση δοκιμών

στο μοντέλο προκειμένου να αξιολογηθεί η συμπεριφορά του σε διαφορετικές συνθήκες και σε πραγματικές συνθήκες.

Κατά την επαλήθευση βάσει δοκιμών, πρέπει να δημιουργηθούν σύνολα δεδομένων ελέγχου και ελέγχου με τα οποία

θα εκτελεστούν οι δοκιμές. Τα σύνολα δεδομένων πρέπει να είναι αντιπροσωπευτικά των δεδομένων που αναμένεται

να συναντήσει το μοντέλο στο πραγματικό περιβάλλον. Η επαλήθευση βάσει δοκιμών μπορεί να αποκαλύψει πιθανά

προβλήματα με το μοντέλο, όπως υπερεκπαίδευση, αδυναμίες γενίκευσης και άλλα, και να βοηθήσει στη βελτίωση της

απόδοσης του μοντέλου.
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(α) O καθορισμός απαιτήσεων για ένα μοντέλο μηχανικής μάθησης είναι πράγματι ένα κρίσιμο βήμα για την επιτυχή

ανάπτυξη και εφαρμογή του. Οι απαιτήσεις πρέπει να καθοριστούν με βάση το πρόβλημα που επιδιώκεται να επιλυθεί,

το περιβάλλον όπου θα εκτελεστεί το μοντέλο, τις δεδομένες δυνατότητες υλοποίησης και τους περιορισμούς του

συστήματος.  Παρόλο  που  οι  αλγόριθμοι  μηχανικής  μάθησης  μπορούν  να  παρέχουν  αυξημένη  ακρίβεια  στην

πρόβλεψη, αυτό δεν είναι απαραίτητα αρκετό για να επιτύχει τον σκοπό που αναζητά η επιχείρηση. Για παράδειγμα, η

αύξηση της ακρίβειας του μοντέλου μπορεί να μην έχει καμία σημασία αν η επιχείρηση δεν μπορεί να εφαρμόσει αυτό

το μοντέλο στην πράξη λόγω τεχνικών περιορισμών, κόστους ή άλλων παραγόντων όπως ανακάλυψε η Booking.com

μετά την ανάπτυξη 150 μοντέλων στην παραγωγή [33]. 

(β) Κατά την επαλήθευση, επιβεβαιώνεται ότι  το μοντέλο λειτουργεί σωστά και σύμφωνα με τις απαιτήσεις, ενώ

επίσης  εξετάζονται οι  παράγοντες ασφαλείας,  η απόδοση και η αξιοπιστία του μοντέλου σε διαφορετικά σενάρια

χρήσης.  Επιπλέον,  η  επαλήθευση  μπορεί  να  περιλαμβάνει  την  εκτέλεση  δοκιμών  με  δεδομένα  που  δεν

χρησιμοποιήθηκαν κατά την εκπαίδευση του μοντέλου, προκειμένου να εξακριβωθεί η ικανότητα του μοντέλου για

γενίκευση και αντιμετώπιση νέων δεδομένων. Επιπλέον, μπορεί να εξεταστεί η επίδοση του μοντέλου σε περιπτώσεις

στις  οποίες  εκτελείται  σε  πραγματικό  χρόνο,  για  παράδειγμα,  όταν  ο  χρήστης  αλληλοεπιδρά  με  το  μοντέλο.  Η

επαλήθευση  είναι  ένα  σημαντικό  βήμα  στον  έλεγχο  της  ποιότητας  ενός  μοντέλου  μηχανικής  μάθησης  και  στη

διασφάλιση ότι θα λειτουργεί σωστά και θα αποδίδει αξιόπιστα.

(γ) H επικύρωση  βάσει  δοκιμών  είναι  ένα  σημαντικό  βήμα  για  τη  διασφάλιση  της  ικανότητας  γενίκευσης  ενός

μοντέλου ML. Ωστόσο, η απόδοση του μοντέλου στα δεδομένα επικύρωσης δεν εγγυάται απαραίτητα ότι το μοντέλο

θα λειτουργήσει καλά στην παραγωγή, καθώς τα δεδομένα επικύρωσης μπορεί να μην αντιπροσωπεύουν πλήρως τις

πραγματικές συνθήκες. Για την ανάπτυξη ενός αξιόπιστου μοντέλου ML στην παραγωγή, απαιτείται μια ποικιλία από

δεδομένα και επικυρωτικές δοκιμές που αντιπροσωπεύουν τις πραγματικές συνθήκες χρήσης του μοντέλου.

3.2 Σχετική ερευνητική δραστηριότητα

Ένα από τα πιο δημοφιλή πεδία έρευνας  έως τώρα στο τομέα του  AutoΜL αποτελεί  ο κλάδος  της ταξινόμησης

(classification).  Οι Singh [43] δημιούργησαν ένα περιβάλλον προγραμματισμού για την κατηγοριοποίηση διαφόρων

ασθενειών της ηπατίτιδας με χρήση μοντέλων ML. Το προγραμματιστικό εργαλείο λογισμικού που χρησιμοποιήθηκε

αποτελούνταν από τρεις βιβλιοθήκες τις Auto-WEKA [44], Auto-Keras [45], and Auto-Sklearn [46]. Το αποτέλεσμα

ήταν η υλοποίηση μια πλήρως αυτοματοποιημένης αλυσίδας (pipeline) μηχανικής μάθησης.  

Επίσης, σε μια άλλη ερευνητική εργασία, οι Durbha και οι συνεργάτες τους [47], έλεγξαν την διαφορά μεταξύ μη και

αυτοποιήμενων μοντέλων στην μηχανική μάθηση και συγκεκριμένα στην κατηγοριοποίηση ασύρματων σημάτων. Τα

παραπάνω μοντέλα ήταν νευρωνικά δίκτυα Deep Residual Network, Convolutional Neural Network. Ως αποτέλεσμα,

ήταν η αυτοματοποιημένη αλυσίδα να μειώσει το κίνδυνο ενδεχόμενων επιθέσεων τύπου white και black box.

Μια άλλη ενδιαφέρουσα εφαρμογή, ήταν η κατασκευή ταξινομητών ψηφοφορίας που μελετήθηκε στο [48] με στόχο

την δημιουργία ενός μοντέλου OE-IDS συνδυάζοντας τεχνικές ταξινόμησης AutoML και soft voting. Η εφαρμογή της

μεθοδολογίας  πραγματοποιήθηκε  χρησιμοποιώντας  διαδοχικά  εξειδικευμένη  προεπεξεργασία  δεδομένων  για  την

απόκτηση κατάλληλων κατανομών δεδομένων και επιλογή χαρακτηριστικών για μείωση του υπολογιστικού κόστους.

Οι Pecnik et al [50] πρότειναν μια AutoML αλυσίδα για την εκτέλεση εργασιών ταξινόμησης ενσωματώνοντας σε όλη

τη διαδικασία βελτιστοποίησης έναν αλγόριθμο εμπνευσμένο από τη φύση ο οποίος χρησιμοποίησε ένα πληθυσμό

ατόμων ως αρχικό δείγμα. Ο αλγόριθμος βελτιστοποίησης προγραμματίστηκε με τέτοιο τρόπο ώστε να παράγει την

προτεινόμενη αλυσίδα και να εκτελεί  βελτιστοποίηση των υπερπαραμέτρων του μοντέλου. Το μέγεθος κάθε ατόμου

του πληθυσμού συνέβαλε στο καθορισμό των διαστάσεων του χώρου αναζήτησης των υπερπαραμέτρων (hyperspace).
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Για  την  ελάττωση ορισμένων  προβλημάτων που  σχετίζονται  με  τη  συνολική  δημιουργία  μιας  AutoML αλυσίδας

(pipeline), η μέθοδος εφαρμόστηκε σε δύο διαδοχικές φάσεις, όπου ο σχεδιασμός του αγωγού ήταν η πρώτη φάση ενώ

η βέλτιστη εκτίμηση του συνόλου των υπερπαραμέτρων ήταν η δεύτερη.

Άλλες υλοποιήσεις που αφορούν την ανάπτυξη συστημάτων AutoML σχετίζονται με διαδικτυακές και βιομηχανικές

εφαρμογές. Για παράδειγμα, για την πλήρη οργάνωση των χρονοδιαγραμμάτων κατά την ανάπτυξη μοντέλων ML σε

διαδικτυακές  εφαρμογές,  οι  Mukherjee et al.  [51]  πρότειναν  μία  AutoML αλυσίδα  που  υλοποιεί  δύο  βασικές

διεργασίες. Η πρώτη αναφέρεται στην ανάγκη υποβολής των αντίστοιχων δεδομένων (data frames) με βάση μόνο την

απαίτηση  ότι  ο  στόχος  βρίσκεται  στο  τελευταίο  χαρακτηριστικό  της  βάσης  δεδομένων  και  το  δεύτερο  είναι  να

εστιάσουμε στη φύση της συνολικής διεργασίας, δηλαδή αν πρόκειται για πρόβλημα παλινδρόμησης ή ταξινόμησης.

Οι  Kurian et al.  [52]  προσπάθησαν  να  επεκτείνουν  τις  συνήθεις  εφαρμογές  που  εμπλέκονται  στις  υπάρχουσες

βιβλιοθήκες AutoML, όπως η ταξινόμηση εικόνων και κειμένου, σε βιομηχανικά συστήματα που ασχολούνται με την

ανάλυση δεδομένων χρονοσειρών.  H αλυσίδα περιλάμβανε μια προσέγγιση βελτιστοποίησης υπερπαραμέτρων που

περιβάλλεται  από  μια  ενότητα  μεταμάθησης,  μια  διεπαφή  προγραμματισμού  εφαρμογών  ικανή  να  βοηθήσει  τον

χρήστη στη δημιουργία προσαρμοσμένων μοντέλων και μια εξελιγμένη διεπαφή χρήστη που παρείχε μια συνολική

αξιολόγηση εμφανίζοντας λεπτομερείς οδηγίες για την καθοδήγηση της βελτιστοποίησης και ανάπτυξης του μοντέλου.

Ένας σημαντικός τομέας έρευνας είναι ο σχεδιασμός AutoML αλυσίδων με στόχο την βελτιστοποίηση της νευρωνικής

δομής και των υπερπαραμέτρων του δικτύου.  Οι  Javeri et al. [30] χρησιμοποίησαν ένα σύστημα  AutoML για να

καθορίσει τη βέλτιστη αρχιτεκτονική νευρωνικών δικτύων σχετικά με την πρόβλεψη χρονοσειρών ενδιάμεσου μήκους.

Η βασική ιδέα τους ήταν να ενσωματώσουν τεχνικές αύξησης δεδομένων στην AutoML αλυσίδα με βάση προβλέψεις

που προέρχονται από στατιστικά μαθηματικά μοντέλα.  Η όλη διαδικασία δοκιμάστηκε σε δεδομένα COVID-19, όπου

τα αποτελέσματα ήταν πολλά υποσχόμενα όσον αφορά την αναγνώριση της δομής του νευρωνικού δικτύου και την

εκτίμηση  υπερπαραμέτρων.  Προς  αυτή  την  κατεύθυνση  οι  Σταμούλης  κ.ά.  [31]  προσπάθησε  να  μειώσει  το

υπολογιστικό κόστος της ανάπτυξης υπερπαραμετροποιημένου συνελικτικού νευρωνικού δικτύου. Αυτό επιτεύχθηκε

αναγκάζοντας τη βελτιστοποίηση υπερπαραμέτρων να επιτύχει  μειωμένο κόστος αναζήτησης από την άποψη μιας

μοναδικής διαδρομής υπολογισμών.

Η βελτιστοποίηση υπερπαραμέτρων έχει αναγνωριστεί ως ένα πολύ σημαντικό βήμα για τη χρήση αγωγών AutoML

με στόχο τον προσδιορισμό των βέλτιστων αρχιτεκτονικών των νευρωνικών δικτύων. Προς αυτή την κατεύθυνση, οι

Esmaeli et al.  [53]  ανέπτυξαν  μια  ιεραρχική  μεθοδολογία  για  την  εκτέλεση  εκτίμησης  υπερπαραμέτρων

χρησιμοποιώντας  βήματα  αναζήτησης  βελτιστοποίησης  που  χρησιμοποιώντας  μια  προσέγγιση  βασισμένη  σε

πράκτορες. Μία από τις πρώτες προσπάθειες προς αυτή την κατεύθυνση δημοσιεύτηκε από τους  Bartenet et al. στο

[54].  Αυτή  η  εργασία  διερεύνησε  το  πρόβλημα  της  υλοποίησης  συνεργατικής  ρύθμισης  υπερπαραμέτρων  του

προβλήματος ενσωματώνοντας γνώση που εξήχθη από προηγούμενα πειράματα προσομοίωσης. Υπό αυτή την έννοια,

οι βέλτιστες περιοχές του χώρου των υπερπαραμέτρων που είχαν διερευνηθεί προηγουμένως θεωρήθηκαν ότι οδηγούν

τη νέα αναζήτηση και εκτιμούν τις αντίστοιχες νέες βέλτιστες τιμές παραμέτρων. Η τεχνική που χρησιμοποίηθηκε

βασίστηκε στον αλγόριθμο βελτιστοποίησης Bayesian.

Τέλος,  η  χρήση  της  γνώσης  που  προέκυψε  από  προηγούμενα  πειράματα  διερευνήθηκε  επίσης  στο  [55],  όπου

προτάθηκε μια μέθοδος ανίχνευσης προσώπου με στόχο την προστασία της ιδιωτικής ζωής. Συγκεκριμένα, η εμπειρία

που  αποκτήθηκε  προηγουμένως  από  προηγούμενες  εργασίες  χρησιμοποιήθηκε  για  να  βοηθήσει  τις  τρέχουσες

εκτελούμενες τοπικές εργασίες, χωρίς να χρειάζεται να ανεβάσει ακατέργαστο υλικό εικόνας στο σύστημα AutoML. Ο

λόγος  πίσω  από  αυτήν  την  επιλογή  ήταν  η  ανάγκη  διατήρησης  του  απορρήτου,  καθώς  οποιαδήποτε  απόπειρα

μεταφόρτωσης υλικού πρώτης εικόνας θα επηρέαζε αρνητικά τις υποτιθέμενες απαιτήσεις απορρήτου.
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3.3 Μεθοδολογία

Σε αυτή την εργασία παρουσιάζουμε ένα αυτοματοποιημένο σύστημα μηχανικής μάθησης (AutoML pipeline) που

αντικαθιστά τις χειρωνακτικές διαδικασίες ανάπτυξης και αξιολόγησης των μοντέλων μηχανικής μάθησης. Η χρήση

ενός AutoML συστήματος μπορεί να βοηθήσει στην εξοικονόμηση χρόνου και προσπάθειας και να βελτιώσει την

ακρίβεια του μοντέλου, ενώ παράλληλα δίνει τη δυνατότητα σε μη ειδικούς να εκτελέσουν μια εργασία μηχανικής

μάθησης με αξιόπιστο τρόπο [20]. Το μοντέλο μηχανικής μάθησης που εκτελείται στο σύστημα είναι ένα πολυεπίπεδο

perceptron (MLP) που συνδυάζει επίπεδα με τυπικές συναρτήσεις ενεργοποίησης (π.χ. Relu, Tanh κλπ.) και επίπεδα με

συναρτήσεις ενεργοποίησης που αναπαρίστανται ως πολυώνυμα Hermite. Το βασικό σημείο είναι να χρησιμοποιηθούν

τα οφέλη της διαδικασίας του AutoML στην βελτιστοποίηση των υπερπαραμέτρων με βάση την Bayesian στατιστική.

Ο τελικός στόχος είναι να προσδιοριστεί εάν η παρουσία στρωμάτων με πολυωνυμικές συναρτήσεις ενεργοποίησης

βελτιώνει την ακρίβεια του μοντέλου.  Η βασική δομή της προτεινόμενης ροής εργασιών αποτελείται από τρία στάδια

ανάπτυξης και απεικονίζεται στο Σχήμα 2. 

Σχήμα 2. Η δομή της ροής εργασιών

Το πρώτο στάδιο παρουσιάζει την διαδικασία κατασκευής του ML μοντέλου. Ο κώδικας που αναπτύσσεται από τους

προγραμματιστές παρακολουθείται από το σύστημα ελέγχου εκδόσεων Git [56]. Έτσι οι προγραμματιστές έχουν την

δυνατότητα  να  αναπτύσσουν  τον  κώδικα τους  σε  διαφορετικά  "κλαδιά"  (branches),  να  τον  συγχωνεύουν και  να

διαχειρίζονται τις εκδόσεις του κώδικά τους. Συνεπώς έχουμε την δυνατότητα κατασκευής και δοκιμής οποιουδήποτε

ML μοντέλου χωρίς να λαμβάνονται υπόψη ενδιάμεσες διαδικασίες (όπως η λήψη και η προετοιμασία του συνόλου

δεδομένων) που συνήθως εκτελούνται χειροκίνητα στην ανάπτυξη του ML.

Στο δεύτερο στάδιο του κύκλου ζωής του ML μοντέλου, ο στόχος είναι η διαχείριση της ροής των πληροφοριών και η

εκτέλεση του κώδικα για την κατασκευή του ML μοντέλου. Συνήθως, αυτή η διαδικασία απαιτεί τη χρήση κορυφαίων

τεχνολογιών για την επεξεργασία των δεδομένων και την εκτέλεση του κώδικα. Συγκεκριμένα, σε αυτό το στάδιο,

πραγματοποιείται  η  εκτέλεση  του  αρχείου  "runner.py",  το  οποίο  περιλαμβάνει  τις  κατάλληλες  εξαρτήσεις  που

απαιτούνται για τη σωστή μεταγλώττιση του κώδικα. Αυτό το αρχείο είναι υπεύθυνο για τη διαχείριση της εκτέλεσης

του κώδικα και την ανταλλαγή δεδομένων μεταξύ των διαφόρων συστατικών του μοντέλου. Η επιλογή της εικονικής
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μηχανής που παρέχει η Google και η χρήση του Docker [57] επιτρέπει στους χρήστες να εκτελούν το λογισμικό τους

σε μια ανεξάρτητη πλατφόρμα χωρίς να χρειάζεται να ανησυχούν για τις λεπτομέρειες του λειτουργικού συστήματος.

Η τεχνολογία του containerization διαχωρίζει το λογισμικό από το υπόλοιπο σύστημα, επιτρέποντας στο λογισμικό να

εκτελείται σε ένα απομονωμένο περιβάλλον, χωρίς να επηρεάζει το λειτουργικό σύστημα ή τις υπόλοιπες εφαρμογές

που εκτελούνται  στον ίδιο υπολογιστή.  Αυτό σημαίνει  ότι  εάν προκύψει  κάποιο  σφάλμα στο Jenkins,  μπορεί  να

διορθωθεί ή να επαναληφθεί η εκτέλεση του σε ένα απομονωμένο περιβάλλον χωρίς να επηρεαστεί ολόκληρο το VM.

Επιπλέον,   στο  conteiner  έχει  εγκατασταθεί  ο  Jenkins  server  που  χειρίζεται  ολόκληρη  την  διαδικασία  και

διαδραματίζει τον ρόλο του διαχειριστή. Ο Jenkins επιβλέπει την επαναληψιμότητα και την αξιοπιστία της διαδικασίας

και  είναι  υπεύθυνος  για την ανάπτυξη και παρακολούθηση του μοντέλου.  Αφού ο Jenkins  ανακτήσει  τον πηγαίο

κώδικα από το Github και ελέγξει τις απαραίτητες λειτουργίες (έκδοση της python του περιβάλλοντος), δημιουργεί

έναν  εκτελέσιμο  χώρο  εργασίας  (workspace)  για  το  συγκεκριμένο  project  στέλνοντας  αίτημα  εκτέλεσης  στους

φυσικούς επεξεργαστές του VM. 

Με άλλα λόγια, ο Jenkins δημιουργεί έναν φάκελο εργασίας στο VM όπου θα αποθηκευτούν όλα τα αρχεία. Το

αποτέλεσμα  της  εκτέλεσης  του  κώδικα  αποθηκεύεται  στον  ίδιο  φάκελο  εργασίας  και  στη  συνέχεια  μπορεί  να

αξιοποιηθεί για περαιτέρω αναλύσεις και επεξεργασία δεδομένων. Επίσης, ο Jenkins αποστέλλει αναφορές σχετικά με

τη  διαδικασία  εκτέλεσης  στον  χρήστη  ή  στους  χρήστες  που  επιθυμούν  να  παρακολουθήσουν  την  πρόοδο  της

εκτέλεσης του κώδικα. Στον φάκελο αυτόν, ο Jenkins εκτελεί τα απαραίτητα βήματα για τη μεταγλώττιση και την

εκτέλεση του κώδικα από το gitHub.  Αυτό συνήθως περιλαμβάνει την εγκατάσταση των απαιτούμενων βιβλιοθηκών

και πακέτων για τη γλώσσα προγραμματισμού που χρησιμοποιείται (όπως Python), τη δημιουργία και την εκπαίδευση

του μοντέλου Machine Learning, καθώς και τη δημιουργία των απαιτούμενων αρχείων και παραμέτρων εκτέλεσης. Με

αυτόν τον τρόπο, επιτυγχάνεται η αυτοματοποίηση των διαδικασιών και η εξασφάλιση της επαναληψιμότητας και της

συνέπειας της διαδικασίας εκτέλεσης του κώδικα Machine Learning.

Ο διακομιστής Jenkins μπορεί να δημιουργήσει πολλαπλές εργασίες και να τις εκτελεί παράλληλα, ανάλογα με τους

διαθέσιμους υπολογιστικούς πόρους. Αυτό μπορεί να βελτιώσει σημαντικά την απόδοση και την ταχύτητα εκτέλεσης

των εργασιών. Επιπλέον, ο Jenkins μπορεί να ανακτήσει τον πηγαίο κώδικα από οποιοδήποτε branch του αποθετηρίου,

δίνοντας έτσι στους προγραμματιστές την ευελιξία να επιλέξουν το κατάλληλο branch για κάθε εργασία.

Ας αναλύσουμε λίγο περισσότερο τα βήματα που αναφέρονται στην εκτέλεση της εφαρμογής μας:

1. Σύνδεση με τη βάση δεδομένων του  Kaggle χρησιμοποιώντας το  API του  Kaggle για την ανάκτηση των

δεδομένων που θα χρησιμοποιηθούν για την εκπαίδευση και αξιολόγηση των μοντέλων [45]

2. Προεπεξεργασία δεδομένων

3. Βελτιστοποίηση υπερπαραμέτρων χρησιμοποιώντας Bayesian βελτιστοποίηση

4. Εκπαίδευση και αξιολόγηση των προκύπτοντων υπερ-μοντέλων

Η χρήση του Docker είναι μια βασική πρακτική στον κλάδο του MLOps και βοηθά στη διασφάλιση της αξιοπιστίας

και  αναπαραγωγιμότητας  των  μοντέλων  μηχανικής  μάθησης.  Επιπλέον,  οι  εφαρμογές  σε  Docker μπορούν  να

εκτελούνται σε διάφορα περιβάλλοντα και συστήματα, εξασφαλίζοντας ότι το μοντέλο θα λειτουργεί σωστά σε όλα τα

περιβάλλοντα αυτά. Παραδοσιακά η χρήση ενός εκτελέσιμου προγράμματος σε έναν υπολογιστή είναι σίγουρα μια

προσέγγιση που μπορεί να λειτουργήσει αλλά εάν κάτι δεν πηγαίνει καλά, οι τεχνικοί θα πρέπει να επισκευάσουν

ολόκληρο το σύστημα.  Με την χρήση του Docker απλώς τερματίζεται το συγκεκριμένο container και ξεκινά ένα

καινούργιο, εξοικονομώντας περαιτέρω χρόνο.  Με το Docker, οι εφαρμογές επαναλαμβάνονται σε ένα ολοκληρωμένο

περιβάλλον που μπορεί να  μεταφέρεται σε διαφορετικά συστήματα με μεγαλύτερη ευκολία και αξιοπιστία.

Η παρακολούθηση του μοντέλου είναι πολύ σημαντική για τη διασφάλιση της απόδοσης και της λειτουργικότητας του

μοντέλου στον χρόνο. Με τη βοήθεια της παρακολούθησης, μπορούμε να εντοπίζουμε τα προβλήματα στο μοντέλο
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και να τα διορθώνουμε πριν από την επιδείνωση της απόδοσης.  Η πλατφόρμα Neptune AI παρέχει διάφορα εργαλεία

παρακολούθησης, όπως οι γραφικές παραστάσεις και οι ιστογραμμές, για την παρακολούθηση των μετρικών απόδοσης

του  μοντέλου.  Επίσης,  η  πλατφόρμα  παρέχει  δυνατότητες  παρακολούθησης  σε  πραγματικό  χρόνο  με  αποστολή

ειδοποιήσεων για την ανίχνευση προβλημάτων που βοηθά στον εντοπισμό προβλημάτων εγκαίρως και στη λήψη

μέτρων για τη βελτίωση της απόδοσης.

3.4 Bayesian βελτιστοποίηση

Η Bayesian βελτιστοποίηση είναι  μια πιθανοκρατικη μέθοδος εύρεσης του καθολικού μέγιστου ή ελάχιστου μιας

άγνωστης  συνάρτησης.  Χρησιμοποιείται  στη  μηχανική  μάθηση  και  σε  άλλα  πεδία  για  τη  βελτιστοποίηση  μιας

αντικειμενικής συνάρτησης με υπολογιστικά αποδοτικό τρόπο. Σε αντίθεση με άλλους αλγόριθμους βελτιστοποίησης

που  κάνουν  υποθέσεις  σχετικά  με  την  υποκείμενη  συνάρτηση,  η  Bayesian  βελτιστοποίηση  μοντελοποιεί  την

αβεβαιότητα στη συνάρτηση χρησιμοποιώντας μια προηγούμενη κατανομή πιθανότητας και ενημερώνει το μοντέλο

καθώς  γίνονται  νέες  παρατηρήσεις.  Αυτό  του  επιτρέπει  να  είναι  πιο  αποτελεσματικό  σε  περιπτώσεις  όπου  η

αντικειμενική συνάρτηση είναι πολύπλοκη ή θορυβώδης. Στον πυρήνα της, η Bayesian βελτιστοποίηση λειτουργεί

προτείνοντας  επαναληπτικά  πιθανές  νέες  τιμές  για  τις  εισόδους  των  συναρτήσεων  (γνωστές  ως  "υποψήφιοι"),

αξιολογώντας τη συνάρτηση σε αυτά τα σημεία και ενημερώνοντας το μοντέλο με βάση τις νέες παρατηρήσεις. Ο

αλγόριθμος χρησιμοποιεί έναν συνδυασμό εξερεύνησης (δειγματοληψία υποψηφίων από περιοχές της συνάρτησης που

είναι αβέβαιες) και εκμετάλλευσης (δειγματοληψία υποψηφίων κοντά σε περιοχές που πιστεύεται ότι περιέχουν το

βέλτιστο)  για  να  εξισορροπήσει  την  αντιστάθμιση  μεταξύ  εξερεύνησης  και  εκμετάλλευσης.  Ένα  από  τα  βασικά

πλεονεκτήματα  της  Bayesian  βελτιστοποίησης  είναι  ότι  είναι  σε  θέση  να  κάνει  αποτελεσματική  χρήση  των

πληροφοριών  που  λαμβάνονται  από  κάθε  αξιολόγηση  συνάρτησης,  επιτρέποντάς  της  να  συγκλίνει  στο  βέλτιστο

έχοντας  πραγματοποιήσει  λιγότερες  αξιολογήσεις  συναρτήσεων  σε  σύγκριση  με  τους  άλλους  αλγόριθμους

βελτιστοποίησης. Επιπλέον, επειδή μοντελοποιεί την αβεβαιότητα στη συνάρτηση, είναι σε θέση να χειρίζεται πιο

αποτελεσματικά τις θορυβώδεις ή στοχαστικές συναρτήσεις.

Ο Bayesian αλγόριθμος βελτιστοποίησης λειτουργεί ως εξής: 

1. Αρχικοποίηση μοντέλου: Ο αλγόριθμος ξεκινά με την προσαρμογή ενός πιθανολογικού μοντέλου, συνήθως μιας

διαδικασίας  Gaussian  (GP),  στα  αρχικά  σημεία  του  χώρου  αναζήτησης.  Το  GP μοντελοποιεί  την  κατανομή  της

αντικειμενικής συνάρτησης δεδομένων των υπερπαραμέτρων.

2.  Συνάρτηση  απόκτησης:  Σε  κάθε  επανάληψη,  ο  αλγόριθμος  χρησιμοποιεί  μια  συνάρτηση  απόκτησης  για  να

αποφασίσει  ποιες  υπερπαραμέτρους  θα  δοκιμάσει  στη  συνέχεια.  Η  συνάρτηση  απόκτησης  εξισορροπεί  την

εκμετάλλευση και την εξερεύνηση. Προσπαθεί να βρει τις υπερπαραμέτρους που μεγιστοποιούν την αναμενόμενη

βελτίωση σε σχέση με την τρέχουσα καλύτερη λύση. Η αναμενόμενη βελτίωση υπολογίζεται χρησιμοποιώντας το

μοντέλο GP και την τρέχουσα καλύτερη λύση.

3. Αξιολόγηση συνάρτησης: Στη συνέχεια, ο αλγόριθμος αξιολογεί την αντικειμενική συνάρτηση χρησιμοποιώντας τις

επιλεγμένες υπερπαραμέτρους και ενημερώνει το μοντέλο GP με τις νέες πληροφορίες.

4. Επανάληψη: Ο αλγόριθμος επαναλαμβάνει τα βήματα 2 και 3 μέχρι να φτάσει στον μέγιστο αριθμό δοκιμών ή να

ικανοποιηθεί ένα κριτήριο διακοπής.

Η βασική ιδέα πίσω από τη  Bayesian βελτιστοποίηση είναι  να χρησιμοποιηθεί  η προηγούμενη κατανομή για  να

εξισορροπηθεί η αντιστάθμιση μεταξύ εξερεύνησης και εκμετάλλευσης, προκειμένου να βρεθεί το συνολικό μέγιστο ή

ελάχιστο της συνάρτησης όσο το δυνατόν γρηγορότερα. Η επιλογή της προηγούμενης διανομής, καθώς και οι μέθοδοι

που χρησιμοποιούνται για την επιλογή υποψηφίων και την ενημέρωση του μοντέλου, μπορεί να έχουν σημαντικό

30



αντίκτυπο στην απόδοση της βελτιστοποίησης. Οι συνήθεις επιλογές για την προηγούμενη διανομή περιλαμβάνουν

διαδικασίες Gaussian ή μεθόδους Monte Carlo.

Οι διεργασίες Gauss (GPs) είναι ένας τύπος πιθανοκρατικού μοντέλου που χρησιμοποιείται στη βελτιστοποίηση κατά

Bayes, καθώς και σε άλλες εφαρμογές στη μηχανική μάθηση και τη στατιστική. Μια διαδικασία Gauss είναι ένας

τύπος στοχαστικής διαδικασίας που μπορεί να χρησιμοποιηθεί για τη μοντελοποίηση της υποκείμενης αβεβαιότητας

σε μια άγνωστη συνάρτηση. Στον πυρήνα του, ένα GP μοντελοποιεί μια συνάρτηση ως Gaussian κατανομή σε τιμές

συνάρτησης, με τον μέσο όρο και τη διακύμανση της κατανομής να καθορίζονται από ένα σύνολο υπερπαραμέτρων.

Αυτές οι υπερπαράμετροι μπορούν να μαθευτούν από δεδομένα χρησιμοποιώντας εκτίμηση μέγιστης πιθανότητας ή

να συναχθούν με τη χρήση μεθόδων Bayes. Ένα από τα βασικά πλεονεκτήματα είναι η ικανότητά τους να χειρίζονται

την αβεβαιότητα με ευέλικτο και υπολογιστικά αποδοτικό τρόπο. Η κατανομή Gauss παρέχει  έναν φυσικό τρόπο

μοντελοποίησης της αβεβαιότητας στη συνάρτηση και η δομή συνδιακύμανσης του GP του επιτρέπει να συλλαμβάνει

πολύπλοκες σχέσεις μεταξύ των εισόδων συνάρτησης. Επιπλέον, οι GPs μπορούν να χρησιμοποιηθούν για εργασίες

παλινδρόμησης και ταξινόμησης, καθώς και για άλλους τύπους πιθανοτικής μοντελοποίησης.

Στο  πλαίσιο  της  Bayesian  βελτιστοποίησης,  οι  GP χρησιμοποιούνται  συχνά για  τη  μοντελοποίηση της  άγνωστης

συνάρτησης που βελτιστοποιείται. Ο GP παρέχει μια πιθανολογική εκτίμηση της συνάρτησης, η οποία ενημερώνεται

μετά  από  κάθε  αξιολόγηση  συνάρτησης.  Αυτό  επιτρέπει  στον  αλγόριθμο  βελτιστοποίησης  να  εξισορροπεί  την

αντιστάθμιση μεταξύ εξερεύνησης και εκμετάλλευσης και να λαμβάνει τεκμηριωμένες αποφάσεις σχετικά με το πού

θα γίνει το επόμενο δείγμα. Αξίζει να σημειωθεί ότι οι GP μπορεί να είναι υπολογιστικά ακριβοί, ειδικά σε χώρους

υψηλών διαστάσεων. Ωστόσο, υπάρχουν πολλές τεχνικές και προσεγγίσεις που μπορούν να χρησιμοποιηθούν για την

επιτάχυνση της Bayesian βελτιστοποίησης που βασίζεται σε GP, όπως οι αραιές προσεγγίσεις και οι ενεργές μέθοδοι

εκμάθησης [59].

Μόντε Κάρλο

Οι  μέθοδοι  Monte  Carlo  είναι  μια  κατηγορία  αλγορίθμων  που  χρησιμοποιούν  τυχαία  δειγματοληψία  για  να

προσεγγίσουν  τη  λύση  ενός  προβλήματος.  Στο  πλαίσιο  της  Bayesian  βελτιστοποίησης,  οι  μέθοδοι  Monte  Carlo

μπορούν να χρησιμοποιηθούν για τον καθορισμό της προηγούμενης κατανομής στο χώρο των πιθανών συναρτήσεων.

Η  βασική  ιδέα  είναι  να  δειγματιστεί  ένα  σύνολο  συναρτήσεων  από  την  προηγούμενη  κατανομή  και  να

χρησιμοποιηθούν αυτές οι συναρτήσεις για να προσεγγίσουμε την άγνωστη συνάρτηση. Για παράδειγμα, μια κοινή

προσέγγιση είναι η δειγματοληψία ενός συνόλου βαρών για μια επέκταση συνάρτησης βάσης και η χρήση αυτών των

βαρών  για  τον  καθορισμό  των  συναρτήσεων  της  προηγούμενης.  Τα  βάρη  μπορούν  να  δειγματιστούν  από  μια

προηγούμενη  κατανομή,  όπως  μια  κατανομή  Gauss,  και  οι  συναρτήσεις  που  προκύπτουν  μπορούν  να

χρησιμοποιηθούν για την προσέγγιση της άγνωστης συνάρτησης. Το πλεονέκτημα των μεθόδων Monte Carlo σε σχέση

με τις προηγούμενες κατανομές είναι ότι είναι ευέλικτες και μπορούν να προσαρμοστούν σε διαφορετικούς τύπους

συναρτήσεων και προβλήματα βελτιστοποίησης. Επιπλέον, μπορούν να χρησιμοποιηθούν για τη μοντελοποίηση ενός

ευρέος  φάσματος  υποκείμενων  κατανομών,  συμπεριλαμβανομένων  των  μη  Gaussian  και  των  πολυτροπικών

κατανομών. Ωστόσο, οι μέθοδοι Monte Carlo μπορεί επίσης να είναι υπολογιστικά ακριβές, ειδικά σε χώρους υψηλών

διαστάσεων. Επιπλέον, μπορεί να είναι ευαίσθητα στην επιλογή της προηγούμενης κατανομής και στον αριθμό των

δειγμάτων που χρησιμοποιούνται, επομένως είναι σημαντικό να επιλέξετε τις σωστές παραμέτρους και τεχνικές για να

έχετε ακριβή αποτελέσματα [60].
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3.5 Τεχνολογίες που χρησιμοποιήθηκαν 

Σε αυτήν την  ενότητα,  παρουσιάζονται  αναλυτικά οι  τεχνολογίες  που  χρησιμοποιήθηκαν  για  την  κατασκευή  της

pipeline, συμπεριλαμβανομένης και της τεχνικής βελτιστοποίησης υπερπαραμέτρων.

3.5.1. Τεχνολογία Git 

Το Git είναι ένα δημοφιλές σύστημα ελέγχου εκδόσεων που επιτρέπει σε πολλούς προγραμματιστές να συνεργάζονται

στην ίδια βάση κώδικα [56].Η κύρια του εργασία είναι να διαχειρίζεται/καταγράφει τις αλλαγές που υπάρχουν στον

πηγαίο κώδικα. Επιτρέπει στους χρήστες να καταγράφουν τις αλλαγές που έγιναν στον κώδικα καθώς επίσης και να

συγχωνεύουν  τις  αλλαγές  που  έγιναν  από  διαφορετικούς  προγραμματιστές.  Δίνει  τη  δυνατότητα  στους

προγραμματιστές να συνεργάζονται κατά τη δημιουργία του κώδικα και να επανέλθουν σε οποιαδήποτε προηγούμενη

έκδοση του κώδικα,  αν αυτό είναι απαραίτητο [59].  Το  Git έχει  αποδειχθεί  πολύ αποτελεσματικό στη διαχείριση

μεγάλων έργων με πολλούς συνεισφέροντες. Η αποτελεσματικότητα και η παραγωγικότητα των προγραμματιστών

μπορεί να βελτιωθεί μέσω του  Git,  επιτρέποντας τους να συνεργάζονται πιο αποτελεσματικά και παρέχοντας ένα

σαφές  αρχείο  των αλλαγών στον κώδικα [59,  62].  Στην προτεινόμενη διαδικασία,  το  Git χρησιμοποιείται  για  να

αποθηκεύει τον πηγαίο κώδικα και να παρακολουθεί και να διαχειρίζεται τις αλλαγές κώδικα στις παραγόμενες πηγές

κώδικα  Python που έγιναν από τους προγραμματιστές. Επιπλέον, το προτεινόμενο  pipeline το χρησιμοποιεί για να

επιστρέψει  τη  ροή  των  πληροφοριών  σε  προηγούμενες  εκδόσεις.  Αυτό  είναι  ιδιαίτερα  χρήσιμο  όταν  σε  πολλές

περιπτώσεις  απαιτείται  η  επιστροφή σε  μια  προηγούμενη έκδοση του μοντέλου,  εφόσον η  τρέχουσα έκδοση δεν

λειτουργεί  αποδοτικά.  Τέλος,  ο  πηγαίος  κώδικας  που  δημιουργήθηκε  στο  στάδιο  κατασκευής  του  μοντέλου

αποθηκεύεται στο αποθετήριο Github και ανεβαίνει μέσω του συστήματος ελέγχου εκδόσεων Git. Το GitHub είναι μια

web-based υπηρεσία  φιλοξενίας  που  παρέχει  εργαλεία  έκδοσης  ελέγχου  και  συνεργασίας  για  την  ανάπτυξη

λογισμικού.  Στην  προτεινόμενη  διαδικασία,  το  GitHub χρησιμοποιείται  για  τη  φιλοξενία  του  αποθετηρίου  Git,

καθιστώντας το προσβάσιμο για όλα τα μέλη της ομάδας. Το GitHub παρέχει επίσης χαρακτηριστικά όπως αιτήσεις

ενσωμάτωσης και αξιολογήσεις κώδικα, τα οποία είναι χρήσιμα για τη συνεργασία και τη διατήρηση της ποιότητας

του κώδικα.

3.5.2. Τεχνολογία Jenkins 

Ο Jenkins είναι ένας ανοιχτού κώδικα διακομιστής αυτοματισμού που αυτοματοποιεί διάφορες πτυχές της ανάπτυξης

λογισμικού, συμπεριλαμβανομένων της δημιουργίας και του τεστ ενώ διαχειρίζεται αλλαγές στον κώδικα και ελέγχει

την παράδοση οποιουδήποτε είδους λογισμικού. [63].  Η ευελιξία του Jenkins τον καθιστά ιδανικό για τη δημιουργία

συστημάτων αυτοματισμού για την παράδοση λογισμικού και την επαναλαμβανόμενη δοκιμή κώδικα σε εργασίες που

εκτελούνται αυτόματα σε συγκεκριμένες ώρες ή μετά από κάποια συγκεκριμένη εκδοχή του λογισμικού.  Ο κώδικας

του είναι γραμμένος σε Java και προσφέρει αρκετά πρόσθετα που παρέχουν υψηλού επιπέδου υποστήριξη όσον αφορά

το σχεδιασμό διαφόρων ειδών λογισμικού, όπως εφαρμογές βασισμένες στο web, κινητές συσκευές και εφαρμογές

βασισμένες στο cloud. Στην προτεινόμενη διαδικασία, ο διακομιστής Jenkins παίζει κεντρικό ρόλο στην οργάνωση

των πληροφοριών από αποθετήρια, τη σύνδεση διαφόρων τεχνολογιών και την εκτέλεση των κατάλληλων εργασιών

και  χρησιμοποιείται  για  την  αυτοματοποίηση  της  διαδικασίας  δημιουργίας,  τεστ  και  ανάπτυξης.  Επιπλέον,

χρησιμοποιείται  για  τη  δημιουργία  εργασιών  Jenkins  που  τρέχουν  μέσα  στη  διαδικασία,  επιτρέποντας  την

αυτοματοποίηση των εργασιών δημιουργίας, δοκιμής και αναπτυξης. Η ευελιξία και η συμβατότητα του Jenkins με

διάφορα εργαλεία και τεχνολογίες το καθιστούν ένα πολύτιμο εργαλείο στη σύγχρονη ανάπτυξη λογισμικού.
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Η ικανότητά του να παρέχει πλήρη αυτοματοποίηση κατά τη διάρκεια της διαδικασίας σχεδίασης και υλοποίησης του

λογισμικού αντανακλάται  σημαντικά στη μείωση του χρόνου και  της  προσπάθειας  που απαιτούνται  [64,  65].  Οι

προγραμματιστές μπορούν να χρησιμοποιήσουν τον Jenkins για την αυτοματοποίηση διαδικασιών όπως ο έλεγχος του

κώδικα, οι δοκιμές και η παράδοση, εξοικονομώντας έτσι χρόνο και μειώνοντας τα σφάλματα στην ανάπτυξη του

λογισμικού. Ένα βασικό σημείο που καθιστά το Jenkins πολύ χρήσιμο είναι η συμβατότητά του με διάφορα εργαλεία

και  τεχνολογίες,  όπως  συστήματα  ελέγχου  εκδόσεων,  πλαίσια  δοκιμής  και  εργαλεία  ανάπτυξης.  Μπορεί  να

ενσωματωθεί με συστήματα ελέγχου εκδόσεων όπως το Git, πλαίσια δοκιμών όπως το JUnit και το Selenium και

εργαλεία  αναπτυξιακής  διάθεσης  όπως  το  Ansible  και  το  Docker  κατι  που  τον  καθιστά  ιδιαίτερα  ελκυστικό  για

προγραμματιστές και ομάδες ανάπτυξης λογισμικού. Αυτό επιτρέπει στους προγραμματιστές να κατασκευάζουν, να

δοκιμάζουν και να αναπτύσσουν τις εφαρμογές τους με ένα ομαλό και αυτοματοποιημένο τρόπο, χωρίς να χρειάζεται

να μεταβαίνουν ανάμεσα σε διαφορετικά εργαλεία ή πλατφόρμες. Ως αποτέλεσμα, μπορεί να χρησιμοποιηθεί ως ένα

σημείο  ελέγχου  για  ολόκληρη  τη  δημιουργία  λογισμικού  από  τον  πηγαίο  κώδικα  έως  τις  εφαρμογές  [63].  Στην

τρέχουσα συνεισφορά, ο διακομιστής Jenkins αποτελεί την καρδιά της προτεινόμενης pipeline. Ο βασικός του ρόλος

είναι να οργανώνει τις πληροφορίες που υπάρχουν στα αποθετήρια, να συνδέει διάφορες ξεχωριστές τεχνολογίες και

να εκτελεί τις κατάλληλες εργασίες. Επιπλέον, χρησιμοποιείται για τη δημιουργία των Jenkins jobs που εκτελούνται

μέσα στη  pipeline. Ο Jenkins ρυθμίζεται για να εκτελεί αυτόματα δημιουργία και τεστ όταν αλλαγές στον κώδικα

ανεβαίνουν  στο  αποθετήριο.  Έτσι  ανιχνεύει  αυτόματα  την  καταχώρηση  κώδικα  στο  αποθετήριο  GitHub  και

ενεργοποιεί  αντίστοιχα εντολές (π.χ.  δημιουργία εικόνας  Docker από ένα Dockerfile)  χωρίς να χρειάζεται  κάποια

χειροκίνητη επέμβαση.  Kύριος στόχος της χρήσης του διακομιστή είναι η θέσπιση και η διαχείριση της σύνδεσης

μεταξύ  του  πηγαίου  κώδικα  που  δημιουργήθηκε  στο  στάδιο  κατασκευής  του  μοντέλου  (αποθηκευμένος  στο

αποθετήριο  Github και αναρτημένος μέσω του συστήματος ελέγχου εκδόσεων  Git),  με την εκτέλεση του αρχείου

στόχου (δηλαδή το runner.py) και τη σύνδεση με το σύστημα παρακολούθησης Neptune AI.

Για να επιτευχθεί ο παραπάνω στόχος, ένα  Jenkins job μέσα στο  web interface ρυθμίζεται κατάλληλα για να είναι

υπεύθυνο για ολόκληρη τη διαδικασία. Σε αυτό το job, καθορίζονται σημαντικοί παράμετροι του pipeline όπως: (α) το

αποθετήριο  Github με  το  οποίο  πρέπει  να  συνδεθεί  και  από  το  οποίο  θα  εκχωρηθεί  ο  πηγαίος  κώδικας,  (β)  το

κατάλληλο επίπεδο ασφαλείας αυτής της σύνδεσης, (γ) ο κλάδος του  git για να αναζητήσει, (δ) το αρχείο  Jenkins

script που περιέχει πληροφορίες ρύθμισης σχετικά με τα βήματα του pipeline και τα αυτοματοποιημένα build triggers

μετά από γεγονότα  commit του  git που  ενεργοποιούν την  επιλογή τρέξιμου του  job αυτόματα μετά τα  commits

(χρησιμοποιήσαμε την επιλογή  Github hook trigger for GITScm polling καθώς το κυρίως αποθετήριο κώδικα μας

βρισκόταν στο Github).

3.5.3. Τεχνολογία Virtual Machines

Τα Google Cloud Virtual Machines είναι εικονικές μηχανές που τρέχουν στον υπολογιστικό νέφος της Google. Αυτές

οι εικονικές μηχανές παρέχουν έναν ευέλικτο και αξιόπιστο τρόπο για τη δημιουργία και τη λειτουργία εφαρμογών

στον νέφος. Αποτελούν μέρος του Google Cloud Platform (GCP), μιας πλατφόρμας cloud computing που προσφέρει

μια σειρά από υπηρεσίες υπολογιστικής, δικτύωσης, αποθήκευσης και άλλων υπηρεσιών

Οι εικονικές μηχανές της Google Cloud μπορούν να τρέξουν διαφορετικά λειτουργικά συστήματα, όπως Linux και

Windows, και μπορούν να προσαρμοστούν στις ανάγκες της εφαρμογής σας σε ό,τι αφορά τους πόρους, την απόδοση

και την ασφάλεια. Τα εικονικά μηχανήματα του Google Cloud παρέχουν ευέλικτους, κλιμακούμενους και αξιόπιστους

υπολογιστικούς  πόρους  κατόπιν  αιτήματος,  επιτρέποντας  στους  χρήστες  να  διαμορφώνουν  εύκολα  τα  VMs,

προσαρμόζοντάς τα στις απαιτήσεις των αντίστοιχων εφαρμογών και φορτίων εργασίας. 
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Παρέχουν επίσης μια ευρεία γκάμα χαρακτηριστικών και επιλογών, όπως η δυνατότητα επιλογής από μια ποικιλία

λειτουργικών συστημάτων, τύπων επεξεργαστών και μεγεθών μνήμης, καθώς και η δυνατότητα προσαρμογής των

ρυθμίσεων δικτύωσης και ασφαλείας των  VMs [66].  Η Google Cloud παρέχει επίσης πολλές  δυνατότητες για τη

διαχείριση, την παρακολούθηση και την ασφάλεια των εικονικών μηχανών, συμπεριλαμβανομένων των δυνατοτήτων

ελέγχου  πρόσβασης,  επιθεώρησης  δραστηριοτήτων  και  ανίχνευσης  απειλών.  Ο  πίνακας  1  αποτυπώνει  τα

χαρακτηριστικά του μηχανήματος.

Πίνακας 1: Χαρακτηριστικά εικονικού μηχανήματος

3.5.4. Τεχνολογία Ngrok

Ngrok είναι  ένα  εργαλείο  ανοικτού  κώδικα  που  χρησιμοποιείται  για  την  διάθεση  του  τοπικού  διακομιστή  στο

διαδίκτυο. Παρέχει έναν ασφαλή τρόπο για να δημιουργήσετε ένα  public URL για τον τοπικό σας  server και να

δοκιμάσετε την εφαρμογή σας στο διαδίκτυο. Με το Ngrok μπορείτε να μοιραστείτε την εφαρμογή σας σε πραγματικό

χρόνο με άλλους χρήστες στο διαδίκτυο. Συνήθως χρησιμοποιείται για τη δοκιμή εφαρμογών web που εκτελούνται σε

μια τοπική μηχανή ή κοινόχρηστο τοπικό περιβάλλον. Ένα από τα βασικά πλεονεκτήματα του Ngrok είναι η απλότητα

και  η  ευκολία  χρήσης  του.  Χρειάζεται  ελάχιστη  εγκατάσταση  και  είναι  συμβατό  με  μια  ποικιλία  γλωσσών

προγραμματισμού και πλαισίων. Το Ngrok λειτουργεί δημιουργώντας ένα secure tunnel μεταξύ του τοπικού σας server

και του διακομιστή του Ngrok. Αυτό επιτρέπει στους χρήστες του Ngrok να αποκτήσουν πρόσβαση στον τοπικό σας

server χρησιμοποιώντας  τη διεύθυνση  URL που παρέχει  το  Ngrok.  Το  Ngrok προσφέρει  επίσης  αρκετά χρήσιμα

χαρακτηριστικά, όπως η ικανότητά του να επιθεωρεί την κίνηση και να παρέχει ασφαλείς σήραγγες, που βοηθούν στην

αποσφαλμάτωση  και  τη  δοκιμή  [67].  Η  χρήση  του  Ngrok είναι  πολύ  χρήσιμη  όταν  πρέπει  να  δοκιμάσετε  μια

εφαρμογή σας σε διάφορες συσκευές ή να μοιραστείτε την εφαρμογή σας με άλλους χρήστες στο διαδίκτυο χωρίς να

χρειάζεται να ανεβάσετε την εφαρμογή σας σε έναν πραγματικό διακομιστή. 

Στο προτεινόμενο pipeline, η Ngrok API χρησιμοποιείται για να συνδέσει τον τοπικό διακομιστή web του Jenkins στο

διαδίκτυο. Αυτή η επιλογή παρέχει τη δυνατότητα για αρμονική συνεργασία μεταξύ των μελών της ομάδας και την

πρόσβαση στα Jenkins jobs μέσω ενός ασφαλούς δημόσιου διαδικτυακού διευθύνσεως της Ngrok, χωρίς την ανάγκη

να το αναπτύξουν σε μια κοινόχρηστη δικτυακή ή cloud περιβάλλον. Το Ngrok είναι ένα εργαλείο που επιτρέπει τη

δημιουργία ασφαλών τούνελ από ένα δημόσιο σημείο προς ένα τοπικά εκτελούμενο web service. 

Στο προτεινόμενο pipeline, το Ngrok χρησιμοποιείται για να συνδέσει την υπηρεσία Neptune AI που εκτελείται στον

τοπικό υπολογιστή στο διαδίκτυο. Αυτό επιτρέπει στα μέλη της ομάδας να έχουν πρόσβαση στην υπηρεσία Neptune

AI από οπουδήποτε.
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3.5.5. Τεχνολογία Kaggle 

Το Kaggle είναι μια πλατφόρμα για επιστήμονες δεδομένων και εξειδικευμένους στη μάθηση μηχανής, όπου μπορούν

να βρουν datasets, να συμμετέχουν σε έρευνες και να συνεργαστούν με άλλους επιστήμονες δεδομένων. Το Kaggle

API είναι ένα εργαλείο γραμμής εντολών που επιτρέπει στους χρήστες να έχουν πρόσβαση και να αλληλεπιδρούν

προγραμματιστικά  με  τα  datasets του  Kaggle.   Το  Kaggle API επιτρέπει  στους  χρήστες  να  κατεβάζουν  και  να

ανεβάζουν  datasets, καθώς και να συμμετέχουν σε διαγωνισμούς απευθείας από το  command-line interface τους. Η

API υποστηρίζει πολλές γλώσσες προγραμματισμού, συμπεριλαμβανομένων των  Python,  R και  Julia. Επιτρέπει τη

διαχείριση του λογαριασμού του χρήστη στο  Kaggle και επιτρέπει τόσο τη λήψη όσο και την αποστολή δεδομένων

[45, 53]. Στην περίπτωσή μας, η αποτελεσματική χρήση της  Kaggle API βασίζεται στην εγκατάσταση του πακέτου

Kaggle Python. Για να χρησιμοποιήσετε το Kaggle API, οι χρήστες πρέπει πρώτα να δημιουργήσουν ένα λογαριασμό

στο Kaggle και να δημιουργήσουν ένα API token. Το API token είναι ένα μοναδικό κλειδί επαλήθευσης που επιτρέπει

στο  χρήστη  να  έχει  πρόσβαση  στο  Kaggle API.  Αφού  δημιουργηθεί  το  API token,  οι  χρήστες  μπορούν  να

εγκαταστήσουν τη βιβλιοθήκη  Kaggle API.  Μόλις  εξασφαλιστεί  η ταυτοποίηση,  το  API χρησιμοποιείται  για την

εκτέλεση μιας σειράς κατάλληλων ενεργειών, όπως η λήψη συνόλων δεδομένων. Επιπλέον, το  Kaggle API παρέχει

έναν βολικό τρόπο αλληλεπίδρασης με τους πόρους της βάσης δεδομένων και τις υπηρεσίες του Kaggle απευθείας από

τον πηγαίο κώδικα της  Python. Η παραπάνω διαμόρφωση διευκολύνει την αυτοματοποίηση της λήψης δεδομένων

(δηλαδή, λήψη) απευθείας από τη βάση δεδομένων του  Kaggle στη διαδικασία, χωρίς να χρειάζεται να κατεβάσετε

χειροκίνητα τα δεδομένα. Μερικά κοινά παραδείγματα χρήσης του Kaggle API είναι η λήψη δεδομένων για ανάλυση

σε έργα μηχανικής μάθησης, η μεταφόρτωση και κοινή χρήση συνόλων δεδομένων με άλλους χρήστες στο Kaggle, η

συμμετοχή σε έρευνες Kaggle για υποβολή απαντήσεων. Συνολικά, το Kaggle API είναι ένα ισχυρό εργαλείο για

επιστήμονες δεδομένων και επαγγελματίες μηχανικής μάθησης, επιτρέποντας τους να έχουν εύκολη πρόσβαση και

εργασία με την τεράστια συλλογή συνόλων δεδομένων του Kaggle.

3.5.6. Τεχνολογία Docker 

Το Docker είναι μια τεχνολογία containerization που επιτρέπει στους προγραμματιστές να πακετάρουν εφαρμογές και

εξαρτήσεις σε ελαφριές, φορητές συσκευές - δοχεία που μπορούν να λειτουργήσουν  σε οποιοδήποτε μηχάνημα [68].

Διαθέτει  τη  δυνατότητα  να  βοηθήσει  στη  δημιουργία,  στον  έλεγχο  και  στην  ανάπτυξη  συνεπείς  και  αξιόπιστων

εφαρμογών λογισμικού [69]. Ως τέτοιο, επιτρέπει την κατασκευή και δοκιμή προγραμμάτων στα δικά τους συστήματα

χρησιμοποιώντας τα ίδια εργαλεία και εξαρτήσεις που χρησιμοποιούνται στην παραγωγή, μειώνοντας τους κινδύνους

που προκύπτουν σε διαφορετικά περιβάλλοντα [68, 70]. Επιπλέον, υπάρχουν ορισμένα πλεονεκτήματα ασφαλείας που

συνδέονται με τη χρήση του  Docker. Για παράδειγμα, τα  container μπορούν να λειτουργούν σε ένα απομονωμένο

περιβάλλον χωρίς να μοιράζονται τον πυρήνα του λειτουργικού συστήματος του host, κάνοντάς τα λιγότερο επιρρεπή

σε ευπάθειες ασφαλείας.  Προς αυτή την κατεύθυνση, η χρήση του Docker μπορεί να μειώσει την επιθετική επιφάνεια

των εφαρμογών, καθώς οι εκδόσεις περιλαμβάνουν μόνο τις απαραίτητες βιβλιοθήκες και εξαρτήσεις που απαιτούνται

για τη λειτουργία τους [70, 71].

Στην προτεινόμενη διαδικασία, η τεχνολογία της Docker containerization βοηθά στην προμήθεια λογισμικού, δηλαδή

στη διαδικασία εγκατάστασης, διαμόρφωσης και ρύθμισης εφαρμογών λογισμικού για τους τελικούς χρήστες μέσα σε

έναν εκτελεστή. Επομένως, χρησιμοποιείται για να κατασκευαστεί ένας  container Jenkins, όπως περιγράφεται στην

ενότητα 3.2.2. Το κύριο πλεονέκτημα που προκύπτει από αυτή την επιλογή είναι ότι η προμήθεια λογισμικού, όσον

αφορά τις  βιβλιοθήκες  Python (δηλαδή  Tensorflow,  Keras κλπ.),  γίνεται  ανεξάρτητη από το τοπικό σύστημα της

μηχανής Google VM, χωρίς να επηρεάζεται το τοπικό σύστημα αν κάτι πάει στραβά στο στάδιο προμήθειας. Με βάση
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αυτήν την πρακτική  MLOps, είναι δυνατόν να εξοικονομηθεί χρόνος υπολογιστικών πόρων καταστρέφοντας απλώς

τον container Jenkins αντί να εφαρμοστεί μια διαδικασία αποσφαλμάτωσης, η οποία είναι χρονοβόρα.

3.5.7. Τεχνολογία Neptune AI

Το  Neptune AI είναι  μια  πλατφόρμα  ανοικτού  κώδικα  για  μηχανική  μάθηση  και  επιστήμη  δεδομένων,  η  οποία

επιτρέπει στους ερευνητές να παρακολουθούν και να μοιράζονται την εργασία τους εύκολα [46]. Με το Neptune AI, οι

χρήστες μπορούν να παρακολουθούν διάφορες πτυχές των ML μοντέλων τους, συμπεριλαμβανομένων των μετρήσεων

απόδοσης, της χρήσης πόρων και της αλλαγής των δεδομένων Μέσω του Neptune, τα μεταδεδομένα της μηχανικής

μάθησης μπορούν να οργανωθούν σε ένα μόνο προσβάσιμο μέρος.  Στην ουσία, παρέχει τα παρακάτω χαρακτηριστικά

που είναι χρήσιμα για την κατασκευή μοντέλων μηχανικής μάθησης [72]:

•  Εύκολη ολοκλήρωση με δημοφιλείς  βιβλιοθήκες  και  εργαλεία  (π.χ.,  TensorFlow,  Keras,  PyTorch,  Scikit-Learn,

κλπ.).

• Μια διαδικτυακή διεπαφή για την παρακολούθηση και οργάνωση πειραμάτων και έργων.

• Δυνατότητες συνεργασίας που επιτρέπουν σε πολλούς ανθρώπους να εργάζονται στο ίδιο έργο.

• Μια πλατφόρμα για την κοινοποίηση και αναπαραγωγή αποτελεσμάτων.

• Παρέχει ευελιξία στην διαχείριση περίπλοκων έργων που ασχολούνται με διαφορετικά πειράματα και τη σωστή

παρακολούθηση των δεδομένων/αποτελεσμάτων.

Στην προτεινόμενη διαδικασία,  η  πλατφόρμα  Neptune AI αποτελεί  το σύστημα παρακολούθησης,  το  οποίο  στην

πραγματικότητα  είναι  μια  διαδικασία  MLOps.  Για  να  επιτευχθεί  αυτή  η  εργασία,  η  διαδικασία  χρησιμοποίησε

συναρτήσεις κλήσης (callbacks) της Python για να παρακολουθεί ορισμένες μετρήσεις, όπως η ακρίβεια επικύρωσης.

Οι μετρήσεις απόδοσης μπορούν να παρακολουθηθούν στον χρόνο για να ανιχνευθούν οι αλλαγές στην ακρίβεια του

μοντέλου ή σε άλλα σημαντικά μετρήσιμα στοιχεία. Τέτοιου είδους μετρήσεις είναι διαθέσιμες από το Neptune AI και

μπορούν  εύκολα  να  ενσωματωθούν  και  να  συνδυαστούν  με  το  Tensorflow.  Η  χρήση  των  πόρων  μπορεί  να

παρακολουθείται για να διασφαλιστεί ότι το μοντέλο δεν καταναλώνει πολλούς πόρους και για να βελτιστοποιηθεί η

υποδομή που απαιτείται για την υποστήριξη του μοντέλου. Τέλος, εντός της διαδικτυακής διεπαφής του Neptune AI, η

διαδικασία χρησιμοποιεί τις δυνατότητες σύγκρισης μεταξύ διαφορετικών προσομοιώσεων, που προσφέρει η Neptune

AI.

3.5.8. Βελτιστοποίηση υπερπαραμέτρων (Hyperparameter Tunning)

Η  βελτιστοποίηση  υπερπαραμέτρων  επικεντρώνεται  στον  υπολογισμό  βέλτιστων  τιμών  για  το  σύνολο

υπερπαραμέτρων  μοντέλου  μηχανικής  μάθησης,  οι  οποίες  παρέχουν  την  καλύτερη  απόδοση  του  μοντέλου  στα

δεδομένα επικύρωσης . Για παράδειγμα οι υπερπαράμετροι ενός νευρωνικού δικτύου, μπορεί να είναι το πλήθος των

επιπέδων, το πλήθος των κόμβων κάθε επίπεδου, ο ρυθμός μάθησης, το μέγεθος των δεδομένων εισόδου, και το

πλήθος των εποχών εκπαίδευσης. Παραδοσιακά, οι υπερπαράμετροι αποφασίζονται από τον σχεδιαστή του μοντέλου

πριν  από  τη  διαδικασία  εκπαίδευσης,  ενώ  οι  παράμετροι  του  μοντέλου  υπολογίζονται  μέσω  της  διαδικασίας

εκπαίδευσης.  Ωστόσο,  αυτή  η  στρατηγική  έχει  επιβάλει  συγκεκριμένες  δυσκολίες  όσον  αφορά  την

αναπαραγωγιμότητα και την επαναχρησιμοποίηση των μοντέλων [54].  Μια άλλη δυσκολία αντικατοπτρίζεται στο

γεγονός  ότι  διαφορετικά  σύνολα  δεδομένων  απαιτούν  διαφορετικά  σύνολα  υπερπαραμέτρων.  Έτσι,  η  χρήση  της

χειροκίνητης παρέμβασης στην απόφαση για το κατάλληλο σύνολο υπερπαραμέτρων για ένα μοντέλο ML φαίνεται να

είναι μια πολύπλοκη διαδικασία, η οποία στις περισσότερες περιπτώσεις δεν λύνεται βέλτιστα [31, 53].
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Στην  παρούσα  μελέτη,  η  συνάρτηση  απώλειας  L είναι  η  συνάρτηση  cross-  entropy η  οποία  ελαχιστοποιείται

χρησιμοποιώντας  τον  βελτιστοποιητή  Adam [73],  και  η  συνάρτηση  ενεργοποίησης  της  υπερπαραμέτρου  είναι  ο

ρυθμός  του  σφάλματος  ταξινόμησης.  Το  πρόβλημα  της  βελτιστοποίησης  των  υπερπαραμέτρων  είναι  ότι  η

ελαχιστοποίηση της αντικειμενικης συνάρτησης των υπερπαραμέτρων είναι υπολογιστικά απαιτητική [53]. Κάθε φορά

που  χρησιμοποιούνται  διαφορετικές  υπερπαράμετροι,  οι  διαδικασίες  εκπαίδευσης  και  αξιολόγησης  του  μοντέλου

πρέπει να επαναληφθούν. Για την αντιμετώπιση αυτού του προβλήματος, έχουν εφαρμοστεί διάφορες προσεγγίσεις

βελτιστοποίησης, όπως η αναζήτηση πλέγματος [60], η τυχαία αναζήτηση [74] και η βελτιστοποίηση Bayes [76].

Η πλεγματική αναζήτηση [74] ελέγχει  όλους τους δυνατούς συνδυασμούς των υπερπαραμέτρων που σημαίνει ότι

ολόκληρη η διαδικασία είναι υπολογιστικά πολύπλοκη. Μια  εναλλακτική στην πλεγματική αναζήτηση είναι η τυχαία

αναζήτηση  [74,  75],  η  οποία  δοκιμάζει  τυχαίες  δειγματοληψίες  στον  χώρο  αναζήτησης  των  υπερπαραμέτρων,

αποφορτίζοντας έτσι τον υπολογιστικό κόστος της πλεγματικής αναζήτησης. Τέλος, ο αλγόριθμος βελτιστοποίησης

Bayes [74] αντιμετωπίζει τις συναρτήσεις στόχου ως δείγμα που προέρχεται από μια Γκαουσιανή διαδικασία στο χώρο

αναζήτησης  των υπερπαραμέτρων.  Η  παραγόμενη μεταγενέστερη  πιθανότητα δίνει  πληροφορίες  για  την  πιθανή

βέλτιστη θέση της  συνάρτησης.  Μετά τη  δημιουργία  του  πιθανοτικού  μοντέλου,  ο  αλγόριθμος  χρησιμοποιεί  μια

συνάρτηση απόκτησης και αναζητά στο χώρο μια συμβιβαστική λύση μεταξύ εξερεύνησης και εκμετάλλευσης.

Η εκμετάλλευση καθοδηγεί την αναζήτηση σε κοντινά σημεία όπου πιθανόν να αυξηθεί η απόδοση, ενώ η εξερεύνηση

αναζητά μια διαφορετική περιοχή του χώρου αναζήτησης όπου υπάρχει ένα άλλο τοπικό (ή ακόμη και το γενικό)

ελάχιστο. Η επιλογή της συνάρτησης απόκτησης είναι κρίσιμη για την απόδοση του αλγορίθμου. 

Ο βελτιστοποιητής Bayesian παρέχει αρκετά πλεονεκτήματα όταν εφαρμόζεται στη βελτιστοποίηση υπερπαραμέτρων.

Για  λόγους  άνεσης,  ορισμένα  από  αυτά  είναι  οι  εξής:  (α)  ενσωματώνει  προηγούμενες  γνώσεις  σχετικά  με  τις

υπερπαραμέτρους για να βοηθήσει την αναζήτηση, όπως π.χ. τομεακές γνώσεις ή τα αποτελέσματα προηγούμενων

εκτελέσεων, (β) μπορεί να χειριστεί περιορισμούς που επιβάλλονται στις υπερπαραμέτρους, όπως οι περιορισμοί στις

τιμές  τους,  κλπ.,  (γ)  εκμεταλλευόμενος  το  πλεονέκτημα  του  πιθανοτικού  μοντέλου,  παρέχει  αποτελεσματική

εξερεύνηση  του  χώρου  αναζήτησης,  και  (δ)  μπορεί  να  αντιμετωπίσει  αποτελεσματικά  θορυβώδεις  ή  δαπανηρές

αξιολογήσεις χρησιμοποιώντας τα γκαουσιανά διαδικαστικά μοντέλα για να μοντελοποιήσει την αβεβαιότητα που

υπάρχει στις αξιολογήσεις.

Έτσι,  η  προτεινόμενη διαδικασία χρησιμοποιεί  τη  μέθοδο βελτιστοποίησης  Bayesian για  την βελτιστοποίηση της

συνάρτησης  ενεργοποιησης  που  αναφέρεται  στην  εξίσωση  (13).  Για  την  εκτέλεση  αυτής  της  εργασίας,

χρησιμοποιείται  το  βελτιστοποιητή  Bayesian optimization tuner από  το  Keras API.  Οι  βασικές  παράμετροι  του

βελτιστοποιητή  φαίνονται  στο  Σχήμα  5.  Οι  τιμές  των  παραμέτρων  που  χρησιμοποιούνται  στο  παρόν  άρθρο

αναφέρονται στην ενότητα 4.

3.6 Πειραματικές προσομοιώσεις 

Αυτή  η  ενότητα  παρουσιάζει  τα  αποτελέσματα  των  προσομοιώσεων  που  εκτελέστηκαν  από  την  προτεινόμενο

AutoML αλυσίδα. Συνολικά, χρησιμοποιήθηκαν δέκα σύνολα δεδομένων (dataset) από τη βάση δεδομένων Kaggle

ML χρησιμοποιώντας το Kaggle API για την εκτέλεση των πειραμάτων,  οι  ιδιότητες των οποίων φαίνονται  στον

Πίνακα 2.
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Πίνακας 2: Χαρακτηριστικά των δεδομένων

Όπως παρατηρούμε και στον πίνακα, τα μικρά σύνολα δεδομένων χρησιμοποιήθηκαν απαιτούν λιγότερο υπολογιστικό

χρόνο για την εκτέλεση της  κάθε προσομοίωσης. Για να γίνει  αυτό,  χρησιμοποιήθηκε ένας επιπλέον περιορισμός

μεγέθους  10  Mb  στη  συνάρτηση  kaggle.api.dataset_list  που  ήταν  υπεύθυνη  για  την  αναζήτηση  ενός  συνόλου

δεδομένων με ένα συγκεκριμένο προκαθορισμένο κριτήριο.  Αυτό  το κριτήριο επιλογής  ήταν να βρεθουν σύνολα

δεδομένων που περιλαμβάνουν λιγότερα από 4000 δείγματα. Όπως φαίνεται στον Πίνακα 2, εννέα στα δέκα σύνολα

δεδομένων πληρούν το  παραπάνω κριτήριο,  εκτός  από το  σύνολο δεδομένων «Surgical»,  το  οποίο περιλαμβάνει

σημαντικά μεγαλύτερο αριθμό περιπτώσεων. Ο λόγος πίσω από αυτήν την επιλογή ήταν η ανάγκη να δοκιμαστεί και

να συγκριθεί τουλάχιστον ένα πολύ μεγαλύτερο σύνολο δεδομένων όσον αφορά τον υπολογιστικό χρόνο. Μια άλλη

ενδιαφέρουσα περίπτωση είναι το σύνολο δεδομένων «Brain Tumor», το οποίο αν και περιέχει πολύ μικρό αριθμό

δειγμάτων περιπτώσεων, ο αριθμός των μεταβλητών εισόδων του είναι πολύ μεγάλος. Και πάλι, ο στόχος ήταν να

ελεγχθεί εάν υπάρχει σημαντικός αντίκτυπος του αριθμού των χαρακτηριστικών εισόδων στον υπολογιστικό χρόνο

που χρειάζεται ο αγωγός για την εκτέλεση των προσομοιώσεων. Σε αυτό το σημείο, τονίζεται έντονα ότι  όλα τα

σύνολα δεδομένων αφορούν εργασίες δυαδικής ταξινόμησης.

Ο Πίνακας 3 απεικονίζει τις πιθανές τιμές που μπορούν να πάρουν οι υπερπαράμετροι (domain of values). Όλοι οι

πιθανοί  συνδυασμοί  μεταξύ  των  υπερπαραμέτρων  που  αναφέρονται  σε  αυτόν  τον  πίνακα  ορίζουν  τον  χώρο

αναζήτησης υπερπαραμέτρων. Επιπλέον, όπως φαίνεται στον Πίνακα 3, οι συναρτήσεις πολυωνυμικής ενεργοποίησης

λήφθηκαν ως πολυώνυμα Hermite δεύτερης τάξης που συμβολίζονται ως Η2.

Πίνακας 3: Τιμές υπερπαραμέτρων

Ας  σημειωθεί,  ότι  ο  Πίνακας  3  αναφέρει  ότι  τρεις  από  τους  τέσσερις  τύπους  υπερπαραμέτρων  χρησιμοποιούν

διακριτές τιμές συνόλου ως τομείς τους. Επομένως, ο χώρος αναζήτησης υπερπαραμέτρων είναι ένας υβριδικός χώρος,

που  συνδυάζει  πραγματικούς  και  διακριτούς  τομείς  (domain).  Σημειώνεται  ιδιαίτερα  ότι  για  την  τελευταία

υπερπαράμετρο  στον  Πίνακα  3,  χρησιμοποιήθηκαν  τρεις  τύποι  συνάρτησης  ενεργοποίησης.  Η  υλοποίηση  της

βελτιστοποίησης  βάσει  αλγορίθμου  Bayesian  πραγματοποιήθηκε  με  βάση  τον  παραπάνω  χώρο  αναζήτησης

υπερπαραμέτρων. Για λόγους υπολογιστικής πολυπλοκότητας, επιλέχθηκε ένα ανώτατο όριο 100 που σημαίνει ότι για
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κάθε σύνολο δεδομένων, εκπαιδεύτηκαν και αξιολογήθηκαν το πολύ 100 μοντέλα και τα αποτελέσματα επικύρωσης

τροφοδοτήθηκαν στον βελτιστοποίητη Bayesian. Επιπλέον, χρησιμοποιήθηκε τυχαίος σπόρος (random seed) για την

ενίσχυση της στοχαστικής συμπεριφοράς του βελτιστοποιητή κατά τη διάρκεια διαφορετικών εκτελέσεων. Ο Πίνακας

4 παρουσιάζει τις τιμές για παραμετρικά ορίσματα του δέκτη βελτιστοποίησης Keras Bayesian, οι οποίες ορίστηκαν

στο Σχ. 5.

Argument  Value 
max_trials 100 

num_initial_points 2 
alpha 0.001 
beta 2.6 
seed random.seed() 

 

Πίνακας 4: Τιμές των υπερπαραμέτρων βελτιστοποίησης

Όπως αναφέρθηκε και προηγουμένως, η loss function για τον αλγόριθμο βελτιστοποίησης Bayes ήταν η ακρίβεια

επικύρωσης (validation accuracy) ως προς τον αριθμό των σωστών ταξινομημένων περιπτώσεων. Η αντικειμενική

συνάρτηση  (objective  function)  για  τη  διαδικασία  εκπαίδευσης  κάθε  μοντέλου  ήταν  η  cross-entropy,  η  οποία

ελαχιστοποιήθηκε  με  τη  χρήση του  βελτιστοποιητή  (optimizer)  Adam..  Για  τη  διεξαγωγή  των πειραμάτων,  κάθε

σύνολο  δεδομένων  χωρίστηκε  τυχαία  σε  ένα  σετ  εκπαίδευσης  (train  data)  που  περιείχε  το  60%  των  αρχικών

δεδομένων και σε ένα σύνολο δοκιμών (test data) που περιείχε το υπόλοιπο 40% των αρχικών δεδομένων. Όλες οι

ακρίβειες επικύρωσης των μοντέλων αναφέρονται στις αξιολογήσεις των μοντέλων στα δεδομένα δοκιμών. Το κύριο

ερευνητικό  πρόβλημα  ήταν  να  ελεγχθεί  εάν  η  χρήση  συναρτήσεων  ενεργοποίησης  πολυωνύμου  δεύτερης  τάξης

Hermite βελτιώνει την ακρίβεια του δικτύου MLP σε εργασίες δυαδικής ταξινόμησης. Ωστόσο, είναι σημαντικό να

αναφέρουμε ότι η αξιολόγηση του πολυωνυμικού νευρωνικού δικτύου δεν είναι ο πυρήνας της εργασίας αλλά μόνο η

εφαρμογή μέσω της οποίας δοκιμάζεται και αξιολογείται η λειτουργικότητα της προτεινόμενης αυτοματοποιημένης

αλυσίδας.

Για τη διερεύνηση του παραπάνω προβλήματος, διεξήχθησαν δύο είδη πειραματικών περιπτώσεων.

Η πρώτη πειραματική περίπτωση αφορούσε την παρακολούθηση των εκπαιδευμένων μοντέλων και την επιλογή των

καλύτερων τριών μοντέλων νευρωνικών δικτύων MLP (NN) και συγκεκριμένα, NN_1, NN_2 και NN_3. Η επιλογή

βασίστηκε στις τρεις καλύτερες επιδόσεις ακρίβειας εγκυρότητας στα δεδομένα δοκιμών. Τα αποτελέσματα προήλθαν

από ολόκληρη τη διαδικασία εκπαίδευσης/δοκιμής μηχανικής μάθησης και καταγράφηκαν αυτοματοποιημένα από την

πλατφόρμα Neptune AI χρησιμοποιώντας  λειτουργίες επανάκλησης (callback functions)  εντός του αρχείου runner

python. Οι Πίνακες 5, 6 και 7 και τα Σχήματα 6 και 7 απεικονίζουν τα πειραματικά αποτελέσματα που ελήφθησαν από

την πρώτη πειραματική περίπτωση.
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Data set NN_1 NN_2 NN_3 Total hyper-tuning 
time (in minutes) 

Diabetes 

Learning rate: 0.01 
Number of layers: 5 
Layer1: ReLU - 5 nodes 
Layer2: Tanh - 15 nodes  
Layer3: Hermite-30 nodes 
Layer4: ReLU - 5 nodes 
Layer5: ReLU - 5 nodes 
Accuracy: 0.6938 
 

Learning rate: 0.01 
Number of layers: 5 
Layer1: ReLU-15 nodes 
Layer2: ReLU-30 nodes 
Layer3: Hermite-5 nodes 
Layer4: Tanh-30 nodes 
Layer5: Hermite-30 nodes 
Accuracy: 0.7003 

Learning rate: 0.01 
Number of layers: 5 
Layer1: ReLU-15 nodes 
Layer2: ReLU-30 nodes 
Layer3: Hermite-5 nodes 
Layer4: Tanh-30 nodes 
Layer5: Hermite -30 nodes 
Accuracy: 0.7166 
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Anemia 

Learning rate: 0.01 
Number of layers: 5  
Layer1: ReLU-30 nodes 
Layer2: Hermite-25 nodes 
Layer3: ReLU-25 nodes 
Layer4: ReLU-5 nodes 
Layer5: ReLU-20 nodes 
Accuracy: 0.9735  

Learning rate: 0.01 
Number of layers: 5  
Layer1: ReLU-30 nodes 
Layer2: Hermite-20 nodes 
Layer3: ReLU-20 nodes 
Layer4: ReLU-5 nodes 
Layer5: Tanh-5 nodes  
Accuracy: 0.9647 

Learning rate: 0.01 
Number of layers: 5 
Layer1: ReLU-30 nodes 
Layer2: Hermite-25 nodes 
Layer3: ReLU-30 nodes 
Layer4: ReLU-5 nodes 
Layer5: Hermite-5 nodes 
Accuracy: 0.9612 

47.59 

 

Πίνακας  5: Πειραματικά  αποτελέσματα  της  βελτιστοποίησης  υπερπαραμέτρων  με  αντικειμενική  συνάρτηση  την

ακρίβεια  εγκυρότητας  (  validity  accuracy)  για  τις  καλύτερες  3  νευρωνικές  δομές  ΝΝ1,  ΝΝ2,  ΝΝ3 καθώς και  ο

συνολικός χρόνος υπερσυντονισμού ( hypertuning)

Data set NN_1 NN_2 NN_3
Total hyper-tuning

time (in minutes)

Surgical

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-30 nodes

Layer2: Hermite-5 nodes

Layer3: ReLU-10 nodes

Layer4: ReLU-20 nodes

Layer5: Tanh-30 nodes

Accuracy: 0.7982

learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-30 nodes

Layer2: Hermite-20 nodes

Layer3: ReLU-15 nodes

Layer4: ReLU-30 nodes

Layer5: Hermite-5 nodes

Accuracy: 0.7931

learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-30 nodes

Layer2: Hermite-5 nodes

Layer3: ReLU-10 nodes

Layer4: ReLU-25 nodes

Layer5: ReLU-25 nodes

Accuracy: 0.7948

237.42

Heart Attack

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-30 nodes

Layer2: ReLU-30 nodes

Layer3: Hermite-5 nodes

Layer4: Hermite-30 nodes

Layer5: Tanh-5 nodes

Accuracy: 0.7685

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-30 nodes

Layer2: ReLU-30 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite/30 nodes

Accuracy: 0.8264

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-30 nodes

Layer2: ReLU-30 nodes

Layer3: ReLU- 30 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite-30 nodes

Accuracy: 0.8264

29.57

Room Occupancy Learning rate: 0.0001

Number of layers: 5 

Layer1:  Hermite-  30

Learning rate: 0.0001

Number of layers: 5 

Learning rate: 0.0001

Number of layers: 5 

51.96
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nodes

Layer2: ReLU-10 nodes

Layer3: Hermite-20 nodes

Layer4: ReLU-5 nodes

Layer5: Tanh-5 nodes

Accuracy: 0.9762

Layer1: Hermite-5 nodes

Layer2: ReLU-30 nodes

Layer3: Hermite-30 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite-5 nodes

Accuracy: 0.9762

Layer1: ReLU-30 nodes

Layer2: ReLU-10 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: ReLU-5 nodes

Accuracy: 0.9762

Blood

Transfusion

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-5 nodes

Layer2: Hermite-30 nodes

Layer3: ReLU-30 nodes

Layer4: Hermite-30 nodes

Layer5: Hermite-30 nodes

Accuracy: 0.7224

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-5 nodes

Layer2: Hermite-5 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite-5 nodes

Accuracy: 0.7425

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU-30 nodes

Layer2: Hermite-5 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite-5 nodes

Accuracy: 0.7492

35.75

Banknote

Authentication

Learning rate: 0.0001

Number of layers: 4

Layer1: Tanh-20 nodes

Layer2: Tanh-20 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-15 nodes

Accuracy: 0.9963

Learning rate: 0.01

Number of layers: 5 

Layer1: Tanh-30 nodes

Layer2: ReLU-15 nodes

Layer3: ReLU- 30 nodes

Layer4: ReLU-30 nodes

Layer5: ReLU-15 nodes

Accuracy: 0.9981

Learning rate: 0.01

Number of layers: 5 

Layer1: Hermitte-30 nodes

Layer2: Tanh-20 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-30 nodes

Layer5: ReLU-30 nodes

Accuracy: 0.9945

56.13

Ionosphere

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-20 nodes

Layer2: Tanh-30 nodes

Layer3: Tanh-5 nodes

Layer4: ReLU-5 nodes

Layer5: ReLU-15 nodes

Accuracy: 0.9426

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-10 nodes

Layer2: ReLU-30 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: ReLU-20 nodes

Accuracy: 0.8929

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU-5 nodes

Layer2: ReLU-15 nodes

Layer3: ReLU-15 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite-5 nodes

Accuracy: 0.9143

34.76

Πίνακας  6: Πειραματικά  αποτελέσματα  της  βελτιστοποίησης  υπερπαραμέτρων  με  αντικειμενική  συνάρτηση  την

ακρίβεια  εγκυρότητας  (  validity  accuracy)  για  τις  καλύτερες  3  νευρωνικές  δομές  ΝΝ1,  ΝΝ2,  ΝΝ3 καθώς και  ο

συνολικός χρόνος υπερσυντονισμού ( hypertuning)
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Πίνακας  7:  Πειραματικά  αποτελέσματα  της  βελτιστοποίησης  υπερπαραμέτρων  με  αντικειμενική  συνάρτηση  την

ακρίβεια  εγκυρότητας  (  validity  accuracy)  για  τις  καλύτερες  3  νευρωνικές  δομές  ΝΝ1,  ΝΝ2,  ΝΝ3 καθώς και  ο

συνολικός χρόνος υπερσυντονισμού ( hypertuning)

Data set NN_1 NN_2 NN_3
Total hyper-tuning

time (in minutes)

Brain Tumor

Learning rate: 0.01

Number of layers: 5

Layer1: Hermite-5 nodes

Layer2: Hermite-30 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: ReLU-5 nodes

Accuracy: 0.7857

Learning rate: 0.01

Number  of  layers:  5

Layer1: Hermite-5 nodes

Layer2: Hermite-30 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: Hermite-25 nodes

Accuracy: 0.9286

Learning rate: 0.01

Number of layers: 5 

Layer1: Hermite-30 nodes

Layer2: Hermit -30 nodes

Layer3: ReLU-30 nodes

Layer4: ReLU-5 nodes

Layer5: ReLU-25 nodes

Accuracy: 0.9286

34.96

Phishing Website

Learning rate: 0.01

Number  of  layers:  5

Layer1: ReLU-30 nodes

Layer2: ReLU-30 nodes

Layer3: ReLU-25 nodes

Layer4: Tanh-5 nodes

Layer5: Tanh-5 nodes

Accuracy: 0.4233

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU-25 nodes

Layer2: ReLU-30 nodes

Layer3: ReLU-20 nodes

Layer4: Tanh-5 nodes

Layer5: ReLU-5 nodes

Accuracy: 0.4344

Learning rate: 0.01

Number of layers: 5 

Layer1: ReLU-25 nodes

Layer2: Tanh-30 nodes

Layer3: ReLU-25 nodes

Layer4: Tanh-5 nodes

Layer5: Tanh-5 nodes

Accuracy: 0.4370

49.50

Σχήμα 6:  Πειραματικά αποτελέσματα.
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Blood Transfusion

Banknote Authentication Ionosphere

Room Occupancy

Phishing WebsiteBrain Tumor

Σχήμα 7:  Πειραματικά αποτελέσματα.

Με βάση τους  Πίνακες  5,  6  και  7,  τα  αποτελέσματα  του συνολικού  χρόνου  υπερ-συντονισμού  (hypertunin)  που

προέκυψαν υποδηλώνουν ότι  η υλοποίηση του προτεινόμενου αγωγού  AutoML αποτελει  μια γρήγορη διαδικασία

εκτέλεσης, δεδομένου του μεγάλου αριθμού μοντέλων (όπως ορίζεται από την παράμετρο max_trials στον Πίνακα 4)

που δημιουργήθηκαν και αξιολογήθηκαν. 

Τρεις επιπλέον σημαντικές παρατηρήσεις είναι οι εξής: 

(α) εκτός από λίγες περιπτώσεις, τα καλύτερα μοντέλα προέκυψαν όταν ο ρυθμός εκμάθησης είναι ίσος με 0,01, (β)

εκτός από το NN_1 στο σύνολο δεδομένων ελέγχου ταυτότητας τραπεζογραμματίων, όλα τα μοντέλα χρησιμοποιούν 5

κρυφά νευρωνικά επίπεδα συνολικά , 

(γ)  όσον αφορά τον  συνολικό  χρόνο που  απαιτείται  για  την  εκτέλεση  της  βελτιστοποίησης  υπερπαραμέτρων,  το

σύνολο δεδομένων "Surgical" έλαβε τον μεγαλύτερο χρόνο εκτέλεσης (όπως ήταν αρχικά αναμενόμενο), ενώ για το

σύνολο δεδομένων "Brain Tumor" ο χρόνος είναι διατηρούνται εντός των επιπέδων που εμφανίζονται στα υπόλοιπα

σύνολα δεδομένων (κυρίως επειδή ο αριθμός των περιπτώσεων είναι πολύ μικρός).
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Σημειώνεται ότι δημιουργήθηκαν 30 μοντέλα νευρωνικών δικτύων MLP, όπου 8 δεν έχουν πολυωνυμικά στρώματα

Hermite, 10 έχουν 1, 10 έχουν 2 και 2 έχουν 3 πολυωνυμικά στρώματα Hermite. Έτσι το 73,3% των παραγόμενων

καλύτερων μοντέλων έχουν πολυωνυμικά στρώματα Hermite. Αυτό το γεγονός δείχνει άμεσα ότι η συμπεριφορά του

MLP αυξάνεται με τη χρήση τέτοιων τύπων στρωμάτων.

Τέλος,  η  συγκριτική  συμπεριφορά  των τριών καλύτερων  μοντέλων  που  απεικονίζονται  στα  Σχήματα  (6)  και  (7)

υποστηρίζει  άμεσα  τα  αποτελέσματα  που  απεικονίζονται  στους  παραπάνω  πίνακες  όσον  αφορά  την  ακρίβεια

επικύρωσης (validation accuracy).

Η δεύτερη πειραματική περίπτωση συγκρίνει το καλύτερο μοντέλο που λήφθηκε με την εκτέλεση της βελτιστοποίησης

υπερπαραμέτρων στον χώρο αναζήτησης που δίνεται στον Πίνακα 3, με το καλύτερο μοντέλο που ελήφθη με τη χρήση

του υπερχώρου, όπου το πεδίο τιμών για την υπερπαράμετρο "τύπος συνάρτησης ενεργοποίησης" είναι: { "ReLU",

"Tanh"}  (δηλαδή,  η  συνάρτηση  πολυωνυμικής  ενεργοποίησης  δεύτερης  τάξης  εξαιρείται).  Ο  πρώτος  υπερχώρος

ονομάζεται «Υπερχώρος Α», ενώ ο δεύτερος «Υπερχώρος Β». Έτσι, το καλύτερο νευρωνικό δίκτυο που εκπαιδεύεται

στον Υπερχώρο Α περιλαμβάνει στρώματα με πολυωνυμικές ενεργοποιήσεις Hermite και συμβολίζεται ως NN_1, ενώ

το καλύτερο μοντέλο που εκπαιδεύεται στον Υπερχώρο Β δεν περιέχει πολυωνυμικά στρώματα.

Ο σκοπός του πειράματος αυτού είναι η αξιολόγηση την απαιτούμενης υπολογιστικής ενέργειας για την παραγωγή

μοντέλων με απόδοση συγκρίσιμη με την απόδοση των καλύτερων μοντέλων σε σχέση με τον υπερχώρο που δεν

περιέχει πολυώνυμο στη δομή του.

Για τη διεξαγωγή του πειράματος χρησιμοποιήθηκαν 5 δεδομένα, Diabetes, Anemia, Room Occupancy, Banknote

Authentication και  Ionosphere.  Οι  πίνακες  8  και  9  και  τα  σχήματα  8  και  9  απεικονίζουν  τα  αποτελέσματα  του

τρέχοντος

πειράματος.

.

Πίνακας  8:

Πειραματικά

αποτελέσματα

της
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Data set
NN_1

 (use of Hyperspace A)

NN_2

(use of Hyperspace B)

Mean hyper-tuning

time (in minutes)

Diabetes

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU – 15 nodes

Layer2: ReLU – 20 nodes

Layer3: ReLu – 30 nodes

Layer4: Hermite – 5 nodes

Layer5: ReLU – 30 nodes

Accuracy: 0.7361

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU – 15 nodes

Layer2: ReLU – 20 nodes

Layer3: ReLu – 30 nodes

Layer4: ReLu – 30 nodes

Layer5: ReLu – 30 nodes

Accuracy: 0.7427

42,57

Anemia

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU – 10 nodes

Layer2: ReLU – 30 nodes

Layer3: Hermite – 5 nodes

Layer4: ReLU – 10 nodes

Layer5: ReLU – 30 nodes

Accuracy: 0.9665

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU – 5 nodes

Layer2: ReLU – 5 nodes

Layer3: ReLU – 15 nodes

Layer4: ReLU – 5 nodes

Layer5: ReLU – 10 nodes

Accuracy: 0.9595

56.08

Room Occupancy

Learning rate: 0.0001

Number of layers: 5

Layer1: Hermite – 5 nodes

Layer2: ReLU – 30 nodes

Layer3: ReLU – 5 nodes

Layer4: ReLU – 30 nodes

Layer5: ReLU – 5 nodes

Accuracy: 0.9675

Learning rate: 0.0001

Number of layers: 5

Layer1: ReLU – 5 nodes

Layer2: ReLU – 25 nodes

Layer3: ReLU – 30 nodes

Layer4: ReLU – 30 nodes

Layer5: ReLU – 5 nodes

Accuracy: 0.9525

73,85



βελτιστοποίησης υπερπαραμέτρων με αντικειμενική συνάρτηση την ακρίβεια εγκυρότητας ( validity accuracy) για δυο

νευρωνικές δομες ΝΝ1 ΝΝ2,  καθώς και ο συνολικός χρόνος υπερσυντονισμού ( hypertuning)

Πίνακας 9:  Πειραματικά αποτελέσματα της  βελτιστοποίησης υπερπαραμέτρων με αντικειμενική συνάρτηση την

ακρίβεια εγκυρότητας ( validity accuracy) για δυο νευρωνικές δομες ΝΝ1 ΝΝ2,  καθώς και ο συνολικός  χρόνος

υπερσυντονισμού ( hypertuning)
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Data set
NN_1

 (use of Hyperspace A)

NN_2

(use of Hyperspace B)

Mean hyper-tuning

time (in minutes)

Banknote

Authentication

Learning rate: 0.0001

Number of layers: 3

Layer1: ReLU – 20 nodes

Layer2: Hermite – 10 nodes

Layer3: Tanh – 5 nodes

Accuracy: 0.9982

Learning rate: 0.01

Number of layers: 3

Layer1: ReLU – 20 nodes

Layer2: ReLU – 10 nodes

Layer3: Tanh – 5 nodes

Accuracy: 0.9944

58,48

Ionosphere

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU - 30

Layer2: ReLU - 30

Layer3: Hermite - 5

Layer4: ReLU - 5

Layer5: ReLU – 20

Accuracy: 0.9214

Learning rate: 0.01

Number of layers: 5

Layer1: ReLU – 30 nodes

Layer2: ReLU – 30 nodes

Layer3: Tanh – 5 nodes

Layer4: ReLU – 5 nodes

Layer5: ReLU – 20 nodes

Accuracy: 0.9071

38,96



AnemiaDiabetes

Room Occupancy

Σχήμα 8: Πειραματικά αποτελέσματα.

Banknote Authentication Ionosphere

Σχήμα 9:  Πειραματικά αποτελέσματα.

Η  τελευταία  στήλη  στους  Πίνακες  8  και  9  είναι  ο  μέσος  χρόνος  για  την  εκτέλεση  της  βελτιστοποίησης

υπερπαραμέτρων στο Hyperspace A και το Hyperspace B.

Με βάση τους Πίνακες 8 και 9 αξίζει να σημειωθούν 

(α) Ο μέσος χρόνος εκτέλεσης, που παρουσιάζεται στις τελευταίες στήλες αυτών των πινάκων, είναι μικρός δεδομένου

του μεγάλου αριθμού μοντέλων που δημιουργούνται και δοκιμάζονται από τον αγωγό (όπως υποδεικνύεται από το

παράμετρος max_trials στον Πίνακα 4). 
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(β) σε τέσσερα από τα πέντε σύνολα δεδομένα τα μοντέλα με συναρτήσεις πολυωνυμικής ενεργοποίησης  Hermite

φαίνεται να έχει καλύτερη ταξινόμηση απόδοσης όσον αφορά την ακρίβεια εγκυρότητας. 

(γ) όπως και στο πρώτο πείραμα, στις περισσότερες περιπτώσεις η παράμετρος learning rate είναι ίση με 0,01. 

(δ)  στο  σύνολο  δεδομένων  Banknote Authentication και  τα  δύο  μοντέλα  περιλαμβάνουν  τον  μικρότερο  αριθμό

επιπέδων (δηλαδή, 3 επίπεδα).

Για το  σκοπό αυτό,  οι  συμπεριφορές  των μοντέλων που απεικονίζονται  στα Σχήματα 8 και  9  υποστηρίζουν  την

υπεροχή των μοντέλων που περιλαμβάνουν επίπεδα με συναρτήσεις ενεργοποίησης πολυωνύμων Hermite.

Με βάση τα αποτελέσματα που προέκυψαν από τις δύο πειραματικές περιπτώσεις, είναι ασφαλές να συμπεράνουμε ότι

η προτεινόμενη  AutoML αλυσίδα,   δημιούργησε και  επικύρωσε έναν πολύ μεγάλο αριθμό μοντέλων νευρωνικών

δικτύων σε  σχετικά μικρό χρόνο εκτέλεσης. Σε αυτό το σημείο, πρέπει να τονιστεί ότι η πιο “βαριά” υπολογιστική

εργασία ήταν η βελτιστοποίηση υπερπαραμέτρων. Όσον αφορά το ερευνητικό ερώτημα που χρησιμοποιήθηκε για τη

διερεύνηση της απόδοσης του αγωγού, αποδείχθηκε ότι η χρήση πολυωνυμικών στρωμάτων Hermite είναι σε θέση να

αυξήσει την απόδοση ενός τυπικού δικτύου MLP.

3.7 Συμπεράσματα

Συμπερασματικά,  σε  αυτήν  την  διπλωματική  εργασία,  προτείνουμε  έναν  αγωγό  αυτοματοποιημένης  μηχανικής

εκμάθησης (AutoML pipeline) για τον χειρισμό των βημάτων κατασκευής και αξιολόγησης ενός μοντέλου ML.

Χρησιμοποιώντας αυτήν την πρακτική, η όλη διαδικασία ήταν ταχύτερη, εύκολα επαναλήψιμη για διάφορα σύνολα

δεδομένων και ταυτόχρονα, δόθηκε η ευκαιρία για μια σύγχρονη και αποτελεσματική συνεργασία μεταξύ των μελών

της ομάδας μας μέσω των τεχνολογιών Git και Jenkins.  Αποτελέιται από αυτοματοποιημένα βήματα όπως git pull τον

πηγαίο κώδικα, αυτόματη ενεργοποίηση της εργασίας Jenkins (Jenkins job), λήψη και προεπεξεργασία του συνόλου

δεδομένων,  hypertuning,  δοκιμή/αξιολόγηση  μοντέλου.  Τεχνολογίες  όπως  οι  Git,  Jenkins και  Docker,  οι  οποίες

χρησιμοποιούνται ευρέως μέχρι τώρα στη διαδικασία λογισμικού CI/CD, έχουν χρησιμοποιηθεί για την εκτέλεση των

προαναφερθέντων βημάτων. Αξιοποιήσαμε την αξία αυτού του αυτοματοποιημένου αγωγού ML για να δοκιμάσουμε

κυρίως τις  πολυωνυμικές δομές νευρωνικών δικτύων  Hermite που προτείνονται  από τον [34].   Τα αποτελέσματα

εμφανίζονται στους Πίνακες 5-9. 

Τα πολυώνυμα δεύτερης τάξης  προτείνονται  ως υποψήφιες συναρτήσεις  ενεργοποίησης και  σε συνδυασμό με τις

ευρέως χρησιμοποιούμενες ReLU και Tanh μπορούν να ενισχύσουν τη συνολική απόδοση του νευρωνικού δικτύου. 

Εκτεταμένη  πρόσθετη  εργασία  μπορεί  να  αναληφθεί  στην  προαναφερθείσα  μελέτη,  συμπεριλαμβανομένης  της

επέκτασης  του  χώρου  υπερπαραμέτρων,  του  συνολικού  αριθμού  δοκιμών  σεναρίων,  της  επιλογής  εναλλακτικών

βιβλιοθηκών  hypertuning,  της  επιλογής  μιας  τεχνικής  υπερσυντονισμού εκτός  από τη  βελτιστοποίηση  Bayes,  της

επιλογής διαφορετικών βιβλιοθηκών υπερσυντονισμού πέρα από το keras-tuner και τέλος μια στατιστική ανάλυση στο

εσωτερικό του Bayesian υπερχώρου. 

Συνολικά,  οι  πρακτικές  MLOps πρόκειται  να  αντικαταστήσουν τα  προηγούμενα βήματα ανάπτυξης,  δοκιμής  και

ανάπτυξης του έως τώρα μη αυτοματοποιημένου τρόπου, εμπνευσμένα από τις ήδη εφαρμοσμένες πρακτικές DevOps

στον κύκλο ανάπτυξης λογισμικού, καθώς αυτό το σύνολο πρακτικών και εργαλείων βοηθά τους οργανισμούς να

διαχειρίζονται  αποτελεσματικά  τον  κύκλο  ζωής  των  σύγχρονο  μοντέλων  μηχανικής  μάθησης  ,  προωθώντας  την

αυτοματοποίηση, τη συνεργασία, την αναπαραγωγιμότητα, την επεκτασιμότητα και την ιχνηλασιμότητα. Επιτρέπει

την καλύτερη κατανόηση της απόδοσης του μοντέλου και του τρόπου κατασκευής του.
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