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Περίληψη

Η επιλογή χαρακτηριστικών παίζει σημαντικό ρόλο για το αποτέλεσμα οποιασδήποτε εργασίας
ταξινόμησης ή παλινδρόμησης. Η χρήση εξελικτικών αλγορίθμων υπολογισμού στην επιλογή
χαρακτηριστικών, έχει οδηγήσει στην κατασκευή αποτελεσματικών διακριτών αλγορίθμων βελ­
τιστοποίησης. Σε αυτή τη εργασία, χρησιμοποιείται ένας τροποποιημένος αλγόριθμος βελτιστο­
ποίησης με αναδρομική αναζήτηση για την εκτέλεση επιλογής χαρακτηριστικών με τη μέθοδο
περιτυλίγματος, όπου υιοθετούνται δύο τροποποιήσεις του τυπικού αλγόριθμου. Η πρώτη επι­
κεντρώνεται στη χρήση ενός τελεστή κατάταξης σωματιδίων του τρέχοντα πληθυσμού. Η δεύ­
τερη συνίσταται στην αφαίρεση της χρήσης ενός μόνο σωματιδίου στη διαδικασία της μετάλ­
λαξης. Στη συνέχεια, η εφαρμογή του παραπάνω αλγορίθμου για την επιλογή χαρακτηριστικών,
πραγματοποιείται εντός δύο γενικών πλαίσίων, τα οποία αρχικά αναπτύχθηκαν για την βελτιστο­
ποίηση με σμήνος σωματιδίων. Το πρώτο πλαίσιο βασίζεται στην δυαδική βελτιστοποίηση και
το δεύτερο στη βελτίστοποιηση που βασίζεται σε σύνολα. Η πειραματική ανάλυση δείχνει ότι οι
παραπάνω παραλλαγές του αλγορίθμου βελτιστοποίησης με αναδρομική αναζήτηση αποδίδουν
εξίσου καλά σε προβλήματα ταξινόμησης διαφόρων συνόλων δεδομένων.

Abstract

Feature selection carries significance in the outcome of any classification or regression task.
Exercising evolutionary computation algorithms in feature selection has led to the construction of
efficient discrete optimization algorithms. In this work, a modified backtracking search algorithm
is employed to performwrapper­based feature selection, where two modifications of the standard
backtracking search algorithm are adopted. The first one concentrates on utilizing a particle
ranking operator regarding the current population. The second one focuses on removing the
case of using a single particle on the mutation process. Then, the implementation of the above
algorithm in feature selection is carried out in terms of two general frameworks, which originally
were developed for the particle swarm optimization. The first framework is based on the binary
and the second on the set­based particle swarm optimization. The experimental analysis shows
that the above variants of the backtracking search algorithm perform equallywell on the classifica­
tion of several datasets.
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Κεφάλαιο 1

Εισαγωγή

Μία από τις πιο διαδεδομένες εφαρμογές της μηχανικής μάθησης είναι η ταξινόμηση δεδο­
μένων (data classification). Κατά την εργασία αυτή επιχειρείται, με βάση μια γνωστή ανάθεση
ενός σύνολου παρατηρήσεων σε κλάσεις (ή τάξεις), να αναγνωριστεί η κλάση στην οποία ανή­
κει μία νέα παρατήρηση. Στην ουσία οι αλγόριθμοι ταξινόμησης (ταξιμομητές) προσπαθούν να
ανακαλύψουν τη σχέση ενός συνόλου μεταβλητών με ένα σύνολο κλάσεων. Οι αλγόριθμοι αυτοί
λαμβάνουν στην είσοδό τους ένα σύνολο τιμών και, χρησιμοποιώντας ήδη γνωστές αναθέσεις
προηγουμένων συνόλων τιμών σε κλάσεις, το αναθέτουν σε κάποια κλάση. Οι μεταβλητές ει­
σόδου αποτελούν τα χαρακτηριστικά του προβλήματος (feature variables), ενώ η ζητούμενη
κλάση, τη μεταβλητή στόχο (target variable). Στην περίπτωση που οι μεταβλητές στόχοι δεν
παίρνουν διακριτές τιμές, αλλά συνεχείς, η ταξινόμηση δεδομένων ονομάζεται παλινδρόμηση.
Στην πράξη, μια μεγάλη ποικιλία προβλημάτων μπορεί να εκφραστεί ως συσχέτιση ενός συνόλων
χαρακτηριστικών μεταβλητών με κλάσεις, όπως η η επιλογή πελατών, ή διάγνωση ασθενειών,
η αναγνώριση ομιλίας και γραφής, η ανάλυση δεδομένων πολυμέσων, η ανάλυση βιλογικών δε­
δομένων, η κατηγοριοποίηση εγγράφων και η ανάλυση κοινωνικών δικτύων.

Οι αλγόριθμοι ταξινόμησης περιλαμβάνουν δύο στάδια, το στάδιο της εκμάθησης και το
στάδιο της δοκιμής. Κατά την εκμάθηση κατασκευάζεται το μοντέλο της ταξινόμησης, δηλαδή
υπολογίζεται μία συνάρτηση η οποία εκφράζει τις γνωστές αντιστοιχίες, ενώ κατά τη δοκιμή
πραγματοποιείται η αξιολόγηση του μοντέλου. Για ένα συγκεκριμένο σύνολο τιμών υπό εξέ­
ταση, η έξοδος ενός αλγορίθμου ταξινόμησης μπορεί να είναι, είτε μία διακριτή τιμή, είτε μία
βαθμολογία για κάθε κλάση. Στην πρώτη περίπτωση, ο ταξινομητής αναθέτει μία μοναδική επι­
σήμανση η οποία ταυτοποιεί τα δεδομένα εισόδου, ενώ στη δεύτερη επιστρέφει μία σειρά βαθμο­
λογιών οι οποίες συσχετίζουν το σύνολο εισόδου με κάθε κλάση. Το πλεονέκτημα της δεύτερης
μεθόδου είναι ότι οι βαθμολογίες περιλαμβάνουν την πρόσθετη πληροφορία του βαθμού στον
οποίο τα δεδομένου ανήκουν σε κάθε κλάση, επιτρέποντας την κατάταξή τους.

Μία συγγενής εφαρμογή της ταξινόμησης είναι η ομαδοποίηση ενός συνόλου παρατηρή­
σεων (data clustering). Δεδομένων κάποιων κριτηρίων ομοιότητας, κατά την ομαδοποίηση, τα
δεδομένα χωρίζονται σε ομάδες (ή κατηγορίες), έτσι ώστε να μέλη κάθε ομάδας να είναι όσο το
δυνατόν όμοια μεταξύ τους και ανόμοια με τα δεδομένα των άλλων ομάδων. Η κύρια διαφορά
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ανάμεσα στην ταξινόμηση και την ομαδοποίηση είναι ότι στη δεύτερη τα δεδομένα διαχωρί­
ζονται με γνώμονα τις ομοιότητες των χαρακτηριστικών μεταβλητών, ενώ στην ταξινόμηση ο
διαχωρισμός επιτυγχάνεται με βάση έναν πληθυσμό εκμάθησης. Κατά συνέπεια, η ομαδοποίηση
δεν διαθέτει κάποια κατανόηση της υποκείμενης δομής των ομάδων, ενώ η ταξινόμηση χρησι­
μοποιεί γνώση η οποία είναι κωδικοποιημένη στον πληθυσμό εκμάθησης στη μορφή της μετα­
βλητής στόχου. Ως αποτέλεσμα η ταξινόμηση αναφέρεται ως επιβλεπόμενη μάθηση (supervised
learning), ενώ η ομαδοποίηση ως ανεπίβλεπτη μάθηση (supervised learning).

Για την ταξινόμηση δεδομένων υπάρχει διαθέσιμη πληθώρα μεθόδων ([1], [2]). Μερικές
από τις πιο συνήθεις είναι οι πιθανολογικές μέθοδοι (probabilistic methods), τα δέντρα αποφά­
σεων (decision trees), μέθοδοι βασισμένες σε κανόνες (rule­based methods), μηχανές διανυσμά­
των υποστήριξης (support vector machines), μέθοδοι των στιγμών (instance based learning) και
τα νευρωνικά δίκτυα (neural networks).

Το πρώτο βήμα για μια πετυχημένη ταξινόμηση, είναι η εύρεση μιας ακριβούς έκφρασης
του προβλήματος. Με άλλα λόγια, πρέπει να καθοριστούν με σαφήνεια τα συγκεκριμένα χα­
ρακτηριστικά και οι κλάσεις, που θα χρησιμοποιηθούν για την ταξινόμηση. Στην πράξη, αυτά
αποτελούν ένα μόνο μέρος από τα διαθέσιμα ακατέργαστα δεδομένα, που βρίσκονται για παρά­
δειγμα σε τεράστιες βάσεις ή προέρχονται από συνεχή συλλογή. Σε αυτό τον σωρό δεδομένων, τα
χαρακτηριστικά και οι κλάσεις δεν είναι προφανή και πρέπει να αποκαλυφθούν. Γενικά, η διαδι­
κασία αυτή ονομάζεται Μηχανική Χαρακτηριστικών (Feature Engineering) [3] και περιλαμβά­
νει αλγορίθμους παραγωγής χαρακτηριστικών από ακατέργαστα δεδομένα (feature generation),
μετασχηματισμού υπαρχόντων χαρακτηριστικών (feature transformation), επιλογής των σημαν­
τικότερων χαρακτηριστικών (feature selection), ερμηνείας της συμπεριφοράς των χαρακτηριστι­
κών (feature understanding) και αξιολόγησης των χαρακτηριστικών (feature evaluation).

Η επιλογή χαρακτηριστικών είναι μία από τις πιο διαδεδομένες και μελετημένες μεθόδους
Μηχανικής Χαρακτηριστικών ([3], [4], [5]). Τα δεδομένα που αντλούνται από βάσεις, συνήθως,
περιέχουν στήλες οι οποίες δεν σχετίζονται με τους εξεταζόμενους στόχους. Η άκριτη χρήση
του συνόλου των δεδομένων ως χαρακτηριστικών, αυξάνει τη διάσταση του προβλήματος, γε­
γονός που επιδρά αρνητικά στην ποιότητα της ταξινόμησης. Καταρχήν, η συνεχής αύξηση στον
αριθμό των διαστάσεων του χώρου τον χαρακτηριστικών (feature space) έχει ως αποτέλεσμα
την εκθετική αύξηση του υπολογιστικού κόστους. Επιπρόσθετα, καθώς ο χώρος των χαρακτη­
ριστικών διογκώνεται, η διασπορά των διαθέσιμων σημείων δεδομένων γίνεται ολοένα και πιο
αραιή. Κατά συνέπεια ακόμα και κοντινά σημεία μπορεί να απομακρυνθούν από άσχετα δεδο­
μένα και να εμφανίζονται ως ασυσχέτιστα. Έτσι αυξάνεται η υπερπροσαρμογή του ταξινομητή
(overfitting) και μειώνεται δραματικά η ακρίβειά του. Επίσης, όσο περισσότερα χαρακτηριστικά
χρησιμοποιούνται για την ταξινόμηση, τόσο δυσκολότερη γίνεται η αποκωδικοποίηση της υπο­
κείμενης συσχέτισης των χρησιμοποιούμενων χαρακτηριστικών με τον ταξινομητή. Περιορίζον­
τας των αριθμό των χαρακτηριστικών σε μόνο αυτά που σχετίζονται αυστηρά με τις μεταβλητές
στόχους, επιτυγχάνεται βελτίωση της ερμηνευσιμότητας του μοντέλου. Τέλος, η συλλογή δε­
δομένων καθίσταται ευκολότερη και ποιοτικότερη όταν ο αριθμός των χαρακτηριστικών είναι
μικρός.

Με τη διαδικασία της επιλογής των χαρακτηριστικών επιχειρείται να αντιμετωπιστούν τα
παραπάνω προβλήματα, αναγνωρίζοντας χαρακτηριστικά τα οποία μπορούν να παραληφθούν
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χωρίς να επηρεάζεται αρνητικά το αποτέλεσμα της ταξινόμησης. Η επιλογή χαρακτηριστικών
συνδέεται στενά με την εξαγωγή χαρακτηριστικών (feature extraction). Η κύρια διαφορά τους
είναι ότι ενώ κατά την επιλογή διατηρείται η φυσική σημασία των επιλεγμένων χαρακτηριστι­
κών, κατά την εξαγωγή η μείωση των διαστάσεων προέρχεται από την αντιστοίχιση του φυσι­
κού χώρου των χαρακτηριστικών σε ένα νέο μαθηματικό χώρο. Κατά συνέπεια, τα εξαγώμενα
χαρακτηριστικά χάνουν το φυσικό τους νόημα, γεγονός το οποίο δυσχεραίνει την προσθήκη και
ανάλυση νέων χαρακτηριστικών. Επομένως, από την άποψη της αναγνωσιμότητας και της ερ­
μηνευσιμότητας η επιλογή χαρακτηριστικών υπερτερεί.

Η επιλογή χαρακτηριστικών μπορεί να είναι επιβλεπόμενη, ανεπίβλεπτη ή ημί­επιβλεπόμενη.
Οι επιβλεπόμενες μέθοδοι λαμβάνουν υπόψη υπάρχουσα πληροφορία για την ταξινόμηση και
χρησιμοποιούν μετρικές, ώστε να ποσοτικοποιήσουν τη συνεισφορά κάθε χαρακτηριστικού στη
συνολική πληροφορία, διατηρώντας με αυτό τον τρόπο τα σημαντικότερα. Οι ανεπίβλεπτες μέ­
θοδοι επιχειρούν να αφαιρέσουν περιττά χαρακτηριστικά σε δύο βήματα. Αρχικά τα χαρακτηρι­
στικά διαμοιράζονται σε σύνολα, χρησιμοποιώντας κάποιο μέτρο ομοιότητας. Έπειτα τα χαρα­
κτηριστικά κάθε συνόλου με τις δυνατότερες συσχετίσεις ως προς τα υπόλοιπα χαρακτηριστικά
του συνόλου, επιλέγονται ως οι εκπρόσωποι του συνόλου. Μερικές από τις μετρικές που έχουν
χρησιμοποιηθεί για την ποσοτικοποίηση της ομοιότητας είναι η διαχωρισιμότητα της διασπο­
ράς (scatter separability), η εντροπία (entropy), η ωφέλεια τάξης (category utility), η μέγιστη
πιθανότητα (maximum likelihood), η πυκνότητα (density) και η ομοφωνία (consensus) [5]. H
ημι­επιβλεπόμενη επιλογή χαρακτηριστικών αναφέρεται στην περίπτωση κατά την οποία διατί­
θενται, τόσο ένα μεγάλο σύνολο επισημασμένων δεδομένων, όσο και ένα μικρότερο σύνολο μη
επισημασμένων δεδομένων. Η ιδέα είναι να χρησιμοποιηθεί η επιβλεπόμενη ομαδοποίηση των
χαρακτηριστικών του επισημασμένου μικρού συνόλου ως περιορισμός για την μη επιβλεπόμενη
ομαδοποίηση των χαρακτηριστικών του μεγαλύτερου συνόλου.

Ανάλογα με το αν και πως χρησιμοποιούν το σύστημα ταξινόμησης, οι μέθοδοι επιλογής
χαρακτηριστικών, χωρίζονται σε τρεις κατηγορίες, και συγκεκριμένα, φίλτρα (filters), περιτυ­
λίγματα (wrappers) και ενσωματώσεις (embedded methods).

Με τους αλγορίθμους φίλτρα η επιλογή χαρακτηριστικών αποτελεί ένα στάδιο προεπεξερ­
γασίας των δεδομένων πριν την ταξινόμηση και είναι ανεξάρτηση από τον αλγόριθμο ταξινόμη­
σης. Αρχικά, τα χαρακτηριστικά αναλύονται και κατατάσσονται με βάση το βαθμό συσχέστισής
τους με τις κλάσεις στόχους. Η ανάλυση αυτή μπορεί να εξετάσει τα χαρακτηριστικά είτε με­
μονωμένα (univariate analysis), είτε σε υποσύνολα (multivariate analysis). Η πολυμεταβλητή
ανάλυση έχει το πλεονέκτημα ότι στη διαδικασία της επιλογής λαμβάνονται υπόψη αλληλεπι­
δράσεις μεταξύ των χαρακτηριστικών. Στη συνέχεια, τα χαρακτηριστικά με τις υψηλότερες βαθ­
μολογίες χρησιμοποιούνται στο μοντέλο της ταξινόμησης. Μερικές από τις πιο γνωστές μετρικές
αξιολόγησης που έχουν χρησιμοποιηθεί για την κατάταξη και το φιλτράρισμα των χαρακτηριστι­
κών είναι η χι­τετράγωνο χ2 (Chi­Square), η ανάλυση μεταβλητότητας (ANOVA), η βαθμολογία
Fischer (Fischer Score), ο συντελεστής γραμμικής συσχέτισης Pearson (Pearson Coefficient) και
η αμοιβαία πληροφορία (Mutual Information).

Οι μέθοδοι φίλτρα επιλέγουν χαρακτηριστικά με βάση τις στατιστικές τους ομοιότητες με
τη μεταβλητή στόχο. Οι μέθοδοι περιτυλίγματα ακολουθούν μια διαφορετική προσέγγιση χρησι­
μοποιώντας ένα προεπιλεγμένο ταξινομητή για να αξιολογήσουν την ακρίβεια της ταξινόμησης
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για ένα δεδομένο υποσύνολο χαρακτηριστικών. Ένας αλγόριθμος περιτύλιγμα αποτελείται από
τρία μέρη, και συγκεκριμένα, το τμήμα αναζήτησης, το τμήμα αξιολόγησης και τον ταξινομητή.
Σε κάθε επανάληψη, το τμήμα αναζήτησης παράγει ένα υποσύνολο χαρακτηριστικών, τα οποία
θα χρησιμοποιηθούν για την ταξινόμηση και θα αξιολογηθούν. Όταν ο αριθμός των χαρακτηρι­
στικών είναι μικρός, είναι δυνατόν να δοκιμαστούν όλοι οι δυνατοί συνδυασμοί χαρακτηριστι­
κών. Ωστόσο, αυτή η προσέγγιση γρήγορα γίνεται υπολογιστικά αδύνατη.

Οι άπληστες μέθοδοι αναζήτησης (Greedy Search Methods) ξεπερνούν αυτό το πρόβλημα
χρησιμοποιώντας ευρετικούς κανόνες για να καθοδηγήοσυν την παραγωγή υποσυνόλων χαρα­
κτηριστικών. Ειδικότερα, η ευθεία επιλογή (forward selection) ξεκινά με ένα κενό σύνολο και
αξιολογεί την ακρίβεια της ταξινόμησης χωριστά για κάθε χαρακτηριστικό. Το καλύτερο χαρα­
κτηριστικό αρχικοποιεί το σύνολο. Στις επόμενες επαναλήψεις, το τρέχων σύνολο συνδυάζεται
με κάθε ένα από τα εναπομείναντα χαρακτηριστικά και η ένωσή τους εξετάζεται ως προς την
ακρίβεια της ταξινόμησης. Το χαρακτηριστικό που δίνει την ακριβέστερη ταξινόμηση προστίθε­
ται μόνιμα στα επιλεγμένα χαρακτηριστικά. Η διαδικασία επαναλαμβάνεται ως ότου ο αριθμός
των επιλεγμένων χαρακτηριστικών φτάσει ένα προκαθορισμένο όριο ή κανένα από τα χαρα­
κτηριστικά που απομένουν δεν βελτιώνει περαιτέρω την ταξινόμηση. Από την άλλη πλευρά, η
αντίστροφη εξάλειψη (backward elimination) ξεκινά με όλα τα χαρακτηριστικά. Σε κάθε επα­
νάληψη, όλα τα χαρακτηριστικά αφαιρούνται ένα προς ένα και εκτελείται η ταξινόμηση. Το
χαρακτηριστικό που έχει τη λιγότερη επίδραση στην ακρίβεια αφαιρείται μόνιμα από το τρέχων
σύνολο. Τέλος, η αμφίδρομη αναζήτηση (bidirectional search) χρησιμοποιεί δύο σύνολα, ένα,
αρχικό κενό, επεκτεινόμενο και ένα συρρικνούμενο το οποία στην αρχή περιλαμβάνει όλα τα χα­
ρακτηριστικά. Σε κάθε επανάληψη, πρώτα ένα χαρακτηριστικό επιλέγεται και προστίθεται στο
επεκτεινόμενο σύνολο, με την προϋπόθεση ότι υπάρχει στο συρρικνούμενο σύνολο. Έπειτα, ένα
χαρακτηριστικό αφαιρείται από το συρρικνούμενο σύνολο, εφόσον όμως δεν έχει ήδη προστεθεί
στο επεκτεινόμενο σύνολο.

Πολλές άλλες στρατηγικές έχουν εφαρμοστεί για την εξερεύνηση του χώρου των χαρακτη­
ριστικών, όπως ο αλγόριθμος branch­and­bound, ο αλγόριθμος simulated annealing καθώς και
γενετικοί αλγόριθμοι. Ο αλγόριθμος branch­and­bound οργανώνει όλα τα δυνατά υποσύνολα
χαρακτηριστικών σε ένα δέντρο και χρησιμοποιεί αναζήτηση βάθους για να το διασχίσει, ”κλα­
δεύοντας” τα κλαδιά εκείνα με χειρότερη ακρίβεια ταξινόμησης από ένα πλήρως αναπτυγμένο
κλαδί. Ο αλγόριθμος simulated annealing και οι γενετικοί αλγόριμοι κωδικοποιούν τα επιλεγ­
μένα χαρακτηριστικά σε ένα δυαδικό διάνυσμα. Σε κάθε βήμα, παράγονται νέα δυαδικά δια­
νύσματα απόγονοι, που αντιπροσωπεύουν διαφορετικούς συνδυασμούς χαρακτηριστικών, και
αξιολογούνται ως προς την ακρίβεια της ταξινόμησης που επιτυγχάνουν.

Μία κοινή τεχνική για την αξιολόγηση της απόδοσης ενός υποψήφιου συνόλου χαρακτηρι­
στικών είναι η κ­πλη διασταυρωμένη επικύρωση (k­fold cross validation). Τα δεδομένα εκμάθη­
σης χωρίζονται σε κ υποσύνολα και η ταξινόμηση πραγματοποιείται κ φορές, χρησιμοποιώντας
κάθε φορά ένα υποσύνολο ως το σύνολο δοκιμής και τα υπόλοιπα κ­1 υποσύνολα για την εκμά­
θηση.

Οι μέθοδοι φίλτρα έχουν μικρό υπολογιστικό κόστος, αλλά τα επιλεγμένα χαρακτηριστικά
δεν λαμβάνουν υπ’όψη την μεροληψία του ταξινομητή. Οι μέθοδοι περιτυλίγματα επιλέγουν χα­
ρακτηριστικά προσαρμοσμένα στο δεδομένο ταξινομητή, αλλά πρέπει να εκτελέσουν την φάση
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της ταξινόμησης, και κατά συνέπεια της κοστοβόρας εκμάθησης, πολλές φορές, με αποτέλεσμα
να αυξάνει το υπολογιστικό τους κόστος. Οι ενσωματώσεις συνδυάζουν τα πλεονεκτήματα τόσο
των φίλτρων όσο και των περιτυλιγμάτων με το να ενσωματώνουν την επιλογή των χαρακτηρι­
στικών στη διαδικασία εκμάθησης. Τα δέντρα αποφάσεων (Decision Trees) και οι ταξινομητές
που βασίζονται σε κανόνες (Rule­Based Classifiers) αποτελούν παραδείγματα τέτοιων μεθόδου.
Σε μια άλλη οικογένεια μεθόδων ταξινόμησης, η αλλαγή στην συνάρτηση κόστους που προκαλεί­
ται από αλλαγές στα επιλεγμένα χαρακτηριστικά, μπορεί είτε να υπολογιστεί ακριβώς ή προσεγ­
γιστικά, χωρίς την ανάγκη το μοντέλο να επανεκπαιδευτεί για κάθε υποψήφιο χαρακτηριστικό.
Αυτή η προσέγγιση συνδυασμένη με άπληστες μεθόδους επιτρέπει την ιδιαίτερα αποτελεσμα­
τική επιλογή χαρακτηριστικών (π.χ.RFE/SVM, Gram­Schmidt/LLS). Ένας τρίτος τύπος μεθόδων
ενσωμάτωσης είναι οι μέθοδοι κανονικοποίησης (regularization methods) και εφαρμόζονται σε
ταξινομητές οι οποίοι αναθέτουν συντελεστές βαρών στα χαρακτηριστικά (π.χ. SVM, logistic
regression). Σε αυτή την περίπτωση, η εργασία της επιλογής χαρακτηριστικών παίρνει τη μορφή
ενός προβλήματος βελτιστοποίησης με δύο ζητούμενα, την μεγιστοποίηση της καταλληλότη­
τας και την ελαχιστοποίηση του αριθμού των μεταβλητών. Η δεύτερη συνθήκη επιτυγχάνεται
απαιτώντας οι συντελεστές βαρών να έχουν μηδενική ή πολύ μικρή τιμή. Χαρακτηριστικά με
βάρη κοντά στο μηδέν αφαιρούνται. Οι κανονικοποιήσεις Lasso και Ridge είναι οι γνωστότερες
μέθοδοι αυτής της κατηγορίας.

Τα πεδία τόσο της ταξινόμησης όσο και της επιλογής χαρακτηριστικών είναι αχανή και η
έρευνα συνεχιζόμενη. Στα πλαίσια της παρούσας εργασίας σχεδιάστηκε και υλοποιήθηκε ένας
νέος αλγόριθμος επιλογής χαρακτηριστικών για την εργασία της ταξινόμησης. Ο αλγόριθμος
στηρίζεται στην τεχνική περιτύλιγματος και ως ταξινομητής επιλέχθηκε η χρήση νευρωνικού
δικτύου. Η καινοτομία του αλγορίθμου συνίσταται στο κομμάτι της επιλογής των χαρακτηριστι­
κών, όπου η παραγωγή των υποψήφιων υποσυνόλων γίνεται με τη χρήση κατάλληλης τροπο­
ποίησης της μεθόδου συνεχούς βελτιστοποίησης BSA (Backtracking Search Optimization). Στο
επόμενο κεφάλαιο θα παρουσιαστεί η αρχιτεκτονική του νευρωνικού δικτύου που αναπτύχθηκε
και χρησιμοποιήθηκε ως ταξινομητής και στο τρίτο κεφάλαιο θα περιγραφεί ο νέος αλγόριθμος
αναζήτησης υποσυνόλων. Η εργασία ολοκληρώνεται με τα συμπεράσματα και προτάσεις για
μελλοντική έρευνα. Για την υλοποίηση των αλγορίθμων χρησιμοποιήθηκε η γλώσσα προγραμ­
ματισμού C++ και η παράλληλη επεξεργασία πραγματοποιήθηκε με βάση το πρότυπο OpenMP.
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Κεφάλαιο 2

Ταξινόμηση με Νευρωνικό δίκτυο

Χωρίς αμφιβολία σήμερα μία από τις πλέον διαδεδομένες μεθόδους ταξινόμησης είναι τα
τεχνητά νευρωνικά δίκτυα (Artificial Neural Networks­ANNs). Εμπνευσμένα από τον ανθρώ­
πινο εγκέφαλο, έκαναν την εμφάνισή τους τη δεκαετία του ’40, επιχειρώντας να μιμηθούν τον
τρόπο με τον οποίο τα δίκτυα των βιολογικών νευρώνων παράγουν τις πολύπλοκες εγκεφαλικές
διεργασίες που ορίζουν την έννοια της γενικής νοημοσύνης (General Intelligence­GI). Ουσια­
στικά πρόκειται για ένα σύνολο κόμβων οι οποίοι λαμβάνουν δεδομένα εισόδου, εκτελούν ένα
μεταχηματισμό και τροφοδοτούν άλλους κόμβους. Τα τελευταία χρόνια μία μορφή νευρωνικών
δικτύων, τα λεγόμενα βαθειά νευρωνικά δίκτυα (Deep Neural Networks­DNNs), επιδεικνύουν
εντυπωσιακά αποτελέσματα σε σημαντικές εφαρμογές, όπως η αναγνώριση ήχου και εικόνας, η
επεξεργασία γραπτού και προφορικού λόγου, η συγγραφή κειμένου, η αναγνώριση προβλημά­
των υγείας, η αυτοοδήγηση, οι εικονικοί βοηθοί και εξυπηρέτες και η ανίχνευση απάτης.

Μαθηματικά, ένα νευρωνικό δίκτυο αποτελεί μία συνάρτηση η οποία αντιστοιχίζει ένα διά­
νυσμα εισόδου x σε ένα διάνυσμα εξόδου y. Η συνάρτηση αυτή ανήκει στο χώρο των συναρτή­
σεων, ο οποίος ορίζεται από την αρχιτεκτονική του δικτύου. Ο όρος αρχιτεκτονική περιλαμβάνει
όλες εκείνες τις παραμέτρους, οι οποίες επιλέγονται, ώστε να οριστεί ένα νευρωνικό δίκτυο και
είναι ο αριθμός των επιπέδων του δικτύου, το πλήθος και το είδος των κόμβων κάθε επιπέδου
καθώς και ο τρόπος με τον οποίο συνδέονται οι κόμβοι μεταξύ τους. Οι παράμετροι αυτοί ανή­
κουν σε μια ευρύτερη κατηγορία επιλέξιμων παραμέτρων που διαμορφώνουν τόσο το δίκτυο όσο
και τη διαδικασία εκπαίδευσής του και ονομάζονται υπερπαράμετροι. Η ακριβής μορφή που θα
έχει η τελική συνάρτηση καθορίζεται από μία δεύτερη κατηγορία εσωτερικών παραμέτρων. Η
διαδικασία της εκπαίδευσης ενός νευρωνικού δικτύου αναφέρεται στον καθορισμό βέλτιστων
τιμών για τις εσωτερικές παραμέτρους, σε σχέση με τη δυνατότητά του δικτύου να αναπαράξει
προκαθορισμένες αντιστοιχίες τιμών εισόδου σε τιμές εξόδου.

Ένα τυπικό νευρωνικό δίκτυο παρουσιάζεται στο σχήμα 2. Το κύριο χαρακτηριστικό του
νευρωνικού αυτού είναι ότι όλοι οι κόμβοι ενός επιπέδου τροφοδοτούν όλους τους κόμβους
του αμέσως επόμενου επιπέδου. Γι’αυτό το λόγο το δίκτυο αυτό ονομάζεται πλήρως συνδεδε­
μένο νευρωνικό δίκτυο με προς τα εμπρός τροφοδότηση (fully connected feed forward NN ­
FNN). Τόσο ο περιορισμός της πλήρους συνδεσιμότητας όσο και ο περιορισμός της προς τα
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Σχήμα 2.1: Νευρωνικό δίκτυο με προς τα εμπρός τροφοδότηση
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...

x1n1

x21

x22

x23

...

x2n2
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x32

...

x3n3

. . .

xm1

xm2

...

xmnm

εμπρος τροφοδότησης, δεν είναι απαραίτητοι. Για παράδειγμα στα νευρωνικά δίκτυα συνέλι­
ξης (Convolutional NN), τα οποία χρησιμοποιούνται ευρέως για την αναγνώριση εικόνας, οι
κόμβοι κάθε επιπέδου τροφοδοτούνται από ένα υποσύνολο των διαθέσιμων τιμών που προέκυ­
ψαν από το προηγούμενο επίπεδο. Από την άλλη τα νευρωνικά δίκτυα LSTM (Long short­term
memory), τα οποία βρίσκουν εφαρμόζονται στην επεξεργασία βίντεο ή λόγου, διαθέτουν συνδέ­
σεις ανατροφοδότησης, όπου οι κόμβοι κάποιων επιπέδων τροφοδοτούν κόμβους προηγουμένων
επιπέδων.

Η δυνατότητα των νευρωνικών δικτύων να αναπαριστούν, με κατάλληλες τιμές των εσωτε­
ρικών παραμέτρων, μια ποικιλία από ενδιαφέρουσες συναρτήσεις καθιερώνεται από μια σειρά
θεωρημάτων που ονομάζονται θεωρήματα καθολικής προσέγγισης (Universal Approximation
Theorems). Αν και τα θεωρήματα αυτά δεν προσφέρουν κάποια μέθοδο προσδιορισμού των κα­
τάλληλων τιμών, ώστόσο δηλώνουν ότι πρακτικά για οποιαδήποτε συνάρτηση, η οποία περι­
γράφει ένα σύνολο δεδομένων, υπάρχει ένα δίκτυο που να την προσεγγίζει με ικανοποιητική
ακρίβεια.

1. Εκπαίδευση νευρωνικού δικτύου

Μαθηματικά η εκπαίδευση ενός νευρωνικού δικτύου, δηλαδή ο προσδιορισμός των εσω­
τερικών παραμέτρων, αποτελεί ένα πρόβλημα βελτιστοποίησης, όπου αναζητείται ένα σύνολο
τιμών με βάση τις οποίες ελαχιστοποιείται μία συνάρτηση η οποία εκφράζει την απόσταση των
τιμών εξόδου του νευρωνικού δικτύου από τις αναμενόμενες εξόδους, και ονομάζεται συνάρ­
τηση απωλειών (Loss function). Η κλασική μέθοδος για την επίλυση αυτού του προβλήματος
είναι η μέθοδος της καθόδου κλίσης (gradient descent). Για μία παραγωγίσιμη συνάρτηση f με
παράμετρους x σύμφωνα με το θεώρημα Taylor ισχύει:
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f(x+ dx) = f(x) + df = f(x) +∇f(x) · dx (2.1)

όπου dx μία απειροστή μεταβολή στις τιμές των παραμέτρων. Επιλέγοντας

dx = −Diag(α1, α2, . . . , αn)∇f(x) (2.2)

όπου α1, α2, . . . , αn > 0 επιτυγχάνεται

f(x+ dx) = f(x)−
∑
i

αi(∇f(x))2i < f(x) (2.3)

δηλαδή νέα τιμή συνάρτησης μικρότερη από την αρχική. Η διαδικασία αυτή επαναλαμβάνεται
ως ότου η τιμή της συνάρτησης f γίνει μικρότερη από ένα προκαθορισμένο όριο. Συνήθως, για
όλες τις υπερπαράμετρους αi επιλέγεται η ίδια τιμή α, η οποία ονομάζεται ρυθμός εκμάθησης
(learning rate) και καθορίζει το μέγεθος της διόρθωσης. Γενικά, ένας χαμηλός ρυθμός εκμάθη­
σης οδηγεί σε αργή αλλά σταθερή εκπαίδευση, ενώ με ένα υψηλό ρυθμό η διαδικασία γίνεται
πιο άναρχη, αλλά μπορεί να επιταχυνθεί.

Για ένα πλήρως συνδεδεμένο πολυεπίπεδο νευρωνικό δίκτυο με προς τα εμπρός τροφοδό­
τηση, οι διορθώσεις στις εσωτερικές παραμέτρους όλων των επιπέδων μπορούν να προσδιορι­
στούν με τον κανόνα της αλυσωτής παραγώγισης. Συγκεκριμένα για ένα δίκτυο με m επίπεδα,
και nl κόμβους σε κάθε επίπεδο l, η έξοδος κάθε επιπέδου αναπαρίσταται από το διάνυσμα yl

μεγέθους nl, ενώ η είσοδος είναι το διάνυσμα εξόδου του προηγούμενου επιπέδου yl−1. Κάθε
στοιχείο του διανύσματος εξόδου είναι το αποτέλεσμα του μετασχηματισμού των δεδομένων
εισόδου από τη συνάρτηση του αντίστοιχου κόμβου. Επομένως, κάθε επίπεδο l μπορεί να ανα­
παρασταθεί από μία διανυσματική συνάρτηση fl, τέτοια ώστε yl = fl(yl−1). Η σύνθεση των
συναρτήσεων όλων των επιπέδων από 1 έως m αποτελεί τη συνάρτηση που εκφράζεται από
ολόκληρο το νευρωνικό δίκτυο.

Fm ≡ fm ◦ · · · ◦ fl ◦ · · · ◦ f1 (2.4)

Η συνάρτηση Fm εξαρτάται από τις εσωτερικές παραμέτρους κάθε επιπέδου wl. H διόρ­
θωση dwl, για την τρέχουσα επανάληψη, προκύπτει με εφαρμογή της μεθόδου καθόδου κλίσης,
αφού επιλεγεί η κατάλληλη συνάρτηση απωλειών L, σύμφωνα με την παρακάτω σχέση:

dwl
T = ∇TL(wl) = ∇TL(fm)Jfm

(fm−1) . . .Jfl+1
(fl)Jfl

(wl) (2.5)

όπου Jfl(wl) και Jfl(fl−1) είναι τα ιακωβιανά μητρώα της συνάρτησης fl ως προς τις εσω­
τερικές παραμέτρους του δικτύου και το διάνυσμα εισόδου της αντίστοιχα.

Με εκτέλεση των υπολογισμών από τα αριστερά προς τα δεξιά, η σχέση 2.5 εκφράζει μια
σειρά από διαδοχικά γινόμενα ενός διανύσματος επί ένα μητρώο. Για παράδειγμα, για τον υπο­
λογισμό της διόρθωσης των εσωτερικών παραμέτρων ενός δικτύου με 3 επίπεδα

F3 = f3(w3,f2(w2,f1(w1)) (2.6)
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ισχύει:

dw3
T = ∇TL(f3)Jf3

(w3) = b3
TA3 (2.7)

dw2
T = ∇TL(f3)Jf3

(f2)Jf2
(w2) = b3

TB3A2 = b2
TA2 (2.8)

dw1
T = ∇TL(f3)Jf3

(f2)Jf2
(f1)Jf1

(w1) = b2
TB2A1 = b1

TA1 (2.9)

Γενικά, για τη διόρθωση dwl του επιπέδου l αρκούν δύο πολλαπλασιασμοί διανύματος επί μη­
τρώο. Αρχικά πολλαπλασιάζεται το διάνυσμα bl+1 επί το μητρώοBl+1 = Jfl+1

(fl) και προ­
κύπτει το διάνυσμα bl. Έπειτα το διάνυσμα bl πολλαπλασιάζεται επί το μητρώοAl = Jfl

(wl)
και προκύπτει η ζητούμενη διόρθωση. Το διάνυσμα bl επίσης χρησιμοποιείται στο επόμενο βήμα
για τη διόρθωση των παραμέτρων του προηγούμενου επιπέδου dwl−1. Για το διάνυσμα bm του
τελευταίου επιπέδου, με το οποίο εκκινά ο επαναληπτικός υπολογισμός, ισχύει bm = ∇L(fm)

Παρατηρεί κανείς ότι οι διορθώσεις των εσωτερικών παραμέτρων υπολογίζονται αντίστρο­
φα, ξεκινώντας από το τελευταίο επίπεδο καταλήγοντας στο πρώτο. Η μέθοδος αυτή ονομάζεται
προς τα πίσω μετάδοση (back propagation) και υλοποιήθηκε στα πλαίσια αυτής της εργασίας
για την εκπαίδευση πολυεπίπεδων νευρωνικών δικτύων. Στην ουσία, αποτελεί ειδική περίπτωση
μιας γενικότερης οικογένειας μεθόδων αυτόματης παραγώγισης που ονομάζεται παραγώγιση
με αντίστροφη συσσώρευση (reverse accumulation). Στον αντίποδα βρίσκονται οι μέθοδοι με
προς τα εμπρός συσσώρευση (forward accumulation), όπου η εκτέλεση των πράξεων στη σχέση
2.5 γίνεται από τα δεξιά προς τα αριστερά. Τα σύγχρονα πακέτα λογισμικού μηχανικής μάθη­
σης, όπως το Tensorflow ([6]) και το PyTorch ([7], διαθέτουν βελτιστοποιημένες υλοποιήσεις
αυτόματης παραγώγισης επιτρέποντας την κατάστρωση και αποτελεσματική εκπαίδευση πολύ­
πλοκων νευρωνικών δικτύων χωρίς την ανάγκη χειροκίνητου υπολογισμού της παραγώγου του
δικτύου.

Όπως αναφέρθηκε, η συνάρτηση απωλειών εκφράζει την απόσταση των αποτελεσμάτων
που παράγει το νευρωνικό δίκτυο, από τα αναμενόμενα αποτελέσματα. Συγκεκριμένα έστω ότι
το σύνολο δεδομένων που θα χρησιμοποιηθεί για την εκπαίδευση του νευρωνικού δικτύου απο­
τελείται από ζεύγη διανυσμάτων xi,y

∗
i όπου xi το διάνυσμα εισόδου και y∗

i το αντίστοιχο ανα­
μενόμενο διάνυσμα εξόδου. Για κάθε xi το νευρωνικό δίκτυο παράγει μία έξοδο yi = Fm(xi),
όπου Fm(w) η συνάρτηση που περιγράφει το νευρωνικό καιw οι εσωτερικές παράμετροι. Tότε
η συνάρτηση απωλειών είναι το άθροισμα των αποστάσεων των διανυσμάτων yi από τα διανύ­
σματα y∗

i . Αν D η συνάρτηση απόστασης, τότε

L =

N∑
i=1

D(y∗
i ,yi) (2.10)

Όταν το πλήθος των δεδομένων εκπαίδευσης είναι μεγάλο, ο υπολογισμός της παραγώγου με
βάση όλα τα διαθέσιμα δεδομένα μπορεί να είναι ιδιαίτερα χρονοβόρος. Για το λόγο αυτό, στην
πράξη, η μέθοδος της κλίσης εφαρμόζεται με χρήση μιας μικρής παρτίδας από τα δεδομένα
εκπαίδευσης (mini­batch) σε κάθε επανάληψη. Η τεχνική αυτή ονομάζεται στοχαστική μέθοδος
καθόδου κλίσης (stochastic gradient descent).

Η μέθοδος καθόδου κλίσης αποτελεί έναν απλό και αποτελεσματικό τρόπο εκπαίδευσης
νευρωνικών δικτύων. Ωστόσο, το γεγονός ότι η διόρθωση σε κάθε επανάληψη εξαρτάται απο­
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κλειστικά από την κλίση της συνάρτησης του δικτύου στην τρέχουσα θέση, χωρίς να λαμβά­
νονται υπόψη προηγούμενα βήματα, μπορεί να επηρεάσει αρνητικά την πορεία σύγκλισής της.
Συγκεκριμένα, σε περιοχές όπου η κλίση είναι μικρή ή μηδενική, η διόρθωση των εσωτερι­
κών παραμέτρων που προκύπτει είναι επίσης μικρή ή και μηδενική, με αποτέλεσμα η μέθοδος
να μένει στάσιμη, χωρίς να μπορεί να κινηθεί σε θέσεις με χαμηλότερη συνάρτηση απωλειών
(vanishing gradient). Από την άλλη σε περιοχές με μεγάλη κλίση, η διόρθωση μπορεί να διογ­
κωθεί, προκαλώντας μεγάλες μεταβολές στις εσωτερικές παραμέτρους από επανάληψη σε επα­
νάληψη (exploding gradient). Σε αυτή την περίπτωση η μέθοδος αναπηδά από θέση σε θέση
εντός του χώρου αναζήτησης, χωρίς να μπορεί να συγκλίνει στην ελάχιστη τιμή. Το πρόβλημα
πολύ μικρών ή πολύ μεγάλων διορθώσεων μπορεί να επιταθεί και από τον επιλεγμένο ρυθμό
εκμάθησης.

Για την αντιμετώπιση των παραπάνω προβλημάτων έχουν προταθεί μια σειρά από τρο­
ποποιήσεις στην βασική έκδοση της μεθόδου καθόδου κλίσης, όπως ο αλγόριθμος RMSprop,
η μέθοδος καθόδου κλίσης με ορμή (Momentum Gradient Descent), η επιταχυνόμενη κλίση
Nesterov, οι αλγόριθμοι Adagrad, Adadelta, Adam, Adamax, Nadam και AMSGrad. Ο στόχος
αυτών των μεθόδων είναι να επιτύχουν σταθερό μέγεθος διόρθωσης τροποποιώντας κατάλληλα
την κλίση. Στα πλαίσια αυτής της εργασίας υλοποιήθηκαν η κάθοδος κλίσης με ορμή, ο αλγό­
ριθμος RMSprop και ο βελτιστοποιητής Adam, οι οποίοι περιγράφονται στη συνέχεια.

Ο αλγόριθμος καθόδου κλίσης με ορμή πετυχαίνει να εξομαλύνει τις κλίσεις λαμβάνοντας
υπόψη προηγούμενες κλίσεις. Συγκεκριμένα τροποποιεί την τρέχουσα κλίση, αντικαθιστώντας
την με τον κυλιόμενο μέσο όρο των κλίσεων. Ο υπολογισμός του νέου διανύσματος κλίσης gt

σε κάθε επανάληψη t γίνεται με βάση τη σχέση:

mt = βmmt−1 + (1− β)∇L (2.11)
gt = mt (2.12)

όπου βm επιλεγόμενη υπερπαράμετρος καιm0 = 0.

Ο αλγόριθμος RMPSprop κανονικοποιεί το διάνυσμα της κλίσης χρησιμοποιώντας για κάθε
στοιχείο τον κυλιόμενο μέσο όρο του τετραγώνου της παραγώγου του. Η σχέση υπολογισμού
των στοιχείων της τροποποιημένης κλίσης gt είναι:

ut = βuut−1 + (1− β)∇L⊙∇L (2.13)

gt = (ut + ϵ)◦(−
1/2) ⊙∇L (2.14)

όπου βu επιλεγόμενη υπερπαράμετρος, ϵ μία μικρή τιμή που προστατεύει έναντι απειροστού
κυλιόμενου μέσου όρου και u0 = 0. Ο τελεστής ⊙ δηλώνει πολλαπλασιασμό διανυσμάτων
στοιχείο προς στοιχείο (Hadamard product), και με x◦p δηλώνεται το διάνυσμα με στοιχεία
κάθε στοιχείο του διανύσματος x υψωμένο στην p­οστη δύναμη (Hadamard power).

Ο βελτιστοποιητής Adam προκύπτει από το συνδυασμό των δύο παραπάνω μεθόδων και
αποτελεί έναν από τους πιο διαδεδομένους και αξιόπιστους αλγορίθμους για την εκπαίδευση

10



Πίνακας 2.1: Μέθοδοι αρχικοποίησης
Μέθοδος Κατανομή βαρών Μητρώων βαρών

Constant Σταθερή wij = const.
RandomNormal Κανονική wij = N (µ, σ)
RandomUniform Ομοιόμορφη wij = U(−limit, limit)
TruncatedNormal Κανονική wij = N (µ, σ) :∈ [−2σ, 2σ]
VarianceScalingNormal Κανονική wij = N (0,

√
scl
n

)

Orthogonal Κανονική W = αQ : Q ·R = QR([wij = N (σ, µ)])
Identity Σταθερή W = αI

LecunUniform Ομοιόμορφη wij = U(−
√

3
nin

,
√

3
nin

)

LecunNormal Κανονική wij = N (0,
√

1
nin

)

GlorotUniform Ομοιόμορφη wij = U(−
√

6
nin+nout

,
√

6
nin+nout

)

GlorotNormal Κανονική wij = N (0,
√

2
nin+nout

)

HeUniform Ομοιόμορφη wij = U(−
√

6
nin

,
√

6
nin

)

HeNormal Κανονική wij = N (0,
√

2
nin

)

νευρωνικών δικτύων. Η σχέση υπολογισμού των στοιχείων της τροποιημένης κλίσης gt είναι:

mt = βmmt−1 + (1− βm)∇L (2.15)
ut = βuut−1 + (1− βu)∇L⊙∇L (2.16)

gt =
1

1− βt
m

mt ⊙ (
1

1− βt
u

ut + ϵ)◦(−
1/2) (2.17)

όπου βm και βu οι προαναφερθείσες υπερπαράμετροι.

Μία άλλη τεχνική για την αποφυγή μεγάλων τιμών της παραγώγου είναι το ψαλίδισμα
της κλίσης (gradient clipping). Ουσιαστικά, όταν το μέτρο του διανύσματος της κλίσης γίνεται
πολύ μεγάλο, τότε πραγματοποιείται αλλαγή της κλίμακάς του, ώστε να παραμένει εντός ενός
προκαθορισμένου εύρους τιμών. Ειδικότερα, αν ∥∇L∥ ≥ c τότε η τροποποιημένη κλίση δίνεται
από τη σχέση

g = c
∇L

∥∇L∥
(2.18)

Αν και απλή, η τεχνική του ψαλιδίσματος αποτελεί έναν αποτελεσματικό τρόπο ελέγχου του
μεγέθους της κλίσης.

Μια άλλη παράμετρος που παίζει καθοριστικό ρόλο στην εκπαίδευσή ενός νευρωνικού δι­
κτύου είναι η επιλογή των αρχικών τιμών για τις εσωτερικές παραμέτρους. Ο τρόπος αρχικο­
ποίησης επηρεάζει σημαντικά το ρυθμό σύγκλισης, ενώ μπορεί να μετριάσει ή να επιτείνει το
πρόβλημα των πολύ μεγάλων και πολύ μικρών παραγώγων. Γενικά, είναι επιθυμητό τα βάρη
να αρχικοποιηθούν με τέτοιο τρόπο, ώστε η έξοδος κάθε επιπέδου να είναι φραγμένη. Στη βι­
βλιογραφία προτείνονται διάφορες μέθοδοι αρχικοποίησης πολυεπίπεδων νευρωνικών δικτύων.
Στον πίνακα 2.1 παρουσιάζονται οι επιλογές που δίνει το υπολογιστικό πακέτο Keras ([8]). Για
την παρούσα εργασία επιλέχθηκε ο αλγόριθμος LecunNormal [9].

Τέλος, όταν τα εύρη τιμών των διαφόρων χαρακτηριστικών διαφέρουν σημαντικά μεταξύ
τους, είναι πιθανό και οι βέλτιστες τιμές των εσωτερικών παραμέτρων να έχουν διαφορετικές τά­
ξεις μεγέθους. Συνήθως το γεγονός αυτό δυσχεραίνει τη διαδικασία εκμάθησης και καθυστερεί
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τη σύγκλιση. Σε αυτές τις περιπτώσεις, η σύγκλιση μπορεί να επιταχυνθεί με αλλαγή κλίμακας
των δεδομένων, ώστε τα διάφορα χαρακτηριστικά να αποκτήσουν συγκρίσιμα εύρη τιμών. Οι
συνήθεις μέθοδοι είναι η κανονικοποίηση (normalization), όπου η αλλαγή κλίμακας γίνεται με
βάση τη μέγιστη και την ελάχιστη τιμή και η τυποποίηση (standardization), όπου χρησιμοποιεί­
ται η μέση τιμή και η τυπική απόκλιση των τιμών ενός χαρακτηριστικού, δηλαδή:

Normalization : x̂ =
x−min

max−min
(2.19)

Standardization : x̂ =
x− µ

σ
(2.20)

2. Συνάρτηση Απωλειών

Οι συναρτήσεις απωλειών χωρίζονται σε δύο κατηγορίες ανάλογα με το αν το νευρωνικό
δίκτυο χρησιμοποιείται για παλινδρόμηση ή ταξινόμηση. Στην παλινδρόμηση, οι μεταβλητές
στόχοι παίρνουν πραγματικές τιμές και το νευρωνικό δίκτυο καλείται να προσεγγίσει μία συνεχή
συνάρτηση. Από την άλλη πλευρά, στην ταξινόμηση οι μεταβλητές στόχοι είναι κατηγορικές
και η συνάρτηση του νευρωνικού δικτύου επιχειρεί να αναγνωρίσει σε ποια κατηγορία ανήκει η
είσοδος.

Μία συνήθης συνάρτηση απωλειών που ποσοτικοποιεί την ποιότητα μιας παλινδρόμησης
είναι το μέσο τετραγωνικό σφάλμα (MSE). Για ένα σύνολο δεδομένων με N καταγραφές η συ­
νάρτηση απωλειών MSE και η παράγωγός της δίνονται από τις σχέσεις:

LMSE =
1

N

N∑
i=1

1

n

n∑
j=1

(yij − y∗ij)
2 (2.21)

∇LMSE = 2
1

N

N∑
i=1

1

n
(yi − y∗

i ) (2.22)

όπου y τα διανύσματα εξόδου του νευρωνικού δικτύου, y∗ οι αναμενόμενες τιμές και n το μέ­
γεθός τους, δηλαδή το πλήθος των μεταβλητών στόχων.

Συγγενής συνάρτηση απωλειών του MSE είναι το μέσο απόλυτο σφάλμα (MAE). Η συνάρ­
τηση απωλειών και η παράγωγος δίνονται από τις σχέσεις:

LMAE =
1

N

N∑
i=1

1

n

n∑
j=1

|yij − y∗ij | (2.23)

∇LMAE =
1

N

N∑
i=1

1

n
|yi − y∗

i | ⊘ (yi − y∗
i ) (2.24)

όπου ο τελεστής ⊘ δηλώνει διαίρεση διανυσμάτων στοιχείο προς στοιχείο.

Αν και στη διαδικασία εκπαίδευσης ο ρόλος της επιλεγμένης συνάρτησης απωλειών παίζει
μόνο αριθμητικό ρόλο, εντούτοις η τελική τιμή αποτελεί ένα μέτρο σύγκρισης διαφορετικών
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μοντέλων. Γενικά, το μέσο τετραγωνικό σφάλμα δίνει μεγαλύτερο βάρος σε μεγάλα σφάλματα
και γι’αυτό είναι πιο χρήσιμο όταν τα δεδομένα περιέχουν ακραίες ή μη αναμενόμενες τιμές.
Ωστόσο, δεν ενδείκνυται για τις περιπτώσεις που τα δεδομένα περιλαμβάνουν θόρυβο, οπότε
και μερικές κακές προβλέψεις θα καταστρέψουν την αξιοπιστία του μοντέλου. Από την άλλη το
μέσο απόλυτο σφάλμα δίνει το ίδιο βάρος σε όλα τα σφάλματα, και επομένως είναι πιο ανθεκτικό
σε αποκλίσεις από καταγραφές με μικρότερη αξιοπιστία.

Η συνάρτηση απωλειών που χρησιμοποιείται στα μοντέλα ταξινόμησης είναι η συνάρτηση
Cross Εντροπία (Cross Entropy). Στη θεωρία της πληροφορίας, η Cross εντροπία αποτελεί ένα
μέτρο της απόσταση μεταξύ δύο πιθανοτικών κατανομών. Στα πλαίσια του προβλήματος της
ταξινόμησης οι δύο κατανομές που συγκρίνονται είναι η πραγματική και η προβλεπόμενη κα­
τανομή, οι οποίες εκφράζουν την πραγματική και την προβλεπόμενη πιθανότητα μία δεδομένη
καταγραφή εισόδου να αντιστοιχεί σε κάποια έξοδο. Τυπικά η πραγματική κατανομή είναι μη­
δενική για όλες τις πιθανές τάξεις εκτός από μία (κωδικοποίηση One­Hot), ενώ η προβλεπόμενη
κατανομή παίρνει μη μηδενικές τιμές για περισσότερες από μία τάξεις. Ο μαθηματικός τύπος της
Cross εντροπίας και η παράγωγος είναι:

LCE = − 1

N

N∑
i=1

1

n

n∑
j=1

y∗ijln(yij + ϵ) (2.25)

∇LCE = − 1

N

N∑
i=1

1

n
y∗
i ⊘ (yi + ϵ) (2.26)

Σύμφωνα με τα παραπάνω, απαραίτηση προϋπόθεση για τη χρήση της Cross εντροπίας ως συ­
νάρτησης απωλειών, είναι οι έξοδοι του νευρωνικού δικτύου να έχουν χαρακτήρα πιθανότητας,
δηλαδή τιμή μεταξύ μηδέν και ένα και άθροισμα ίσο με τη μονάδα. Σε αυτή την περίπτωση κάθε
ένα από τα στοιχεία του διανύσματος εξόδου του δικτύου αντιστοιχεί σε μία από τις πιθανές τά­
ξεις και εκφράζει την πιθανότητα το διάνυσμα εισόδου να αντιστοιχεί σε αυτή την τάξη. Τυπικά
η πιθανότητα στόχος y∗

j είναι μονάδα για το στοιχείο j που αντιστοιχεί στην αναμενόμενη τάξη
και μηδέν για όλες τις υπόλοιπες τάξεις. Η μικρή τιμή ϵ προστατεύει έναντι μηδενικής τιμής
εξόδου, δηλαδή μηδενικής προβλεπόμενης πιθανότητας.

Όταν η ταξινόμηση αφορά δύο τάξεις, το νευρωνικό δίκτυο μπορεί να έχει μόνο μία έξοδο, η
οποία εκφράζει την πιθανότητα η καταγραφή εισόδου να αντιστοιχεί στη μία από τις δύο τάξεις.
Στην περίπτωση αυτή, η συνάρτηση απωλειών προκύπτει με απευθείας εφαρμογή του τύπου της
Cross εντροπίας για δύο μεταβλητές εξόδου και ονομάζεται Δυαδική Cross Εντροπία (Binary
Cross Entropy Loss). Η LBCE και η παράγωγός της δίνονται από τις σχέσεις:

LBCE = − 1

N

N∑
i=1

y∗i ln(yi + ϵ) + (1− y∗i ) ln(1− yi + ϵ) (2.27)

∂LBCE

∂yi
= − 1

N

N∑
i=1

y∗i
yi + ϵ

− 1− y∗i
1− yi + ϵ

(2.28)

Συχνά, σε προβλήματα ταξινόμησης οι έξοδοι του νευρωνικού δικτύου είναι λογάριθμοι
πιθανοτήτων αντί για πιθανότητες. Στην περίπτωση αυτή η Cross εντροπία και η Δυαδική Cross
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εντροπία ονομάζονται λογαριθμικές και οι σχέσεις 2.25, 2.27 γίνονται αντίστοιχα:

LCElog
= − 1

N

N∑
i=1

1

n

n∑
j=1

y∗ijyij (2.29)

LBCElog
= − 1

N

N∑
i=1

y∗i yi + (1− y∗i ) ln(1− eyi + ϵ) (2.30)

Γενικά, η χρήση λογαριθμικών πιθανοτήτων με τις αντίστοιχες συναρτήσεις απωλειών, βελτιώ­
νει τόσο την αριθμητική σταθερότητα του μοντέλου, όταν οι πιθανότητες είναι πολύ μικρές, όσο
και τη σύγκλιση, διότι επιβάλλονται μεγαλύτερες ποινές σε λανθασμένες πιθανότητες. Επιπρό­
σθετα, έχει μικρότερο κόστος υπολογισμού.

Τέλος, να σημειωθεί ότι τόσο η συνάρτηση MSE όσο και η MAE μπορούν να χρησιμο­
ποιηθούν και για προβλήματα ταξινόμησης, εάν κάθε υποψήφια κλάση ταυτοποιηθεί με τον αύ­
ξοντα αριθμό της (κωδικοποίηση ετικέτας) και ανατεθεί στο νευρωνικό δίκτυο να συμπεράνει
τον αριθμό κάθε κλάσης. Η προσέγγιση αυτή έχει μικρότερο υπολογιστικό κόστος, αφού το νευ­
ρωνικό δίκτυο έχει μόνο μία έξοδο, ωστόσο, εισάγει μία πλαστή αριθμητική ακολουθία, η οποία
επηρεάζει αρνητικά την απόδοση του δικτύου.

3. Συναρτήσεις Επιπέδων

Στην ενότητα αυτή περιγράφονται οι συναρτήσεις επιπέδων του νευρωνικού δικτύου, οι
οποίες υλοποιήθηκαν στα πλαίσια αυτής της εργασίας.

Γραμμική συνάρτηση: Αποτελεί τη συνηθέστερη συνάρτηση που συναντάται στα νευρω­
νικά δίκτυα. Για ένα επίπεδο με n εισόσους και m εξόδους (κόμβους), η γραμμική συνάρτηση
περιγράφεται από την σχέση

LinearFR = Wx+ b =


w1

Tx+ b1
w2

Tx+ b2
...

wm
Tx+ bm

 (2.31)

Τα διανύσματα εσωτερικών παραμέτρων wi, έχουν διάσταση n και καλούνται βάρη (weights),
ενώ οι παράμετροι bi καλούνται μεροληψίες (biases). Επομένως, η γραμμική συνάρτηση συνει­
σφέρει (n+1) ·m ρυθμιζόμενες εσωτερικές παραμέτρους στο νευρωνικό δίκτυο. Το ιακωβιανό
μητρώο της LinearFR ως προς το διάνυσμα εισόδου είναι:

Jx =


w1

T

w2
T

...
wm

T

 = W (2.32)

Τέλος, αν όλες οι παράμετροιwi και bi συγκεντρωθούν σε ένα διάνυσμα w, τέτοιο ώστε

wT =
[
w1

T w2
T . . . wm

T bT
]

(2.33)
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το ιακωβιανό μητρώο της LinearFR ως προς τις εσωτερικές παραμέτρους είναι:

Jw =

x
T . . . 0 1 . . . 0
... . . . ...

... . . . ...
0 . . . xT 0 . . . 1

 (2.34)

Ο μεγάλος αριθμός εσωτερικών πραμέτρων ενός γραμμικού επιπέδου, μπορεί να αυξήσει
δραματικά των συνολικό αριθμό παραμέτρων σε ένα πολυεπίπεδο νευρωνικό δίκτυο με μεγάλο
αριθμό εισόδων και εξόδων, δυσχεραίνοντας τόσο την εκπαίδευση του δικτύου όσο και την εγ­
κατάστασή του σε συσκευές με περιορισμένους διαθέσιμους πόρους, όπως μνήμη ή υπολογι­
στική ισχύ. Προκειμένου να μειωθεί ο αριθμός των παραμέτρων συχνά είναι δυνατό ο πίνακας
βαρώνW να προσεγγιστεί από ένα πίνακα χαμηλότερου βαθμούWlr. Η διαδικασία αυτή ονομά­
ζεται συμπίεση και εκτελείται με τη γνωστή παραγοντοποίηση ιδιαζουσών τιμών (Singular Value
Decomposition). Συγκεκριμένα, ο πίνακας W αναλύεται σε γινόμενο τριών πινάκων σύμφωνα
με τη σχέση:

W = UΣV T (2.35)

όπου U και V ημι­ορθοκανονικοί πίνακες (semi­unitary) με διαστάσεις m × r και n × r αντί­
στοιχα,Σ διαγώνιος r×r πίνακας με μη αρνητικές διαγώνιες τιμές και r = min(n,m) ο βαθμός
του πίνακα. Μία συμπιεσμένη προσέγγιση του W προκύπτει αν διατηρηθούν από τον Σ μόνο
οι τιμές εκείνες που είναι μεγαλύτερες από ένα προεπιλεγμένο όριο και από τους U και V οι
αντίστοιχες στήλες. Το όριο επιλέγεται κατάλληλα, ώστε το σφάλμα του δικτύου να μην αυξάνει
σημαντικά.

Η διαδικασία της συμπίεσης μπορεί να μειώσει το κόστος εκτέλεσης ενός εκπαιδευμένου
νευρωνικού δικτύου. Ωστόσο, το κόστος της εκπαίδευσης παραμένει υψηλό. Για τη μείωση του
ίδιου του κόστους της εκπαίδευσης κάποιες μέθοδολογίες εφαρμόζουν ένα ευρετικό κριτήριο
προκειμένου να προκαθορίσουν τους βαθμούς των μητρώων των βαρών ([10], [11], [12], [13],
[14]). Άλλες μέθοδοι επιχειρούν να επιλέξουν τον βέλτιστο βαθμό ταυτόχρονα με την αναγνώ­
ριση των βαρών κατά τη διάρκεια της εκπαίδευσης του νευρωνικού δικτύου ([15], [16]).

Για την εκμάθηση μιας γραμμικής συνάρτησης με προεπιλεγμένο χαμηλό βαθμό r, ο πίνα­
κας βαρών W εκφράζεται ως γινόμενο δύο πινάκωνW = UV T και η 2.31 παίρνει τη μορφή

LinearLR = UV Tx+ b =
[
u1 u2 . . . ur

]

v1

T

v2
T

...
vr

T

x+ b (2.36)

Με τον τρόπο αυτό τα στοιχεία wij δεν είναι ανεξάρτητα, αλλά προκύπτουν από τα στοιχεία
των πινάκων U και V στη μορφή wij =

∑
k=1 ruikvkj . Επομένως, για ένα γραμμικό επίπεδο

χαμηλού βαθμού αρκεί η αναγνώριση m · r + n · r βαρών αντί των n ·m βαρών του επιπέδου
πλήρους βαθμού.

Αν οι παράμετροι ui συγκεντρωθούν σε ένα διάνυσμα wu, τέτοιο ώστε

wu
T =

[
u1

T u2
T . . . ur

T
]

(2.37)
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το ιακωβιανό μητρώο της LinearLR σε σχέση με τις εσωτερικές παραμέτρουςwu είναι:

Jwu =

v1
Tx . . . 0 v2

Tx . . . 0 . . . vr
Tx . . . 0

... . . . ...
... . . . ... . . .

... . . . ...
0 . . . v1

Tx 0 . . . v2
Tx . . . 0 . . . vr

Tx

 (2.38)

Όμοια αν οι παράμετροι vi συγκεντρωθούν σε ένα διάνυσμα wv, τέτοιο ώστε

wv
T =

[
v1

T v2
T . . . vr

T
]

(2.39)

το ιακωβιανό μητρώο της LinearLR σε σχέση με τις εσωτερικές παραμέτρουςwv είναι:

Jwv =


u11x

T u12x
T . . . u1rx

T

u21x
T u22x

T . . . u2rx
T

...
... . . . ...

um1x
T um2x

T . . . u2rx
T

 (2.40)

Τέλος, τα ιακωβιανά μητρώα της LinearLR ως προς το διάνυσμα μεροληψιών b και το
διάνυσμα εισόδου x παραμένουν τα ίδια με τα αντίστοιχα μητρώα της LinearFR, δηλαδή:

Jb =

1 . . . 0
... . . . ...
0 . . . 1

 = Im (2.41)

Jx = W = UV T (2.42)

Ένα γραμμικό επίπεδο μπορεί να μοντελοποιήσει τη σχέση μεταξύ των δεδομένων εισόδου
και εξόδου, όταν αυτή είναι γραμμική. Ωστόσο, στην πράξη αυτό συμβαίνει σπάνια. Αντίθετα,
στην μεγάλη πλειοψηφία των προβλημάτων, η σχέση που συνδέει τις καταγραφές εισόδου με
τις μεταβλητές στόχους είναι μη γραμμική. Επομένως, το νευρωνικό δίκτυο είναι απαραίτητο
να διαθέτει επίπεδα τα μπορούν να εκφράσουν την υποκείμενη μη γραμμικότητα που περιέχεται
στα δεδομένα εκπαίδευσης. Το σκοπό αυτό εκπληρούν οι συναρτήσεις ενεργοποίησης (activation
functions), εκτελούν ένα μη γραμμικό μετασχηματισμό στην τιμή εσόδου τους.

Συνήθως, οι συναρτήσεις ενεγοποίησης δεν διαθέτουν παραμέτρους. Ωστόσο, στην εργα­
σία [17], οι συγγραφείς υποστηρίζουν, ότι προσαρμόσιμες συναρτήσεις ενεργοποίησης, δηλαδή
συναρτήσεις που διαθέτουν εσωτερική παράμετρο και κατά συνέπεια μπορούν να εκπαιδευτούν,
αποτελούν ένα απλό και αποτελεσματικό τρόπο για να αυξηθεί η αποτελεσματικότητα, η στιβα­
ρότητα και η ακρίβεια του νευρωνικού δικτύου.

Μερικές από τις τυπικότερες συναρτήσεις ενεργοποίησης, οι οποίες υλοποιήθηκαν στα
πλαίσια της εργασίας, παρουσιάζονται παρακάτω.

Sigmoid: Η σιγμοειδής συνάρτηση (σχ. 2.2) μετασχηματίζει την είσοδό της σε μία τιμή
μεταξύ του 0 και του 1. Γι’αυτό το λόγο, σε προβλήματα διαδικής ταξινόμησης, χρησιμοποιεί­
ται στο τελευταίο επίπεδο των νευρωνικών δικτύων, για τον υπολογισμό της τιμής εξόδου σε
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Σχήμα 2.2: Σιγμοειδής συνάρτηση και συνάρτηση ReLU

συνδυασμό με τη συνάρτηση Δυαδική Cross Εντροπία ως συνάρτηση απωλειών. Σε αυτή την
περίπτωση, η τιμή εξόδου του δικτύου ερμηνεύεται ως η πιθανότητα η καταγραφή είσοδου, να
αντιστοιχεί σε μία από τις δύο τάξεις. Για κάθε κόμβο i ενός σιγμοειδούς επιπέδου, η τιμή εξό­
δου και οι μερικές παράγωγοι ως προς την αντίστοιχη μεταβλητή εισόδου και την εσωτερική
παράμετρο αi δίνονται από τις παρακάτω σχέσεις:

σi(xi) =
1

1 + e−αixi
(2.43)

∂σi

∂xi
= αie

−αixiσ2
i = αiσi(1− σi) (2.44)

∂σi

∂αi
= xie

−(αixi)σ2
i = xiσi(1− σi) (2.45)

’Ενα μειονέκτημα της σιγμοειδούς συνάρτησης είναι ότι για πολύ μεγάλες ή πολύ μικρές τιμές
εισόδου η τιμή της συνάρτησης παραμένει πρακτικά σταθερή, κοντά στο 1 ή το μηδέν αντί­
στοιχα. Δηλαδή η ευαισθησία της συνάρτησης σε αυτά τα εύρη τιμών γίνεται πολύ μικρή. Σε
αυτή την περίπτωση, ο αλγόριθμος εκμάθησης δυσκολεύεται να προσαρμόσει τις παραμέτρους
του νευρωνικού δικτύου, ώστε να βελτιωθεί η έξοδος του δικτύου.

Συχνά, σε προβλήματα ταξινόμησης, αντί της σχέσης 2.43, χρησιμοποιείται ο λογάριθμός
της και συνδυάζεται με την Λογαριθμικη Δυαδική Cross Εντροπία.

LogSigmoidi = − ln (1 + e−αixi) (2.46)

Τέλος, μια συγγενής συνάρτηση της σιγμοειδούς είναι η υπερβολική εφαπτομένη (tanh), η
οποία μετασχηματίζει την είσοδό της σε μία τιμή μεταξύ του ­1 και του 1. Γενικά, η υπερβο­
λική εφαπτομένη έχει καλύτερη σύγκλιση από τη σιγμoειδή, αλλά δεν διαθέτει τη πιθανοτική
ερμηνεία της σιγμοειδούς. Η εξίσωση της συνάρτησης tanh είναι:

tanhi(xi) =
exi − e−xi

exi + e−xi
(2.47)

Softmax: Η συνάρτηση Softmax αποτελεί γενίκευση της σιγμοειδούς σε πολλές διαστάσεις.
Η Softmax δέχεται στην είσοδό της ένα διάνυσμα k πραγματικών τιμών και το μετατρέπει σε μία
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κατανομή πιθανότητας, με κάθε στοιχείο να εκφράζει μία πιθανότητα ανάλογη με την εκθετική
τιμή του. Για το λόγο αυτό χρησιμοποιείται σε συνδυασμό με την Cross εντροπία στο επίπεδο
εξόσου σε πολυταξικούς νευρωνικούς ταξινομητές, όπου για κάθε πιθανή κλάση υπολογίζεται
μία τιμή εξόδου, η οποία ερμηνεύεται ως η πιθανότητα η καταγραφή εισόδου να ανήκει στην
αντίστοιχη κλάση. Για κάθε κόμβο i ενός επιπέδου Softmax, η τιμή εξόδου και η παράγωγος ως
προς το στοιχείο j = 1, . . . k του διανύσματος εισόσου, είναι:

Softmaxi(x) =
exi−c∑k

j=1(e
xj−c)

(2.48)

∂Softmaxi

∂xj
=

{
−SoftmaxiSoftmaxj if i ̸= j

Softmaxi(1− Softmaxi) if i = j
(2.49)

όπου c κατάλληλη σταθερά που προστατεύει έναντι υπερχείλισης της εκθετικής συνάρτησης
(π.χ., c = maxki=1 xi). Προφανώς

∂Softmaxi

∂xj
=

∂Softmaxj

∂xi

δηλαδή το ιακωβιανό μητρώο είναι συμμετρικό.

Όμοια με τη σιγμοειδή, σε προβλήματα ταξινόμησης, αντί της σχέσης 2.48, χρησιμοποιείται
ο λογάριθμός της και συνδυάζεται με την Λογαριθμικη Cross Εντροπία.

LogSoftmaxi = xi − c− ln
k∑

j=1

(exj−c) (2.50)

Rectified Linear Unit (ReLU): Η συνάρτηση ReLU [18] (σχ. 2.2) διατηρεί τις θετικές
τιμές εισόδου αμεταβλητες, ενώ αντιστοιχίζει τις αρνητικές τιμές στο μηδέν. Αν και είναι μια
μη γραμμική συνάρτηση, η γραμμικότητά της στην περιοχή (0,+∞) της προσδίδει ιδιότητες
που την καθιστούν κατάλληλη για την εκπαίδευση πολυεπίπεδων νευρωνικών δικτύων με τη
μέθοδο της στοχαστικής καθόδου κλίσης. Ωστόσο, όταν οι τιμές εισόδου γίνονται αρνητικές, η
ReLU παρουσιάζει το ίδιο πρόβλημα με τη σιγμοειδή. Συγκεκριμένα, επειδή η τιμή εξόδου είναι
σταθερά μηδέν, η ευαισθησία της συνάρτησης είναι μηδενική με αποτέλεσμα να δυσχεραίνεται
η εκπαίδευση του δικτύου. Για την αντιμετώπιση του προβλήματος αυτού προτάθηκε [19] η
συνάρτηση LeakyReLU, όπου για αρνητική είσοδο η συνάρτηση δεν επιστρέφει μηδέν, αλλά
μια μικρή τιμή ανάλογη της εισόδου. Με τον τρόπο αυτό η ευαισθησία της συνάρτησης στο
διάστημα (−∞, 0) διατηρείται μη μηδενική.

Για κάθε κόμβο i ενός επιπέδου LeakyReLU, η τιμή εξόδου και οι μερικές παράγωγοι ως
προς την αντίστοιχη τιμή εισόδου και την εσωτερική παράμετρο αi δίνονται από τις παρακάτω
σχέσεις:

LeakyReLU i(xi) = max(c |αi|xi, |αi|xi) (2.51)

∂LeakyReLU i

∂xi
=

{
|αi| , if xi > 0

−c |αi| if xi < 0
(2.52)

∂LeakyReLU i

∂αi
=

{
sgn(αi)xi, if xi > 0

−c sgn(αi)xi if xi < 0
(2.53)
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Η σταθερά c καθορίζει την κλίση της παραγώγου για αρνητικά xi και παίρνει τιμές μεταξύ 0 και
1, ενώ για c = 0 προκύπτει η συνάρτηση ReLU.

Εκτός από την παραπάνω εκδοχή εκπαιδευόμενης LeakyReLU [17], όπου η εσωτερική πα­
ράμετρος επηρεάζει την τιμή εξόδου της συνάρτησης χωρίς όμως να μεταβάλεται η οριακή τιμή
μηδέν, έχουν προταθεί και άλλες παραλλαγές. Ειδικότερα, στην [20], οι συγγραφείς προτείνουν
την Parametric Linear Unit (PReLU), όπου η σταθερά c αποτελεί την ρυθμιζόμενη εσωτερική
παραμέτρο, ενώ στην [21] προτείνεται η Adaptive ReLU όπου η υπερπαράμετρος είναι η οριακή
τιμή, δηλαδή αντίστοιχα:

PReLU i = max(αixi,xi) (2.54)

AdaRelui =

{
xi, if xi > αi

αi if xi ≤ αi

(2.55)

Scaled Exponential Linear Unit (SELU): Στην εργασία [22], Klambauer κ.α., , παρουσί­
ασαν τα SNNs (Self­normalizing neural networks). Τα δίκτυα αυτά χρησιμοποιούν μία αντιστοι­
χία (mapping) η οποία, για κάθε παρατήρηση, αντιστοιχίζει τη μέση τιμή και τη μεταβλητότητα
ενός επιπέδου στο επόμενο, οι οποίες τελικά συγκλίνουν σε ένα σταθερό σημείο (fixed point).
Ο στόχος είναι να αντιμετωπιστεί το πρόβλημα των πολύ μικρών και πολύ μεγάλων παραγώγων
σε βαθιά, πλήρως συνδεδεμένα, FNNs. ροκειμένου να επιτευχθεί η σύγκλιση στο σταθερό ση­
μείο, οι συγγραφείς εισάγουν τη συνάρτηση ενεργοποίησης SELU, της οποίας ο ορισμός και η
παράγωγος, είναι:

SELU i(xi) = λ

{
x if x > 0

α(exi − 1) if x ≤ 0
(2.56)

∂SELU i

∂xi
= λ

{
1 if x > 0

αexi if x ≤ 0
(2.57)

Οι σταθερές α και λ είναι προκαθορισμένες με τιμές

α = 1.6732632423543772848170429916717 (2.58)
λ = 1.0507009873554804934193349852946 (2.59)

Πολυώνυμα Hermite: Στην [23], Ma κ.α., πρότειναν οι συναρτήσεις ενεργοποίησης των
κόμβων ενός επιπέδου να είναι μία σειρά από διαδοχικά πολυώνυμα Hermite. (σχ. 2.3). Τα πο­
λυώνυμα Hermite είναι ορθοκανονικά και επομένως προσθήκη κόμβων ισοδυναμεί με αύξηση
του βαθμού της σειράς των πολυωνύμων, και κατά συνέπεια επιτρέπει την αύξηση της προσεγγι­
στικής ικανότητας του δικτύου. Οι συγγραφείς υποστήριξαν ότι αυτό το νευρωνικό είχε βελτιω­
μένη απόδοση συγκρινόμενο με την κλασική σιγμοειδή συνάρτηση ενεργοποίησης σε πληθώρα
προβλημάτων. Ωστόσο, παραδέχονται ότι το γεγονός ότι η είσοδος σε κάθε κόμβο, δηλαδή σε
κάθε πολυώνυμο, είναι διαφορετική, καταστρέφει την ορθοκανονικότητα μεταξύ των χρησιμο­
ποιούμενων πολυωνύμων γεγονός που επιδρά αρνητικά στην επίδοση του δικτύου.

Για να αντιμετωπιστεί το πρόβλημα αυτό, Τσεκούρας κ.α., ([24]) πρότειναν τη χρήση ξε­
χωριστών πολυωνυμικών σειρών Hermite σε κάθε κόμβο (σχ. 2.4). Τα πολυώνυμα κάθε σειράς
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Σχήμα 2.3: Τυπικό FNN με πολυώ­
νυμα Hermite
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Σχήμα 2.4: Τροποποιημένο FNN με πολυώνυμα
Hermite

χρησιμοποιούν την ίδια είσοδο και παραμένουν ορθοκανονικά. Για την εκπαίδευση του δικτύου
χρησιμοποιήθηκε ο γενετικός αλγόριθμος ABC Artificial Bee Colony). Στα πλαίσια αυτής της
εργασίας, υλοποιήθηκε η παραλλαγή Τσεκούρα, με τη διαφορά ότι η εκπαίδευση του δικτύου γί­
νεται με τη μέθοδο της καθόδου κλίσης. Για κάθε κόμβο i ενός Hermite επιπέδου, η τιμή εξόδου
και η μερική παράγωγος ως προς την μεταβλητή εισόδου είναι οι εξής:

Hermitei(xi) =

k∑
j=1

Hj(xi) (2.60)

∂Hermitei
∂xi

=

k∑
j=1

H ′j(xi) (2.61)

όπου k ο βαθμός των πολυωνυμικής σειράς, ενώ τα πολυώνυμα Hermite και η παράγωγός τους
δίνονται από τις παρακάτω επαναληπτικές σχέσεις:

Hk(x) = 2xHk−1(x)− 2(k − 1)Hk−2(x) (2.62)
H ′k(x) = 2Hk−1(x) + 2xH ′(x)k−1 − 2(k − 1)H ′k−2(x) (2.63)

με H0(x) = 1,H−1(x) = 0 καιH ′0(x) = H ′−1 = 0.

Πολυωνυμικό δίκτυο: Πρόσφατα, στην [25], Χρυσός κ.α., πρότειναν τα Π­nets, ένα νέο
τύπο πολυωνυμικών νευρωνικών δικτύων, τα οποία επιχειρούν να μάθουν μία συνάρτηση, όπου
κάθε στοιχείο εξόδου εκφράζεται ως ένα πολυώνυμο όλων των στοιχείων εισόδου. Ειδικότερα,
οι συγγραφείς μελέτησαν τρεις παραλλαγές δικτύων, όπου τα ενδιάμεσα επίπεδα εκφράζονται
από τις ακόλουθες επαναληπτικές σχέσεις αντίστοιχα:

Model 1: xn = (Anx0)⊙ xn−1 + xn−1, x1 = Ax0 (2.64)
Model 2: xn = (Anx0)⊙ (Snxn−1 +Bnbn), x1 = (Ax0)⊙ (B1b1) (2.65)
Model 3: xn = (Anx0)⊙ (Snxn−1 +Bnbn) + Vnxn−1, x1 = (Ax0)⊙ (B1b1) (2.66)
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και το επίπεδο εξόδου είναι
y = Cxm + β (2.67)

Από τις παραπάνω σχέσεις παρατηρεί κανείς ότι η έξοδος του επιπέδου n εξαρτάται άμεσα,
εκτός από την έξοδο του προηγούμενου επιπέδου, και από την αρχική είσοδο x0. Τα μητρώα
An ∈ Rk×d, Sn ∈ Rk×k, Bn ∈ Rk×w, Vn ∈ Rk×k και C ∈ Ro×k και τα διανύσματα bn ∈ Rw

και β ∈ Ro, όπου d και o η διάσταση των διανυσμάτων εισόδου και εξόδου αντίστοιχα και k και
w επιλεγόμενες διαστάσεις, περιλαμβάνουν τις εσωτερικές παραμέτρους του μοντέλου.

Από τη σχέση 2.66, με εκτέλεση των πράξεων προκύπτει:

xn = (Anx0)⊙ (Snxn−1) + (Anx0)⊙ (Bnbn) + Vnxn−1 (2.68)

Στην παρούσα εργασία, υλοποιήθηκε μια απλοποιημένη μορφή της παραπάνω σχέσης και συγ­
κεκριμένα:

xn = (ALnx0 + bLn)⊙ xn−1 + (ABnx0 + bBn) (2.69)
= (ALnx0)⊙ xn−1 +ABnx0 + bLn ⊙ xn−1 + bBn (2.70)

x1 = AB1x0 + bB1 (2.71)

όπου τα μητρώα ALn ∈ Ro×d, ABn ∈ Ro×d και τα διανύσματα bLn ∈ Ro, bBn ∈ Ro περι­
λαμβάνουν τις παραμέτρους του μοντέλου. Για τη μείωση του αριθμού των παραμέτρων είναι
δυνατό, στη σχέση 2.69, αντί για μητρώα πλήρους βαθμού, να χρησιμοποιηθούν μητρώα χαμη­
λού βαθμού (εξ. 2.36). Τέλος, οι παράγωγοι ως προς τις παραμέτρους και το διάνυσμα εισόδου
προκύπτουν εύκολα με παραγώγιση της σχέσης 2.69 και χρήση των αντίστοιχων παραγώγων της
γραμμικής συνάρτησης.
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Κεφάλαιο 3

Επιλογή Χαρακτηριστικών με τη μέθοδο BSA

Ως επιλογή χαρακτηριστικών ορίζεται το πρόβλημα της εύρεσης ενός βέλτιστου υποσύνο­
λου χαρακτηριστικών, προκειμένου να χρησιμποιηθούν σε ένα μοντέλο ταξινόμησης ή παλιν­
δρόμησης. Αποτελείται από δύο μέρη, και συγκεκριμένα, έναν αλγόριθμο αναζήτησης, ο οποίος
προτείνει νέα υποσύνολα και μία συνάρτηση αξιολόγησης, η οποία τα βαθμολογεί.

Οι εξελικτικοί αλγόριθμοι έχουν χρησιμοποιηθεί εκτεταμένα για την διερεύνηση του χώ­
ρου των πιθανών χαρακτηριστικών. Αυτοί οι αλγόριθμοι βασίζονται σε τρεις βασικές έννοιες,
τα σωματιδία (particles), τα οποία αντπροσωπεύουν υποψήφιες λύσεις του προβλήματος, τις
θέσεις (positions), οι οποίες αποτελούν τις τιμές των σωματιδίων σε κάθε επανάληψη και ταχύ­
τητες (velocities), οι οποίες είναι οι κατευθύνσεις στις οποίες επιδιώκεται η αλλαγή της θέσης
των σωματιδίων. Στα πλαίσια της επιλογής χαρακτηριστικών τα σωματίδια αντιπροσωπεύουν
διαφορετικούς συνδυασμοούς χαρακτηριστικών.

Η βελτιστοποίηση σμήνους σωματιδίων (Particle Swarm Optimization ή PSO) έχει επα­
νειλημμένα εφαρμοσθεί για την επιλογή χαρακτηριστικών, κυρίως λόγω της επιτυχίας της σε
προβλήματα συνεχούς βελτιστοποίησης. Πλήρεις μελέτες για τη χρήση του αλγορίθμου PSO
για την επίλυση του προβλήματος της επιλογής χαρακτηριστικών μπορούν να βρεθούν σε [26],
[27], [28] και [29]. Δύο πολύ καλά μελετημένες κλάσης διακριτών αλγορίθμων PSO είναι ο
διαδικός PSO (BPSO) ([30], [31], [32], [33], [34], [35], [36], [37]) και ο PSO βασισμένος σε
υποσύλα (Set­based PSO) ([38], [39], [40], [41]). Στην οικογένεια BPSO, οι θέσεις των σωμα­
τιδίων είναι σειρές bit, όπου τιμές 1 και 0 δηλώνουν αντίστοιχα επιλεγμένα και απορριπτόμενα
χαρακτηριστικά. Οι αλγόριθμοι Set­based PSO ορίζουν τις θέσεις σωματιδίων και τις ταχύτητας
ως σύνολα και κατασκευάζουν αλληλεπιδράσεις μεταξύ τους, οι οποίες οδηγούν σε νέα ζεύγη
θέσεων­ταχυτήτων.

Πρόσφατα, Civicioglou κ.α., πρότειναν ένα νέο αλγόριθμο συνεχούς βελτιστοποίησης ο
οποίος καλείται βελτιστοποίηση με αναδρομική αναζήτηση (Backtracking Search Optimization
ή BSA) [42]. Σύμφωνα με τους ερευνητές ο αλγόριθμος απέδοσε εξαιρετικά, ξεπερνώτας αρ­
κετούς άλλους διαδεδομένους εξελικτικούς αλγορίθμους συμπεριλαμβανομένου και του PSO,
σε ένα ευρύ φάσμα δοκιμών. Στην [43], Τσεκούρας κ.α., πρότειναν μια τροποποιημένη έκδοση
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του αλγορίθμου BSA (MBSA) και την εφάρμοσαν με επιτυχία για την εκπαίδευση ενός νευρο­
ασαφούς δικτύου με αντικείμενο τη μοντελοποίηση της αναδιάταξης ακτογραμμής.

Στο κεφάλαιο αυτό, εξετάζεται η δυνατότητα της χρήσης του αλγορίθμου BSA για συν­
δυαστική βελτιστοποίηση στα πλαίσια της επιλογής χαρακτηριστικών. Για το σκοπό αυτό, ανα­
πτύσσονται δυο παραλλαγές του διαδικού PSO στην [44] (Novel Binary PSO ή NBPSO) και του
Set­based PSO στην [45] (SBPSO), όπου στην ουσία ο αλγόριθμος PSO αντικαθίσταται από τον
αλγόριθμο MBSA. Οι νέοι αλγόριθμοι συγκρίνονται με τους αντίστοιχους αλγορίθμους PSO,
στην επιλογή χαρακτηριστικών για την ταξινόμηση συνόλων δεδομένων από τη βάση δεδομέ­
νων μηχανικής μάθησης UCI [46].

1. Αλγοριθμική ανασκόπηση

1.1 Βελτιστοποίηση σμήνους σωματιδίων (PSO)

Η βασική εκδοχή του αλγορίθμου PSO [47] ξεκινά με ένα σύνολο τυχαίων ζευγών θέσεων­
ταχυτήτων για ένα σμήνος σωματιδίων. Σε κάθε επανάληψη, για κάθε σωματίδιο i, η τρέχουσα
θέση, η βέλτιστη γνωστή θέση (προσωπική βέλτιστη θέση) (Ppi) και η βέλτιστη γνωστή θέση
από όλα τα σωματίδια (καθολική βέλτιστη θέση) (Pg), συνδυάζονται σε ένα νέο ζεύγος ταχύτητας­
θέσης του σωματιδίου. Ο αλγόριθμος 1 δείχνει τον ψευδοκώδικα για την βασική εκδοχή του
αλγορίθμου PSO, στα πλαίσια του προβλήματος της ελαχιστοποίησης. Τέσσερις παράμετροι,
ω, ϕp, ϕg και lr, επιτρέπουν τη ρύθμιση της απόδοσης του PSO. Οι τρεις πρώτες ελέγχουν την
επίδραση της τρέχουσας θέσης και ταχύτητας, και των προσωπικών και καθολικών βέλτιστων
θέσεων, στη νέα ταχύτητα, ενώ ο ρυθμός εκμάθησης lr καθορίζει την επίδραση της νέας ταχύ­
τητας στη νέα θέση.

Ο πρώτος δυαδικός PSO προτάθηκε από τον Eberhart κ.α., [48]. Η κύρια ιδέα είναι να δια­
τηρηθεί η συνεχής φύση της ταχύτητας και να εισαχθεί η σιγμοειδής συνάρτηση για τη συσχέτιση
των συνεχών ταχυτήτων με τις διακριτές θέσεις. Τότε για όλα τα χαρακτηριστικά j η εξίσωση
15 του αλγορίθμου 1 παίρνει τη μορφή

Pi[j] = (U(0, 1) <
1

1 + e−Vi[j]
? 1 : 0) (3.1)

Στην παραπάνω σχέση χρησιμοποιήθηκε ο τελεστής συνθήκης, της γλώσσας προγραμμα­
τισμού C, για την επισήμανση λογικών προτάσεων εάν­τότε (if­else), σύμφωνα με την ακόλουθη
σύνταξη

Μεταβλητή = Συνθήκη ? Τιμή εάν Αληθής : Τιμή εάν Ψευδής

Διαισθητικά, στον αλγόριθμο BPSO η ταχύτητα μπορεί να θεωρηθεί ως η πιθανότητα ένα
στοιχείο της θέσης ενός σωματιδίου να είναι 0 ή 1. Ωστόσο, μία τέτοια ερμηνεία είναι προβλη­
ματική ([32], [44]). Στον συνεχή PSO, η ταχύτητα καθοδηγεί την τρέχουσα θέση του σωματιδίου
προς το βέλτιστο και μεγάλες απόλυτες τιμές καταδεικνύουν ότι απαιτείται μεγάλη αλλαγή στη
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Αλγόριθμος 1: Βελτιστοποίηση σμήνους σωματιδίων
/* Initialization */

1 P1 ← U(blow, bup);
2 V1 ← U(blow − bup, bup − blow) ;
3 Pp1 ← P1 ;
4 Pg ← Pp1 ;
5 for i = 2 toNparticles do
6 Pi ← U(blow, bup);
7 Vi ← U(blow − bup, bup − blow) ;
8 Ppi ← Pi ;
9 if Cost(Pi) < Cost(Pg) then Pg ← Pi ;
10 end for

/* Loop until certain termination criteria are met */
11 while Convergence == false do
12 for i = 1 toNparticles do
13 rp, rg ← U(0, 1);
14 Vi ← ωVi + ϕprp ⊙ (Ppi − Pi) + ϕgrg ⊙ (Pg − Pi);
15 Pi ← Pi + lr Vi;
16 if Cost(Pi) < Cost(Ppi) then
17 Ppi ← Pi;
18 if Cost(Pi) < Cost(Pg) then Pg ← Pi ;
19 end if
20 end for
21 end while

θέση, ενώ μια μηδενική ταχύτητα είναι ενδεικτική της επίτευξης σύγκλισης. Στον αλγόριθμο
BPSO, μεγάλες τιμές της ταχύτητας καθοδηγούν, με μεγάλη πιθανότητα, τα bit της θέσης σε
τιμές 0 ή 1, εμποδίζοντας με αυτό τον τρόπο την ευρεία εξερεύνηση του χώρου των χαρακτηρι­
στικών (exporation). Από την άλλη, μηδενική ταχύτητα προκαλεί εντελώς τυχαίες αναθέσεις στα
bit της νέας θέσης, γεγονός που επηρεάζει αρνητικά την εκμεταλλευσιμότητα της πληροφορίας
των προηγούμενων θέσεων (exploitation).

Ένας δυαδικός αλγόριθμος PSO που επιχειρεί να υπερκεράσει τα μειονεκτήματα του αρχι­
κού BPSO παραουσιάζεται στο [44]. Ο προτεινόμενος αλγόριθμος, καλείται νέος δυαδικός PSO
(NBPSO), και συνδυάζει την πιθανολογική ερμηνεία της ταχύτητας από τον αλγόριθμο BPSO
με τη φυσική ερμηνεία ως ρυθμός της αλλαγής από τον συνεχή PSO. Αυτό επιτυγχάνεται με την
εισαγωγή δύο ενδιάμεσων διανυσμάτων ταχύτητας, V 1

i και V 0
i , για κάθε σωματίδιο i, τα οποία

εκφράζουν την πιθανότητα ότι η τιμή ενός bit πρέπει να αντιστραφεί από 0 σε 1 και αντίστροφα.

Σε κάθε επανάληψη, και τα δύο αυτά διανύσματα ενημερώνονται με βάση τον διαισθητικό
κανόνα ότι, για μία δεδομένη τιμή b του bit j (0 ή 1) μίας βέλτιστης θέσης (προσωπικής ή καθολι­
κής), η πιθανότητα να τεθεί το αντίστοιχο bit της νέας θέσης στην τιμή b, θα πρέπει να αυξάνεται,
ενώ η πιθανότηα να τεθεί στη συμπλρωματική τιμή b̃, θα πρέπει να μειώνεται. Συγκεκριμένα,

V 1
i [j]← ωV 1

i [j] + d1ij,p + d1ij,g

V 0
i [j]← ωV 0

i [j] + d0ij,p + d0ij,g
(3.2)

όπου
dbij,w = cwrw

db̃ij,w = −cwrw
(3.3)

Στις παραπάνω σχέσεις, ο δείκτης w παίρνει τιμές p και g και επισημαίνει την προσωπική βέλτι­
στη και καθολική βέλτιστη θέση, cw είναι θετικές παράμετροι, επιλεγόμενες από το χρήστη και
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rw τυχαίοι αριθμοί ∈ [0, 1].

Τέλος, η νέα τιμή για κάθε bit υπολογίζεται με την εφαρμογή της εξίσωσης:

Pi[j] = U(0, 1) <
1

1 + e−V
c
i [j]

? P̃i[j] : Pi[j], (3.4)

όπου στην ταχύτητα κάθε bit j, V c
i [j], ανατίθεται η τιμή που υπολογίζεται από το συμπλήρωμα

της τρέχουσας τιμής, δηλαδή

V c
i [j] = Pi[j] == 0 ? V 1

i [j] : V 0
i [j] (3.5)

Ο αλγόριθμος PSO με βάση σύνολα στο [45] (SBPSO) ακολουθεί μια διαφορετική προ­
σέγγιση στο πρόβλημα της συνδυαστικής βελτιστοποίησης. Εδώ, η θέση Pi του σωματιδίου i
είναι μέλος του δυναμοσυνόλου P (D), όπουD είναι το πεδίο τιμών, ενώ η ταχύτηταVi ορίζεται
ως ένα σύνολο πράξεων, και συγκεκριμένα, προσθέσεων και αφαιρέσεων στοιχείων, οι οποίες
οδηγούν σε μία νέα θέση. Οι αλληλεπιδράσεις μεταξύ θέσεων και ταχυτήτων καθορίζονται από
τους παρακάτω έξι τελεστές:

1. Πρόσθεση δύο Ταχυτήτων, V1 ⊕V2, ορίζεται ως η ένωση δύο συνόλων πράξεων και απο­
δίδει μία νέα ταχύτητα, V1⊕2 = V1 ∪ V2

2. Διαφορά δύο Θέσεων, P1 ⊖ P2, ορίζεται ως το σύνολο πράξεων, το οποίο μετατρέπει P2

σε P1, δηλ., πρόσθεση των στοιχείων του P1 που δεν υπάρχουν στο P2 και αφαίρεση των
στοιχείων του P2 που δεν υπάρχουν στο P1, και αποδίδει μια νέα ταχύτητα
V1⊖2 = ({+} × P1 \ P2) ∪ ({−} × P1 \ P2)

3. Πολλαπλασιασμός Ταχύτητας με Βαθμωτό, α ⊗ V , ορίζεται το τυχαίο υποσύνολο του V
με ⌊α|V |⌋ στοιχεία. Κατά συνέπεια, α ∈ [0, 1], 0⊗ V = ∅ και 1⊗ V = V .

4. πρόσθεση Ταχύτητας με Θέση, V ⊞ P , ορίζεται ως η εφαρμογή όλων των πράξεων στο
σύνολο ταχύτητας στη θέση και αποδίδει μία νέα θέση PV ⊞P = V (P ).

5. Αφαίρεση στοιχείων της Τομής SI = P ∩Pp ∩Pg από τη Θέση P , β ⊙− SI , ορίζεται ως
το σύνολο διαγρφών (δηλ., μία νέα ταχύτητα) Nβ,SI

στοιχείων του SI από το P , όπου

Nβ,S = min(|S|, ⌊β⌋+ 1) (3.6)

και 1 = U(0, 1) < β − ⌊β⌋?1 : 0.

6. Προσθήκη στοιχείων εκτός της ΕνωσηςSU = P ∪Pp∪Pg στη ΘέσηP , β⊙+
k SU , ορίζεται

ως το σύνολο προσθέσεων N
β,SU

στοιχείων του SU στο P , όπου N
β,SU

δίνεται από
την εξίσωση 3.6. Προκειμένου να γίνει η επιλογή κάθε νέου στοιχείου, προστίθεται στη
θέση ένα νέο τυχαίο στοιχείο από το SU και αξιολογείται η αντικειμενική συνάρτηση.
Συνολικά δοκιμάζονται στοιχεία, και το στοιχείο που πέτυχε τη βέλτιστη βαθμολογία
σημειώνεται προς προσθήκη. Η διαδικασία επαναλαμβάνεται, ώσπου να επιλεχθούν όλα
τα Nβ,SU

στοιχεία (k­tournament).
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Με βάση τον ορισμό των έξι παραπάνω πράξεων ο συνεχής αλγόριθμος PSO μπορεί με ευκολία
να εφαρμοστεί σε προβλήματα συνδυαστικής βελτιστοποίησης. Συγκεκριμένα, οι σχέσεις για
την ενημέρωση της ταχύτητας και της θέσης (γραμμές 14 και 15 στον αλγόριθμο 1) γίνονται

Vi ← ϕprp ⊗ (Ppi ⊖ Pi)⊕ ϕgrg ⊗ (Pg ⊖ Pi)

⊕(ϕara ⊙+
k SUi)⊕ (ϕrrr ⊙− SIi)

(3.7)

και
Pi ← Pi ⊞ Vi, (3.8)

όπου ϕp, ϕg ∈ [0, 1], ϕa, ϕr ∈ [0, |U |], ri ∈ U(0, 1), SIi = Pi ∩ Ppi ∩ Pg

και SUi = D \ Pi ∪ Ppi ∪ Pg.

1.2 Bελτιστοποίηση με αναδρομική αναζήτηση (BSA)

Η βελτιστοποίηση με αναδρομική αναζήτηση (BSA) [42] χρησιμοποιεί έναν ιστορικό πλη­
θυσμό, δηλ., ένα σύνολο προηγούμενων θέσεων, προκειμένου να οδηγήσει την εξέλιξη ενός
αρχικά τυχαίου πληθυσμού. Σε κάθε επανάληψη, ανατίθεται σε κάθε σωματίδιο μία τυχαία θέση
από τον ιστορικό πληθυσμό. Αυτή χρησιμοποιείται για τον υπολογισμό της ταχύτητας του σω­
ματιδίου, ως η διαφορά της από την τρέχουσα θέση του σωματιδίου. Στη συνέχεια, όμοια με τον
αλγόριθμο PSO, λαμβάνεται μία νέα υποψήφια θέση (μετάλλαξη) ως συνδυασμός της τρέχουσας
θέσης με την υπολογισμένη ταχύτητα. Εάν κάποιο μεταλλαγμένο στοιχείο βρίσκεται εκτός των
επιτρεπόμενων ορίων τιμών, τότε παίρνει μία τυχαία τιμή εντός των ορίων.

Αντίθετα, όμως, με τον PSO, οι υποψήφιες θέσεις δεν αξιολογούνται κατευθείαν, αλλά με­
σολαβεί ένα επιπλέο στάδιο διασταύρωσης, το οποίο στοχεύει να αυξήσει την ποικιλία του νέου
δοκιμαστικού πληθυσμού. Ειδικότερα, η μετάλλαξη ενός συνόλου τυχαία επιλεγμένων στοιχείων
απορρίπτεται και αυτά παραμένουν αμετάβλητα. Με ρίψη νομίσματος αποφασίζεται εάν η με­
τάλλαξη θα γίνει αποδεκτή μόνο για ένα ή για περισσότερα τυχαία στοιχεία. Με δεύτερη ρίψη,
στην αρχή κάθε επανάληψης, αποφασίζεται αν ο προηγούμενος ιστορικός πληθυσμός θα δια­
τηρηθεί ή θα ανανεωθεί με αντικατάστασή του από τον τρέχων πληθυσμό. Η συμπεριφορά του
αλγορίθμου BSA επηρεάζεται από δύο κύριες παραμέτρους, και συγκεκριμένα, το ρυθμό εκμά­
θησης lr, που ελέγχει την επίδραση της ταχύτητας στην νέα υποψήφια θέση και το ρυθμό ανά­
μειξηςmr, ο οποίος επηρεάζει το βαθμό ανάμειξης ανάμεσα στην μετάλλαξη και την τρέχουσα
θέση. Ο αλγόριθμος 2 παρουσιάζει τον ψευδοκώδικα του BSA.

Στη [43], Τσεκούρας κ.α., ισχυρίζονται ότι η χρήση του ιστορικού πληθυσμού και η έλλειψη
στρατηγικής που να αυξάνει την ποικιλομορφία του πληθυσμού στο στάδιο της μετάλλαξης,
μπορεί να προκαλέσουν στον βασικό BSA κακή ισορροπία μεταξύ της εκμεταλλευσιμότητας
και της εξερευνητότητας, παρουσιάζοντας έτσι φτωχά χαρακτηριστικά σύγκλισης, όπως αργή ή
πρόωρη σύγκλιση. Ως θεραπεία προτείνουν τρεις τροποποιήσεις.

Η πρώτη τροποποίηση αφορά στη λειτουργία της μετάλλαξης και επιτρέπει τη χρήση της
βαθμολογίας των σωματιδίων στον τρέχοντα πληθυσμό. Συγκεκριμένα, σε κάθε τρέχουσα θέση
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Αλγόριθμος 2: Bελτιστοποίηση με αναδρομική αναζήτηση
/* Initialization */

1 for i = 1 toNparticles do
2 Pi ← U(blow, bup);
3 Phi ← U(blow, bup);
4 end for
/* Loop until certain termination criteria are met */

5 while Convergence == false do
/* Coinflip for new historical population */

6 if U(0, 1) < U(0, 1) then Ph← P ;
/* Obtain new historical population */

7 Ph← Permute(Ph);
/* Mutation */

8 for i = 1 toNparticles do
9 ϵ← N(0, 1);
10 Pmi ← Pi + lr ϵ(Phi − Pi);

/* Boundary Control */
11 for j = 1 toNfeatures do
12 if Pmi[j] < blow||Pmi[j] > bup then
13 Pmi[j] = blow + U(0, 1)(bup − blow)
14 end if
15 end for
16 end for

/* Crossover */
17 m0 ← mrNfeatures;

/* Coinflip to allow single element mutation */
18 if U(0, 1) < U(0, 1) then m0 ← 0;
19 for i = 1 toNparticles do
20 mi ← m0 == 0 ? 1 : m0U(0, 1));

/* Random mixing vector with mi zeros and Nfeatures −mi ones */
21 b← BooleanV ector(mi);
22 for j = 1 toNfeatures do
23 Pci[j]← b[j] == 1 ? Pi[j] : Pmi[j] ;
24 end for
25 end for
26 for i = 1 toNparticles do
27 if Cost(Pci) < Cost(Pi) then Pi ← Pci ;
28 end for
29 end while

Pi ανατίθεται η πιθανότητα pri, σύμφωνα μα τη σχέση

pri = 1− Rank(Pi)

Nparticles
(3.9)

Στη συνέχεια παράγεται ένας τυχαίος αριθμός, που αντιπροσωπεύει το όριο πιθανότητας, σύμ­
φωνα με το οποίο θα επιλεγεί τυχαία ένα σωματίδιο, από το υποσύνολο των σωματιδίων με
πιθανότητα υψηλότερη από το τυχαίο όριο. Η διαδικασία αυτή επαναλαμβάνεται ωσότου σχη­
ματιστεί ένας νέος, βαθμολογημένος, πληθυσμός (rank population) Pr μεNparticles σωματίδια.
Για κάθε σωματίδιο, υπολογίζεται ένα διάνυσμα ταχύτητας ως η διαφορά της τρέχουσας θέσης
από την αντίστοιχη θέση στο βαθμολογημένο πληθυσμό. Η εξίσωση μετάλλαξης (γραμμή 10
στον αλγόριθμο 2) τροποποιείται αντίστοιχα, ώστε

Pmi ← Pi + lrϵ(Phi − Pi) + β(Pri − Pi), (3.10)

όπου β ∈ U(−1, 1).

Η δεύτερη προτεινόμενη τροποποίηση αναφέρεται στην λειτουργία της διασταύρωσης, όπου
αφαιρείται η περίπτωση της μετάλλαξης ενός μόνο στοιχείου. Συγκεκριμένα, η ανάθεσηm0 στη
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γραμμή 18 του αλγορίθμου 2 αντικαθίσταται με

m0 ← Nfeatures (3.11)

Τέλος, επίσης τροποποιείται και ο έλεγχος ορίων του βασικού αλγορίθμου. Όταν ένα με­
ταλλαγμένο στοιχείο μίας θέσης βρεθεί εκτός των αποδεκτών ορίων, τότε αντί να τοποθετείται
τυχαία εντός του επιτρεπτού πεδίου τιμών, απλά μετακινείται στο όριο. Η γραμμή 13 του αλγο­
ρίθμου 2 γίνεται

Pmi[j] = Pmi[j] < blow ? blow : (Pmi[j] > bup ? bup : Pmi[j]) (3.12)

1.3 Διακριτή Βελτιστοποίηση με αναδρομική αναζήτηση

Το γεγονός ότι οι αλγόριθμοι MBSA και PSO χρησιμοποιούν παρόμοιες εξισώσεις για την
ενημέρωση ταχύτητας και θέσης (εξίσωση 3.10 και γραμμές 14, 15 στον αλγόριθμο 1), επιτρέπει
την κατασκευή αλγορίθμων διακριτής βελτιστοποίησης βασισμένων στις αντίστοιχες παραλλα­
γές του PSO. Συγκεκριμένα, με απλή αντικατάσταση του PSO από τον MBSA στον δυαδικό
αλγόριθμο PSO προκύπτει μια δυαδική έκδοση του MBSA (NBBSA). Όμοια αντικαθιστώντας
τον PSO στην παραλλαγή SBPSO προκύπτει η αντίστοιχα έκδοση του MBSA που βασίζεται σε
σύνολα (SBBSA).

Και στους δύο αλγορίθμους, PSO και BSA, η πράξη της ενημέρωσης παράγει μία νέα θέση
συνδυάζοντας ένα ζεύγος ταχυτήτων, οι οποίες ορίζονται ως η απόσταση της τρέχουσας θέσης
από μία προηγούμενη. Και στις δύο περιπτώσεις, οι προηγούμενες θέσεις καταγράφουν καλούς
συνδυασμούς χαρακτηριστικών, οι οποίοι επηρεάζουν την εξέλιξη των σωματιδίων. Στην πε­
ρίπτωση του PSO, οι δύο ταχύτητες χρησιμοποιούν την προσωπική και την καθολική βέλτιστη
θέση, ενώ στην περίπτωση τουMBSA, η περιστασιακή ανανέωση του ιστορικού πληθυσμού, που
επιτυγχάνεται με την αντικατάστασή του από τον τρέχοντα πληθυσμό (γραμμή 6 στον αλγόριθμο
2), υπονοεί ότι ο ιστορικός πληθυσμός σταδιακά βελτιώνεται. Επιπρόσθετα, ο βαθμολογημένος
πληθυσμός περιλαμβάνει τα καλύτερα σωματίδια από τον τρέχοντα πληθυσμό.

Κατά συνέπεια, η ενσωμάτωση του MBSA στους αλγορίθμους NBPSO και SBPSO είναι
απλή. Ειδικότερα, η προσωπική βέλτιστη και η καθολική βέλτιστη θέση στις εξισώσεις 3.2 και
3.7 αντικαθίστανται από τις θέσεις του MBSA από τον ιστορικό και τον βαθμολογημένο πληθυ­
σμό αντίστοιχα.

2. Πειραματική αξιολόγηση

Σε αυτή την ενότητα συγκρίνονται οι δύο παράλλαγες του MBSA για διακριτή βελτιστο­
ποίηση, και συγκεκριμένα ο δυαδικός MBSA (NBBSA) και o MBSA βασισμένος σε σύνολα
(SBBSA) με τους αντίτοιχους αλγορίθμους PSO (NBPSO και SBPSO). Η σύγκριση αφορά την
επιλογή χαρακτηριστικών σε ένα σύνολο προβλημάτων ταξινόμησης από τη βάση δεδομένων
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Πίνακας 3.1: Χαρακτηριστικά συνόλων δεδομένων
Δεδομένα Καταγραφές Χαρακτηριστικά ΚλάσειςΕκπαίδευση Δοκιμή Πλήθος Απορριφθέντα
Arrhytmia 452 280 5 13
Audiology 200 26 70 1 24
Bands 540 39 2
Autism 704 20 2
BreastTissue 106 9 6
Dermatology 366 34 6
Glass 214 10 1 6
Hill­Valley 606 606 100 2
Horse­Colic 300 68 36 2 2
Ionosphere 351 34 2
Musk1 476 168 2 2
Myocardical 1700 124 2 8
Adult 32561 16281 14 2

Πίνακας 3.2: Διαμόρφωση Νευρωνικού Δικτύου
Δεδομένα Επίπεδο 1 Επίπεδο 2 Συνάρτηση

Είσοδος Έξοδος Ενεργοποίηση Κόστους
Arrhytmia 281 64 LogSoftMax LogCrossEntropy
Audiology 161 64 LogSoftMax LogCrossEntropy
Bands 39 16 Sigmoid BinrayCrossEntropy
Autism 20 16 Sigmoid BinrayCrossEntropy
BreastTissue 9 9 SoftMax CrossEntroy
Dermatology 130 16 SoftMax CrossEntroy
Glass 9 4 SoftMax CrossEntroy
Hill­Valley 100 16 Sigmoid BinaryCrossEntroy
Horse­Colic 25 16 Sigmoid BinaryCrossEntroy
Ionosphere 34 16 Sigmoid BinaryCrossEntroy
Musk1 166 64 Sigmoid BinaryCrossEntroy
Myocardical 388 64 SoftMax CrossEntropy
Adult 14 8 Sigmoid BinaryCrossEntroy

UCI. Ως ταξινομητής επιλέχθηκε ένα απλό νευρωνικό δίκτυο με δύο επίπεδα, και συγκεκριμένα
ένα γραμμικό επίπεδο πλήρους βαθμού (full rank) με συνάρτηση ενεργοποίησης Leaky ReLU
ακολουθούμενο από ένα δεύτερο γραμμικό επίπεδο πλήρους βαθμού με σιγμοειδή ενεργοποί­
ηση στις περιπτώσεις δυαδικής ταξινόμησης και ενεργοποίηση SoftMax για ταξινομήσεις πολ­
λαπλών κλάσεων. Ως συνάρτηση κόστους χρησιμοποιήθηκε η cross­εντροπία. Η επιλογή του
συγκεκριμένου νευρωνικού βασίστηκε στο μικρό υπολογιστικό του κόστος σε σχέση με άλλα
πολυπλοκότερα νευρωνικά πετυχαίνοντας παράλληλη υψηλή ακρίβεια ταξινομήσεων.

Αρχικά, όλα τα δεδομένα ελέγχθηκαν και αφαιρέθηκαν οι στήλες με λίγη ή καθόλου πληρο­
φορία, όπως αύξοντες αριθμοί ή στήλες όπου απουσιάζει μεγάλος αριθμός τιμών. Στη συνέχεια,
πραγματοποιήθηκε μία ταξινόμηση αναφοράς, κατά την οποία το νευρωνικό δίκτυο εκπαιδεύ­
τηκε χρησιμοποιώντας όλα τα διαθέσιμα χαρακτηριστικά. Η αξιολόγηση του δικτύου έγινε με τη
χρήση δοκιμαστικού συνόλου, όπου αυτό ήταν διαθέσιμο, και με 10­απλή διασταυρωμένη επικύ­
ρωση. Στον πίνακα 3.1 αναφέρονται πληροφορίες για τα σύνολα δεδομένων, και συγκεκριμένα ο
αριθμός καταγραφών, χαρακτηριστικών και κλάσεων. Στους πίνακες 3.2 και 3.3 παρουσιάζονται
το μέγεθος και η διαμόρφωση του δικτύου και η εκπαιδευτική διάταξη για κάθε περίπτωση. Στον
πίνακα 3.4 καταγράφονται οι τιμές χαρακτηριστικών παραμέτρων, και συγκεκριμένα ο αριθμός
κύκλων, ο ρυθμός μάθησης και το μέγεθος παρτίδας, με τις οποίες επιτεύχθηκε η βέλτιστη από­
δοση για την ταξινόμηση αναφοράς καθώς και η τελικά ακρίβεια αναφοράς.
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Πίνακας 3.3: Διάταξη Εκπαίδευσης
Δεδομένα Βελτιστοποιητής Κωδικοποίηση Κλιμάκωση Επικύρωση
Arrhytmia Grad. Desc. One­Hot No 10­πλη Διαστ.
Audiology Grad. Desc. One­Hot No Σύνολο Δοκ.
Bands ADAM Label MinMax 10­πλη Διαστ.
Autism ADAM Label MinMax 10­πλη Διαστ.
BreastTissue ADAM One­Hot MinMax 10­πλη Διαστ.
Dermatology ADAM One­Hot MinMax 10­πλη Διαστ.
Glass ADAM One­Hot No 10­πλη Διαστ.
Hill­Valley Grad. Desc. Label MinMax Σύνολο Δοκ.
Horse­Colic ADAM Label MinMax Σύνολο Δοκ.
Ionosphere ADAM Label MinMax 10­πλη Διαστ.
Musk1 Grad. Desc. Label MinMax 10­πλη Διαστ.
Myocardical Grad. Desc. One­Hot MinMax 10­πλη Διαστ.
Adult Grad. Desc. Label MinMax Σύνολο Δοκ.

Πίνακας 3.4: Ταξινόμηση Αναφοράς
Δεδομένα Κύκλοι Ρυθμός Μέγεθος Ακρίβεια

Εκμάθησης Παρτίδας (Μέση %)
Arrhytmia 1000 0.005 64 75.5
Audiology 5000 0.005 64 84.0
Bands 1000 0.001 64 52.7
Autism 5000 0.01 64 98.4
BreastTissue 50000 0.001 16 79.8
Dermatology 2000 0.01 64 95.1
Glass 15000 0.01 64 61.4
Hill­Valley 5000 0.1 32 64.5
Horse­Colic 12000 0.001 32 80.9
Ionosphere 25000 0.01 64 96.0
Musk1 3000 0.01 64 91.4
Myocardical 300 0.01 64 91.3
Adult 2500 0.01 32 84.6

Για την επιλογή χαρακτηριστικών, ως αντικειμενική συνάρτηση χρησιμοποιήθηκε η ακρί­
βεια της ταξινόμησης. Σε όλες τις περιπτώσεις, ο εξελισσόμενος πληθυσμός αποτελείται από 16
άτομα και ο αριθμόν εποχών τίθεται στις 30, με εξαίρεση τα σύνολα Bands και Autism με 100
και 10 εποχές αντίστοιχα. Για όλες τις παραμέτρους χρησιμοποιήθηκε μονάδα και δεν πραγμα­
τοποιήθηκε καμία ειδική ρύθμιση. Επιπρόσθετα, για τους διακριτούς αλγοριθμούς BSA με PSO
βάση σύνολα, δεν εφαρμόστηκε η επαναληπτική διαδικασία k­tournament, καθώς βρέθηκε ότι
αυξάνει υπερβολικά το χρόνο εκτέλεσης. Αντί αυτού, επιλέχθηκαν τυχαίαNβ,SU

στοιχεία από το
σύνολο SU . Όλες οι ταξινομήσεις πραγματοποιήθηκαν σε σύστημα με 16­πύρηνο επεξεργαστή
Intel(R) Core(TM) i9­9960X CPU @ 3.10GHz.

Στον πίνακα 3.5 καταγράφονται τα πειραματικά αποτελέσματα. Και οι τέσσερις αλγόριθμοι
πέτυχαν τόσο τη μείωση των χαρακτηριστικών όσο και τη βελτίωση της ακρίβειας της ταξινόμη­
σης σε σχέση με την ταξινόμηση αναφοράς, ακόμα και στα σύνολα δεδομένων με μικρό αριθμό
χαρακτηριστικών ή/και υψηλή ακρίβεια αναφοράς. Ειδικότερα, όλοι πέτυχαν παραπλήσια μεί­
ωση των χαρακτηριστικών με παρόμοιες ακρίβειες ταξινόμησης και συνολικό χρόνο εκτέλεσης.
Οι αλγόριθμοι με βάση σύνολα εμφανίζονται να έχουν μία μικρή υπεροχή καθώς πέτυχαν ελα­
φρά μικρότερους αριθμούς επιλεγμένων χαρακτηριστικών διατηρώντας παρόμοια ακρίβεια με
τις αντίστοιχες διαδικές εκδόσεις. Επιπρόσθετα, οι παραλλαγές PSO τείνουν να επιλέγουν λι­
γότερα χαρακτηριστικά, ενώ οι παραλλάγες BSA τείνουν να πετυχαίνουν ελαφρώς καλύτερες
ακρίβειες.
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Πίνακας 3.5: Αριθμός χαρακτηριστικών και ακρίβεια μετά την επιλογή
Δεδομένα Αλγόριθμος Εξαιρούμενα %Μείωση Ακρίβεια % Βελτίωση Χρόνος Εκτέλεσης

Χαρακτηριστικά Χαρακτηριστικών (Μέση %) Ακρίβειας (m:s)

Arrhytmia

SBMBSA 98 35.6 76.9 1.3 24:00
SBPSO 169 61.4 77.6 2.0 24:00

NBMBSA 144 52.3 77.8 2.2 22:00
NBPSO 130 47.2 77.3 1.8 22:00

Audiology

SBMBSA 26 37.7 88.5 4.5 06:00
SBPSO 27 39.1 92.3 8.3 06:00

NBMBSA 25 36.2 92.3 8.3 05:21
NBPSO 42 60.1 88.5 4.5 05:15

Bands

SBMBSA 20 51.3 65.3 12.6 18:18
SBPSO 22 56.4 64.8 12.0 18:06

NBMBSA 19 48.7 65.0 12.2 18:30
NBPSO 19 48.7 63.9 11.1 18:06

Autism

SBMBSA 14 70.0 100 1.6 05:48
SBPSO 14 70.0 100 1.6 05:15

NBMBSA 14 70.0 100 1.6 05:24
NBPSO 14 70.0 100 1.6 05:18

BreastTissue

SBMBSA 4 44.4 80.8 1.0 30:30
SBPSO 4 44.4 80.8 1.0 32:15
NBPSO 4 44.4 80.8 1.0 29:00
NBMBSA 4 44.4 80.8 1.0 30:30

Dermatology

SBMBSA 20 58.8 99.7 4.5 06:38
SBPSO 16 47.0 99.7 4.5 06:23

NBMBSA 13 38.2 100 4.8 06:26
NBPSO 17 50.0 99.3 4.2 06:14

Glass

SBMBSA 5 55.5 70.0 8.6 15:31
SBPSO 5 55.5 70.0 8.6 18:24

NBMBSA 5 55.5 70.0 8.6 15:30
NBPSO 4 44.4 70.0 8.6 15:54

Hill­Valley

SBMBSA 52 52.0 77.2 12.7 02:27
SBPSO 43 43.0 77.4 12.9 02:23

NBMBSA 49 49.0 77.2 12.7 02:20
NBPSO 46 46.0 78.5 14.0 02:17

Horse­Colic

SBMBSA 9 26.5 85.2 4.4 02:08
SBPSO 11 32.3 85.2 4.4 02:03

NBMBSA 8 23.5 85.2 4.4 02:06
NBPSO 11 32.3 83.8 2.9 02:02

Ionosphere

SBMBSA 13 38.2 99.4 3.4 45:03
SBPSO 20 58.8 99.7 3.7 43:28

NBMBSA 13 38.2 99.1 3.1 44:16
NBPSO 13 38.2 99.7 3.7 43:11

Musk1

SBMBSA 77 46.4 96.2 4.9 37:35
SBPSO 47 28.3 94.6 3.2 35:35

NBMBSA 79 47.6 94.4 3.0 33:12
NBPSO 81 48.8 95.1 3.7 32:46

Myocardical

SBMBSA 49 40.1 92.1 0.8 29:24
SBPSO 46 37.7 92.2 0.9 30:31

NBMBSA 49 40.1 91.9 0.6 27:32
NBPSO 54 44.2 92.1 0.8 27:57

Adult

SBMBSA 4 28.6 85.1 0.5 35:18
SBPSO 4 28.6 85.1 0.5 34:16

NBMBSA 6 42.9 85.1 0.5 34:54
NBPSO 6 42.9 85.1 0.5 34:02
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Κεφάλαιο 4

Συμπεράσματα­Μελλοντική Έρευνα

Στην παρούσα εργασία, παρουσιάστηκαν δύο αλγόριθμοι, οι οποίοι επεκτείνουν τον γε­
νετικό αλγόριθμο συνεχούς βελτιστοποίησης BSA, σε προβλήματα συνδυαστικής βελτιστοποί­
ησης και χρησιμοποιήθηκαν για την επιλογή χαρακτηριστικών. Η ανάπτυξη των αλγορίθμων
στηρίχθηκε στην παρατήρηση ότι, ο γνωστός αλγόριθμος PSO και η παραλλαγή MBSA του
αλγορίθμου BSA, παρουσιάζουν όμοιες εξισώσεις για την ενημέρωση της τρέχουσας ταχύτη­
τας και θέσης. Το γεγονός αυτό, επιτρέπει την ένταξη του MBSA στους αλγορίθμους διακριτής
βελτιστοποίησης NBPSO και SBPSO, που βασίζονται στον PSO, στην ουσία, με ευθεία αντικα­
τάσταση.

Η απόδοση των προτεινόμενων παραλλαγών BSA συγκρίθηκε με εκείνη των αντίστοιχων
αλγορίθμων PSO σε μια σειρά προβλημάτων ταξινόμησης από το αποθετήριο UCI. Συγκεκρι­
μένα, εξετάστηκε η μείωση χαρακτηριστικών που επιτεύχθηκε, η ακρίβεια της ταξινόμησης με
βάση το μειωμένο σύνολο και ο συνολικός χρόνος εκτέλεσης. Τα αποτελέσματα δείχνουν ότι οι
αλγόριθμοι BSA απέδωσαν εξίσου καλά με τους αντίστοιχους αλγοριθμούς PSO.

Ωστόσο, στην ανάλυση που πραγματοποιήθηκε οι αλγόριθμοι εκτελέστηκαν με προεπιλεγ­
μένες τιμές για τις παραμέτρους τους, χωρίς προηγούμενη διερεύνηση για τα πιθανά εύρη των
βέλτιστων τιμών. Είναι γνωστό ότι κατάλληλα επιλεγμένες παράμετροι μπορούν να βελτιώσουν
σημαντικά την απόδοση των γενετικών αλγορίθμων. Επομένως, η μελέτη της επίδρασης των
υπερπαραμέτρων και της ευαισθησίας των αλγορίθμων σε αυτές, αποτελεί ένα σημαντικό κα
ενδιαφέρον αντικείμενο για μελλοντική έρευνα. Τέλος, η δημοφιλία του αλγορίθμου PSO στην
περιοχή της διακριτής βελτιστοποίησης προσφέρει μια μεγάλη ποικιλία αλγορίθμων, όπου BSA
μπορεί να ενσωματωθεί.
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Παράρτημα Α�

Λογισμικό

Το λογισμικό που αναπτύθχηκε στα πλαίσια της εργασίας είναι διαθέσιμο στο
https://github.com/CluelessGuru/PostGradAI.
Στον παρακάτω πίνακα αναγράφονται οι υποστηριζόμενες παράμετροι.

Parameter Explanation
../datasets/mnist.csv <filename.csv> input file
­parmfile= [­parmfile=<filename.parm>] file with previously saved parameters
­output=1 [­output=<class columns in csv: <i1,i2,...,in> column ids, <=0 from end>]
­exclude= [­exclude=<i1,i2,...,in> column ids to exclude, <=0 from end>]
­label=1 [­label=<i1,i2,...,in> column ids to force categorical encoding, <=0 from end>]
­layertypes=1,4,1,9 [­layertypes=<layertype list 1:Fullrank, ­1:FullRank no bias, 2:Sigmoid, ­2:Adaptive Sigmoid,

3:Softmax, 4:ReLu, ­4:Adaptive Relu, 5:Hermite, 6:LowRank, ­6:LowRank no bias
7:Polynomial, ­7:Polynomial no bias, 8:SeLU, 9:LogSoftmax, 10:LogSigmoid, 11:GRBF)>]

­layerdim=64 [­layerdim=<layer dimensions>]
­leak=0.001 [­leak=<ReLU leak>]
­hdegree=5 [­hdegree=<Hermite degree>]
­lrank=1 [­lrank=<Rank for Lowrank layers>]
­pdegree=3 [­pdegree=<Polynomial degree>]
­prank=0 [­prank=<list of rank for Polynomial layers>]
­ncycles=1000 [­ncycles=<Max NN training cycles>]
­batch=16 [­batch=<training batch>]
­error=0. [­error=<stopping error>]
­validate=­10000 [­validate=<validation %, <0 ­n records from end]
­loss=5 [­loss=<loss function (0:MSE, 1:MAE, 2:CE, 3:BCE, 4:LogBCE, 5:LogCE, 6:LogMSE)>]
­encode=2 [­encode=<encoding (0: Binary, 1: Label, 2:One hot>]
­scale=1 [­scale=<initial scaling (0:No Scaling, 1:MinMax, 2:Zscore)>]
­optimizer=3 [­optimizer=<optimizer (0:GD, 1:Momentum, 2:RMSP, 3:Adam)>]
­alpha=0.001 [­alpha=<learning rate>]
­beta1=0.9 [­beta1=<optimizer parameter>]
­beta2=0.999 [­beta2=<optimizer parameter>]
­epsilon=1.0 [­epsilon=<BSA epsilon>]
­mixrate=0.8 [­mixrate=<BSA mixrate>]
­pso_c1=1 [­pso_c1=<PSO c1 param>]
­pso_c2=1 [­pso_c2=<PSO c2 param>]
­pso_c3=1 [­pso_c3=<PSO c3 param>]
­pso_c4=1 [­pso_c4=<PSO c4 param>]
­pso_k=0 [­pso_k=<PSO k­tournament %>]
­ga=1 [­ga=<genetic algorithm 0:BSAO, 1: SBMBSA, 2:SBPSO, 3:BiPSO, 4:BiMBSA>]
­nepoch=50 [­nepoch=<number of epochs>]
­natoms=0 [­natoms=<population size>]
­seed=0 [­seed=<seed for RNG>]
­check=0 [­check=<gradient threshold>]
­nthreads=16 [­nthreads=<nthreads>]
­timeout=10000 [­timeout=<timeout(s)>]
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